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Lista 3

Notatnik z wykładu: https://math.uni.wroc.pl/~jagiella/files/geografia_ai/mnist_classifier.
zip

Zadanie 1 (1 punkt). Wczytaj (zredukowany) zestaw Labeled Faces in the Wild:

from sk l e a rn . da ta s e t s import f e t c h l fw p e op l e
l fw = f e t c h l fw p e op l e ( c o l o r=False , r e s i z e =0.25 , m in f a c e s pe r pe r s on =20,

down load i f m i s s i ng=True )

Zapoznaj się z danymi (klucze "data", "images", "target"). Dla ćwiczenia zmień kształt lfw["images"]
aby otrzymać tablicę identyczną (kształtem i zawartością) z lfw["data"] i na odwrót. Następnie
zredukuj wymiar wszystkich 3023 twarzy do wymiaru 2 oraz zrekonstruuj i narysuj (wybrane) ory-
ginalne twarze. Możesz w tym celu użyć
sklearn.decomposition.TruncatedSVD (jak na wykładzie, po scentrowaniu danych) lub
sklearn.decomposition.PCA (możesz wtedy pominąć wszystkie kroki związane z centrowaniem
danych).

Zadanie 2 (2 punkty). Scikit-learn implementuje szereg sposobów redukcji wymiaru, w szczegól-
ności:
(a) sklearn.decomposition.PCA
(b) sklearn.decomposition.KernelPCA
(c) sklearn.decomposition.FastICA
Wszystkie z nich mają jednakowy podstawowy interfejs, np. dla PCA:

from sk l e a rn . decompos it ion import PCA
model = PCA( n components=n)
model . f i t (X) # dopasowanie do danych
X reduced = model . t rans form (X) # trans formac ja danych ( po dopasowaniu )
X reduced = model . f i t t r a n s f o rm (X) # dopasowanie+trans formacja

Analogicznie dla KernelPCA i FastICA. W każdym z przypadków dane nie wymagają centrowania.
Z zestawu danych lfw z poprzedniego zadania wybierz dowolne dwie etykiety (= osoby) wystę-

pujące co najmniej 100 razy1 i ogranicz dane do twarzy z tymi etykietami. Podziel dane na część
treningową i testową. Następnie zbuduj klasyfikator, który:
1. Redukuje dane do n wymiarów (parametr n_components) poprzez użycie PCA.
2. Trenuje klasyfikator LogisticRegression na zredukowanych danych treningowych.
3. Używa powyższego klasyfikatora do klasyfikowania zredukowanych danych testowych.
(na wykładzie był przykład z TruncatedSVD zamiast PCA).
Dobierz n w taki sposób, aby uzyskać minimum 85% skuteczności (przetestuj to n dla wielu

losowych podziałów train-test – nie ustalaj parametru random_state w train_test_split).
Nastepnie zrób to samo dla KernelPCA i FactICA (za w obu przypadkach dobierając odpowied-

nie n).

Zadanie 3 (1 punkt). Zrób poprzednie zadanie zastępując LogisticRegression przez
DecisionTreeClassifier i 85% przez 80%. Oprócz dobierania n, możesz spróbować też dobrać
najmniejszą maksymalną głębokość drzewa (max_depth).

1Możesz wybrać je ręcznie lub wczytać dane używając parametru min faces per person=100
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