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Rozdziaª I

Wst¦p

1

1 O skrypcie

Stochastyczne symulacje i teoria Monte Carlo s¡ bardzo cz¦sto s¡ nazwami
tej samej teorii. Jednak»e w opinii autora tego skryptu warto je rozró»-
ni¢. Pierwszy termin b¦dzie wi¦c dotyczyª teorii generatorów oraz metod
generowania liczb losowych o zadanych rozkªadach. Wªa±ciwie powininno si¦
mówi¢ o liczbach pseudo-losowych, bo tylko takie mog¡ by¢ generowane na
komputerze, ale w tek±cie cz¦sto b¦dziemy mówili o zmiennych lub liczbach
losowych. Natomiast przez teori¦ Monte Carlo b¦dziemy tutaj rozumie¢ teo-
retycznymi podstawami opracowania wyników, planowania symulacji, kon-
struowaniu metod pozwalaj¡cych na rozwi¡zywanie konkretnych zada«, itp.

W przeciwie«stwie do metod numerycznych, gdzie wypracowane algo-
rytmy pozwalaj¡ kontrolowa¢ deterministycznie bª¦dy, w przypadku oblicze«
za pomoc¡ metod stochastycznych dostajemy wynik losowy, i jest wa»ne aby
zrozumie¢ jak taki wynik nale»y interpretowa¢, co rozumiemy pod poj¦ciem
bª¦du, itd. Do tego przydaj¡ si¦ poj¦cia i metody statystyki matematycznej.

Skrypt jest pisany z my±l¡ o studentach matematyki Uniwersytetu Wro-
cªawskiego, w szczególno±ci studentach interesuj¡cych si¦ informatyk¡ oraz
zastosowaniami rachunku prawdopodobie«stwa. Dlatego, ide¡ przewodni¡
tego skryptu, jest przeprowadzanie symulacji rozmaitych zada« rachunku
prawdopodobie«stwa, przez co czytelnik poznaje przy okazji obszary, które

1Poprawiane 17.1.2018
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4 ROZDZIA� I. WST�P

trudno pozna¢ bez specjalistycznej wiedzy z rachunku prawdopodobie«stwa
i procesów stochastycznych. Dlatego te» nie zakªada si¦ od czytelnika szcze-
góªowej wiedzy z tych przedmiotów, a tylko zaliczenie podstawowego kursu
uniwersyteckiego z rachunku prawdopodobie«stwa i statystyki matematycz-
nej. Natomiast po uko«czeniu kursu, oprócz znajomo±ci symulacji stocha-
stycznej i teorii Monte Carlo, autor skryptu ma nadziej¦, »e czytelnik b¦dzie
zaznajomiony z wieloma klasycznymi zadaniami teorii prawdopodobie«stwa,
modelami stochastycznymi w badaniach operacyjnych i telekomunikacji, itd.

W dzisiejszej literaturze rozróznia si¦ generatory liczb losowych od ge-
neratorów liczb pseudoloswych. W tym wykªadzie zajmiemy si¦ liczbami
pseudolosowymi, to jest otrzymanymi za pomoc¡ pewnej rekurencji matema-
tycznej. Natomiast ci¡gi liczb losowych mo»emy otrzyma¢ na przykªad przez
rzuty monet¡, rzuty kostk¡, obserwacji pewnych zjawisk atmosferycznych,
zapisu rejestrów itp. Rozró»nia si¦ hardwerowe generatory licz� losowych
od sofwerowych genratorów liczb losowych. Jednak»e tutaj nie b¦dziemy sie
tym zajmowali. Oprócz liczb pseudolosowych mamy te» liczby quasi-losowe.
S¡ to ci¡gi liczbowe które maj¡ które speªniaj¡ wl¡sno±c 'low discrepacy�.

Skrypt skªada si¦ z rozdziaªów dotycz¡cych:

• zarysu teorii generatorów liczb pseudolosowych,

• sposobów generowania zmiennych losowych o zadanych rozkªadach,

• podstawowych poj¦¢ dotycz¡cych bªedów, poziomu istotno±ci, liczby
replikacji i ich zwi¡zków,

• przykªadowych zada« rozwi¡zywanych metodami symulacji stochastycz-
nej,

• metodami zmniejszenia liczby replikacji przy zadanym poziomie bª¦du
i poziomie istotno±ci.

Istotnym skªadnikiem tego skryptu jest dodatek, w którym znajduj¡ si¦
poj¦cia z rachunku prawdodobie«stwa, przegl¡d rozkªadów i ich wªasno±ci,
potrzebne wiadomo±ci ze statystyki matematyczne, zarys teorii kolejek, itd.
Niektóre fragmenty znajduj¡ce si¦ w dodatku musz¡ zosta¢ przerobione na
wykªadzie, bowiem trudno zakªada¢ ich znajomo±¢, a bez których wykªad
byªby niepeªny.

Obecna wersja skryptu jest wynikiem wieloletnich wykªadów przedmiotu
na Uniwersytecie Wrocªawski dla studentów matematyki i informatyki. Na
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ksztaªt skryptu, w szczególno±ci zada« laboratoryjnych miaª wpªyw dr Paweª
Lorek, prowadz¡cy czasami wykªad, ¢wiczenia lub laboratorium.

2 Symulacje prostych zada« probabilistycznych

Liczby losowe generujemy na komputerze. Na przykªad w MATLAB'ie przez
komend¦

rand

Na podstawie liczb losowych mo»emy generowa¢ liczby losowe o zadanym
rozkªadzie. W MATLABIE jest równie» komenda

randi(M)

2.1 Wªasno±ci symetrycznego bª¡dzenia przypadkowego

W rozdziale 3-cim ksi¡zki Fellera [13] rozwa»a si¦ zadania zwi¡zane z ci¡giem
rzutów symetryczn¡ monet¡. Jest dwóch graczy A i B. Jeden z nich obsta-
wia orªa a drugi reszk¦. Je±li gracz A odgadnie wynik, to wygrywa +1 od
gracza B, w przeciwnym razie gracz B wygrywa 1 od gracza A. Zakªadamy,
»e wyniki kolejnych rzutów s¡ niezalezne. Przypu±cmy, »e gracze zaczynaj¡
gra¢ z pustym kontem; tj S0 = 0. Niech Sn b¦dzie wygran¡ gracza A po
n rzutach (tj. przegrana gracza B po n rzutach. Zauwa»my, »e wygodnie
b¦dzie rozpatrywanie 2N rzutów, i remisy mog¡ by¢ jedynie w momentach
2, 4, . . . , 2N . Mo»emy postawi¢ ró»ne pytania dotycz¡ce przebiegu gry, tj.
przebiegu (Sn)n=1,...,2N . Mo»emy te» przedsatwi¢ bª¡dzenie w postaci ªa-
manej, ª¡cz¡c prostymi punkty (i − 1, Si−1), (i, Si). Wtedy b¦dziemy mieli
segment powy»ej osi x-w, tj. A prowadzi na segmencie (i− 1, Si−1 → (i, Si)
je±li Si−1 ≥ 0 lub Si ≥ 0.2.

1. Niech R2N = max{i : Si = 0} b¦dzie ostatnim momentem remisu. Co
mo»na powiedzie¢ o rozkªadzie R2N?

2. Jakie jest prawdopodobie«stwo P (α, β) , »e przy 2N rzutach gracz A
b¦dzie prowadziª pomi�edzy 100α a 100β procent czasu?

3. Jak wygl¡daj¡ oscylacje (Sn)0≤n≤2N .

2Feller t.1 str 79
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4. Jakie jest prawdopodobie«stwo, »e jeden z graczy b¦dzie caªy czas pro-
wadziª.

Tego typu zadania formalizujemy nast¦puj¡co, co nast¦pnie pozwoli na
symulacje. Niech ξ1, ξ2, . . . , b¦dzie ci¡giem niezale»nych zmiennych losowych
o jednakowym rozkªadzie IP(ξj = 1) = IP(ξj = −1) = 1/2 i de�niujemy

S0 = 0, Sn =
n∑
j=1

ξj, n = 1, . . .

Ci¡g S0 = 0, S1, . . . nazywamy prostym symetrycznym bª¡dzeniem przypad-
kowym.

Zauwa»my, »e formalnie de�niujemy

L2n = sup{m ≤ 2n : Sm = 0}.

Przez
L+

2n = #{j = 1, . . . , 2n : Sj−1 ≥ 0 lub Sj ≥ 0}.

Inna charakterystyk¡ mo»e by¢, »e gracz A ostro prowadzi w momencie m
je±li Sm > 0. �¡czny czas ostrego prowadzenia A jest

#{1 ≤ k ≤ 2N : Sk > 0}.

Przykªadow¡ symulacj¦ prostego symetrycznego bª¡dzenia przypadkowego
S0 = 0, S1, . . . , SN mo»na otrzyma¢ za pomoc¡ nast¦puj¡cego programu. 3

Proste symetryczne bª¡dzenia przypadkowego

% N number of steps;

xi=2*floor(2*rand(1,N))-1;

A=triu(ones(N));

y=xi*A;

s=[0,y];

x=0:N;

plot(x,s)

Przykªadowy wykres bª¡dzenia przypadkowego podany jest na rys. 2.1

3dem2-1.m
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Rysunek 2.1: Przykªadowa realizacja prostego bª¡dzenia przypadkowego;
N = 1000.

Na wszystkie pytania znane s¡ odpowiedzi analityczne w postaci twier-
dze« granicznych gdy N → ∞; patrz Feller [13]. Na przykªad wiadomo, »e
(patrz ksi¡»ka Fellera [13] lub Durreta [12])

IP(α ≤ L+
2N/2N ≤ β)→

∫ β

α

π−1(x(1− x))−1/2 dx,

dla 0 ≤ α < β ≤ 1. Jest to tak zwane prawo arcusa sinusa. Nazwa bierze si¦
st¡d, »e ∫ t

0

π−1(x(1− x))−1/2 dx =
2

π
(arcsin(

√
t)) .

Podobny rezultat jest dla L2N ; patrz Durret str. 197. My spróbujemy znale¹¢
odpowiedzi przez symulacje. Maj¡c algorytm na symulacje bª¡dzenia przy-
padkowego proponujemy zrobic histogramy dla powtórze« L+

2N � ª¡cznego
czasu prowadzenia przez A, L2N . Jest jasne te», »e gdy N →∞, to wielko±ci
L+

2N , L2N rosn¡ do niesko«czono±ci. Ale jak si¦ okazuje nale»y rozpatrywa¢
frakcje czasu, czyli te wielko±ci podzieli¢ przez 2N . Metoda Monte Carlo
polega na wielokrotnym powtórzeniu eksperymentu, tj. w naszym wypadku
obliczenia powy»szych wielko±ci. Niech R b¦dzie liczb¡ przeprowadzonych
eksperymentów, zwanych w teorii Monte Carlo replikacjami . Na rys 2.2
mamy histogram dla L+

1000 przy R = 1000000 replikacjach.
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Rysunek 2.2: Histogram dla L+
1000;R=100000 replikacji, 25 klas

2.2 Zagadnienie sekretarki

Jest to problem z dziedziny optymalnego zatrzymania. Rozwi¡zanie jego jest
czasami zwane reguª¡ 37%. Mo»na go wysªowi¢ nast¦puj¡co:

• Jest jeden etat do wypeªnienia.

• Na ten 1 etat jest n kandydatów, gdzie n jest znane.

• Komisja oceniaj¡ca jest w stanie zrobi¢ ranking kandydatów w ±ci±lym
sensie (bez remisów).

• Kandydaci zgªaszaj¡ si¦ w losowym porz¡dku. Zakªada si¦, »e ka»de
uporz¡dkowanie jest jednakowo prawdopodobne.

• Po rozmowie kwali�kacyjnej kandydat jest albo zatrudniony albo od-
rzucony. Nie mo»na potem tego cofn¡¢.

4Plik arcsinNew3.m Oblicza prawdopodobie«stwo, »e prowadzenie b¦dzie krótsze ni»
100*x % czasu, plik arcsinNew.m podaje histogram dla Lplus/2N z R = 100000, D =
2N = 1000, i n = 25 jednakowej dªugo±ci klas; obrazek arcsin.eps
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• Decyzja jest podj¦ta na podstawie wzgl¦dnego rankingu kandydatów
spotkanych do tej pory.

• Celem jest wybranie najlepszego zgªoszenia.

Okazuje si¦, »e optymalna strategia, to jest maksymizuj¡ca prawdopodobie«-
stwo wybrania najlepszego kandydata jest, nale»y szuka¢ w±ród nast¦puj¡-
cych strategi: opu±ci¢ k kandydatów i nast¦pnie przyj¡¢ pierwszego lepszego
od dotychczas przegl¡danych kandydatów. Jesli takiego nie ma to bierzemy
ostatniego. Dla du»ych n mamy k ∼ n/e kandydatów. Poniewa» 1/e ≈ 0.37
wi¦c st¡d jest nazwa 37 %. Dla maªych n mamy

n 1 2 3 4 5 6 7 8 9
k 0 0 1 1 2 2 2 3 3
P 1.000 0.500 0.500 0.458 0.433 0.428 0.414 0.410 0.406

To zadanie mo»na prosto symulowa¢ je±li tylko umiemy generowa¢ losow¡
permutacj¦. Mo»emy te» zada¢ inne pytanie. Przypu±¢my, »e kandydaci
maj¡ rangi od 1 do n, jednak»e nie s¡ one znane komisji zatrudniaj¡cej. Tak
jak poprzednio komisja potra�i jedynie uporz¡dkowa¢ kandydatów do tej
pory staraj¡cych sie o prac¦. Mo»emy zada¢ pytanie czy optymalny wybór
maksymizuj¡cy prawdopodobie«stwo wybrania najlepszego kandydata jest
równie» maksymizuj¡cy warto±¢ oczekiwan¡ rangi zatrudnianej osoby. Na to
pytanie mo»na sobie odpowiedzie¢ przez symulacj¦.

2.3 Zagadnienie komiwoja»era

Komiwoja»er opuszcza miasto 0 i musi odwiedzi¢ wszystkie miasta 1, . . . , n
zanim powróci do miasta 0. Odlegªo±ci pomi¦dzy miastem i a miastem j
s¡ zadane macierz¡ (cij)i,j=0,...,n. Je±li nie ma drogi z i do j to cij = ∞.
Nale»y znale¹¢ drog¦, która minimizuje odlegªo±c H(π), gdzie dla zadanej
permutacji π liczb 1, . . . , n

H(π) = c0π1 + cπ1π2 + . . .+ cπn−1πn + cπn,0

Zadanie to dla du»ych n jest trudne do wykonania metod¡ deterministyczn¡
ze wzgl¦du na du»¡ liczb¦ oblicze«. Natomiast okazuje si¦, »e zrandomizo-
wane algorytmy daj¡ niespodziewanie dobre rezultaty. Oczywi±cie na po-
cz¡tku mo»na poszuka¢ 'dobrej' drogi przez symulacje.
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2.4 Obliczanie caªek metod¡ MC.

Metoda MC jest cz¦sto wykorzystana do liczenia caªek. Oczywi±cie w nie-
trywialnych zadaniach s¡ to caªki wielowymiarowe, cz¦sto po obszarze nie
zadanym prostym wzorem, które wykluczaj¡ u»ycie standardowych metod
numerycznych. U»ywaj¡c metody MC do obliczania tej caªki, korzystamy
z tego, ze je±li U jest liczb¡ losow¡ z [0, 1)d (tzn. skªadowe wektora U s¡
niezale»ne o jednakowym rozkªadzie jednostajnym na [0, 1)), to z mocnego
prawa wielkich liczb, z prawdopodobie«stwem 1

1

n

n∑
i=1

f(U i)→ IE f(U) =

∫
[0,1)d

f(u) du.

Szybko±¢ tej metody jest rz¦du O( 1√
n
niezale»nie od wymiaru d. Ten fakt

poka»emy pó¹niej.

3 Informacja o metodach quasi Monte Carlo

Alternatywn¡ metod¡ do Monte Carlo (MC) u»ywaj¡c¡ liczb pseudo-losowych
s¡ metody quasi-MC u»ywaj¡c¡ liczb quasi-losowych. Jest to metoda szcze-
gólnie u»yteczna przy obliczeniu caªek

∫
[0,1)d

f(u) du. Zamiast generowania
ci¡gu liczb losowych, lub pseudolosowych teraz przy u»yciu metody quasi-MC
dany jest ci¡g deterministyczny x1,x2, . . ., który posiada pewne wªasno±ci o
których za chwil¦, i obliczmy szukan¡ caªk¦ korzystaj¡c z tego, »e

1

n

n∑
i=1

f(xi)→ IE f(U ) =

∫
[0,1)d

f(u) du.

Jesli ci¡g (xi) jest ci¡giem quasi-losowym, to wtedy szybko±¢ zbie»no±ci jest
rz¦du O(n−(1−ε)), gdzie 0 < ε < 1 jest dowolne. Dokªadniejsza posta¢ rz¦du
zbie»no±ci b¦dzie podana za chwil¦. Oczywi±cie potrzebne s¡ te» pewne za-
ªo»enia z funkcji f , które w praktyce s¡ speªnione. Metody quasi MC s¡
szeroko stosowane do wycen produków �nansowych.

Teoria liczb quasi-losowych opiera si¦ na poj¦ciu dyskrepancji ci¡gu x1,x2, . . . ∈
[0, 1)d. Zacznijmy od dowolnego ci¡gu x1,x2, . . . ,xn ∈ [0, 1)d i niech A b¦-
dzie pewn¡ rodzin¡ podzbiorów z [0, 1)d. Wtedy przez dyskrepancj¦ rozumie
sie wielko±¢

D(x;A) = sup
A∈A

∣∣∣∣#{i : xi ∈ A}
n

− vol(A)

∣∣∣∣
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gdzie vol(A) jest obj¦to±ci¡ zbioru A. W tym szkicu b¦dziemy rozpatry-
wa¢ rodzin¦ A∗ podzbiorów postaci

∏d
j=1[0, uj), gdzie 0 < uj < 1. Wtedy

mówimy o gwiazdkowej dyskrepancji i oznaczamy D∗(x) = D(x;A∗). Dla
ka»dego ustalonej dªugo±ci ci¡gu n, mo»emy to zadanie wariacyjne rozwi¡-
za¢ i mamy D∗(x) ≥ 1

2n
, i równo±¢ jest osi¡gni¦ta dla xi = (2i − 1)/(2n),

i8 = 1, . . . , n. Rozwa»my teraz dowolny ci¡g x1,x2, . . .. Okazuje si¦, »e teraz
problem jest du»o trudniejszy ni» w przypadku sko«czonego ci¡gu.

Gªówny konceptem tej teorii jest nast¦puj¡ce poj¦cie. Mówimy, »e ci¡g
x1,x2, . . . ∈ [0, 1)d jest niskiej dyskrepancji je±li

D∗(x1, . . . ,xn) ∼ O

(
(log n)d

n

)
.

Okazuje si¦, »e istniej¡ takie ci¡gi. Na przykªad ci¡g Haltona, ci¡g Sobola,
czy ci¡g Faure. Dla tych ci¡gów mo»na pokaza¢, »e

D∗(x1, . . . ,xn) ≤ Cd
(log n)d

n
+O(

(log n)d−1

n
).

W MATLABie w toolboxie Statistics and machne learning s¡ zaimplemento-
wane procedury generuj¡ce ci¡gi haltona i sobola (haltonset i sobolset).

4 Uwagi bibliogra�czne

Na rynku jest sporo dobrych podr¦czników o metodach stochastycznej symu-
lacji i teorii Monte Carlo. Zacznijmy od najbardziej elementarnych, jak na
przykªad ksi¡zka Rossa [40]. Z po±ród bardzo dobrych ksi¡»ek wykorzystu-
j¡cych w peªni nowoczesny aparat probabilistyczny i teorii procesów stocha-
stycznych mo»na wymieni¢ ksi¡»k¦ Asmussena i Glynna [4], Madrasa [33],
Fishmana , Ripleya [38]. W±ród ksi¡»ek o symulacjach w szczególnych dzie-
dzinach mo»na wymieni¢ ksi¡zk¦ Glassermana [16] (z in»ynierii �nansowej),
Fishmana [15] (symulacj¦ typu discrete event simulation. W j¦zyku polskim
mo»na znale¹¢ ksi¡»k¦ Zieli«skiego [50] oraz bardziej wspóªczesn¡ Wieczor-
kowskiego i Zieli«skiego [48]. Wykªady prezentowane w obecnym skrypcie
byªy stymulowane przez notatki do wykªadu prowadzonego przez J. Resinga
[37] na Technische Universiteit Eindhoven w Holandii. W szczegolno±ci autor
skryptu dzi¦kuje Johanowi van Leeuwaardenowi za udost¦pnienienie mate-
riaªów. W szczególno±ci w niektórych miejscach autor tego skryptu wzoruje
si¦ na wykªadach Johana van Leeuwardena i Marko Bono z Uniwersytetu
Technicznego w Eindhoven.
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Rozdziaª II

Teoria generatorów

1 Wst¦p

Podstaw¡ symulacji stochastycznej jest poj¦cie liczby losowej. Nie b¦dziemy
tutaj wdawa¢ si¦ szczegóªowo w �lozo�czne dysputy znaczenia sªowa �lo-
sowy�. Zacytujmy tylko co na ten temat pisze Knuth w swoim fundamental-
nym dziele [23], str 2: �W pewnym sensie nie ma czego± takiego jak liczba
losowa; czy na przykªad 2 jest liczb¡ losow¡. Mo»na natomiast mówi¢ o ci¡gu
niezale»nych zmiennych losowych o okre±lonym rozkªadzie, a to oznacza, z
grubsza rzecz bior¡c, »e ka»da z liczb zostaªa wybrana zupeªnie przypad-
kowo, bez »adnego zwi¡zku z wyborem pozostaªych liczb w ci¡gu, i »e ka»da
liczba mie±ci sie w dowolnym ustalonym zakresie warto±ci z okre±lonym praw-
dopodobie«stwem.� W skrypcie terminy liczba losowa i zmienna losowa s¡
u»ywane wymiennie.

Podstawowym rozkªadem w tej teorii jest rozkªad jednostajny U(0,1).
Jednak»e na komputerze nie mo»emy otrzyma¢ wszystkich liczb z odcinka
[0, 1]. Dlatego tak naprawd¦ generujemy liczby przyjmuj¡ce warto±ci

0, 1/M, 2/M, . . . , (M − 1)/M

dla pewnego M = 2k i b¦dziemy oczekiwa¢, »e ona ma rozkªad jednostajny
na tym zbiorze. W tym wypadku b¦dziemy mówili cz¦sto o liczbie loso-
wej bez wymieniania nazwy rozkªadu , tj. zmiennej losowej U o rozkªadzie
jednostajnym U(0,1) na (0,1). Oznaczenia rozkªadów, wraz de�nicjami, ich
podstawowymi charakterystykami s¡ podane w dodatku XI.1.1 oraz tablicy
XI.4.

13
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Przed nastaniem ery komputerowej, tworzono tablice liczb losowych. Naj-
prostsz¡ tablic¦ mo»na zrobi¢ samemu, wyci¡gaj¡c na przykªad kule z urny,
rzucaj¡c kostk¡, itd, nast¦pnie te wyniki zapisuj¡c. Mo»na te» u»ywa¢ �kostki�
daj¡cej wyniki od 0,1 do 9; patrz Rys. 1.1 i przez kolejne rzuty produko-

Rysunek 1.1: Kostka z Eurandom

wa¢ ci¡g cyfr losowych. Nast¦pnie grupuj¡c wzgl¦dem ustalonej liczby cyfr,
poprzedzaj¡c je zerem i kropk¡ 1 otrzyma¢ »¡dane tablice liczb losowych. Ta-
kie tablice maj¡ cz¦sto �dobre wªasno±ci� (co pod tym rozumiemy opowiemy
pó¹niej) ale gdy potrzebujemy bardzo du»o liczb losowych (na przykªad setki
tysi¦cy) opisana metoda jest bezu»yteczna.

Dzisiaj do tworzenia ci¡gu liczb losowych (lub jak si¦ mówi do ich ge-
nerowania) stosuje si¦ komputery. Chyba pierwszym, który to zrobiª byª
John von Neumann okoªo 1946 r. Zaproponowaª on aby tworzy¢ nast¦pn¡
liczb¦ podnosz¡c do kwadratu poprzedni¡ i wyci¦ciu ±rodkowych. �Metoda
±rodka kwadratu� okazaªa si¦ niezbyt dobra; bowiem ma tendencje do wpa-
dania w kolein¦ � krótki cykl powtarzaj¡cych si¦ elementów. Na przykªad
ci¡g dwucyfrowych liczb zaczynaj¡cych si¦ od 43 wedªug tego algorytmu jest
84, 05, 00, 00, . . .. Mianowicie mamy 432 = 1849, 842 = 7056 i 052 = 25.
Powstaªa caªa obszerna teoria dotycz¡ca generatorów, tj. algorytmów pro-
dukuj¡cych ci¡gi �liczb losowych�, analizy dobroci generatorów. Teoria ta
wykorzystuje osi¡gni¦cia wspóªczesnej algebry i statystyki.

1W skrypcie u»ywamy konwencj¦ 0.1234 na zapis liczby z przedziaªu (0,1) a nie 0,1234.



1. WST�P 15

Niestety komputer nie jest w stanie wygenerowa¢ idealnego ci¡gu nie-
zale»nych zmiennych losowych o rozkªadzie jednostajnym. Dlatego czasem
mówi si¦ o liczbie pseudo-losowej generowanej przez komputer. Rozumiej¡c
te ograniczenia b¦dziemy przewa»nie dalej pisa¢ o ci¡gu zmiennych losowych
o rozkªadzie U(0,1).

Ogólny schemat generowania liczb losowych na komputerze mo»na scha-
rakteryzowa¢ nast¦puj¡co przez pi¡tk¦: (S, s0, f, U, g), gdzie

• S jest sko«czon¡ przestrzeni¡ stanów,

• s0 ∈ S jest warto±cia pocz¡tkow¡ rekurencji (ziarno),

• si+1 = f(si), gdzie f : S → S,

• natomiast U sko«czon¡ przestrzeni¡ warto±ci oraz

• g : S → U , i ui = g(xi) (i = 0, 1, . . . jest wygenerowanym ci¡giem liczb
pseudolosowych.

Wtedy mówimy, »e (S, s0, f, U, g) jest generatorem liczb losowych (GLL).
�atwo zauwa»y¢, »e ci¡g generowany przez Xn+1 = f(Xn) zawsze wpada

w p¦tl¦: w ko«cu pojawia si¦ cykl, który nieustannie si¦ powtarza. Dªugo±¢
takiego cyklu nazywa sie okresem. Dobro¢ generatora zale»y od okresu. Za-
le»y nam na bardzo dªugich okresach. Zauwa»my, »e teoretycznie cykl nie
mo»e by¢ dªu»szy ni» moc S.

1.1 Formalna de�nicja ci¡gu liczb losowych; liczby pseudo-
losowe

Przez ci¡g liczb losowych rozumiemy ci¡g Uj (j = 1, . . .) zmiennych losowych
(Ui : (Ω,F , IP)→ [0, 1]) o jednakowym rozkªadzie jednostajnym U [0, 1], tzn.

(i) Uj ma rozkªad jednostajny, tzn.

IP(Uj ≤ t) =


0 t < 0,
t 0 ≤ t < 1
1 t ≥ 1,

(ii) U1, U2, . . . s¡ niezale»ne o jednakowym rozkªadzie, tj. dla n = 1, 2, . . .

IP(U1 ≤ t1, . . . , Un ≤ tn) = t1t2 · · · tn,

dla 0 ≤ t1, . . . , tn ≤ 1.
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Przez losowy ci¡g bitów rozumiemy ci¡g zmiennych losowych ξ1, ξ2, . . .
(ξj : (Ω,F , IP)→ {0, 1}), taki, »e

(i) IP(ξj = 0) = IP(ξj = 1) = 0.5,

(ii) zmienne losowe ξ1, ξ2, . . . s¡ niezale»ne o jednakowym rozkªadzie.

Zauwa»my wa»na i nietrywialn¡ wªasno±¢ takich ci¡gow liczb (bitów) lo-
sowych. Je±li n1 < n2 < . . . jest podci¡giem liczb naturalnych, to ci¡g
Un1 , Un2 , . . . jest ci¡giem lczb losowych. Podobnie jest dla losowego ci¡gu
bitów.

Przedmiotem dalszych rozwa»a« w tym wykªadzie b¦d¡ ci¡gi liczb (bitów)
pseudo-losowych, tj. takich które imituj¡ ci¡gi liczb (bitów) losowych. Takie
ci¡gi mo»na otrzymywa¢ na ró»ne sposoby, ale my zajmiemy si¦ generowa-
nymi przez odpowiednie algorytmy na komputerach. Mówi sie o generatorach
liczb pseudolosowych (w j¦zyku angielskim pseudo-random number genera-
tor (PRNG). Poniewa» te dwa poj¦cia sie zlewaj¡, w dalszej cz¦s¢ wykªadu
b¦dziemy opuszczali sªowo pseudo. W literaturze cz¦sto pisze si¦ po prostu
random number generator (RNG), który oczywi±cie musi by¢ generatorem
liczb pseudolosowych. Czªowiek nie jest bowiem w stanie generowa¢ idealny
ci¡g liczb które s¡ realizacjami ci¡gu niezale»nych zmiennych losowych o jed-
nakowym rozkªadzie. Kontynuj¡c rozwa»ania terminologiczne, zauwa»my, »e
jesli jest mowa o R replikcacjach liczby losowej U , to je±li nie b¦dzie powie-
dziane co innego, mamy ci¡g U1, . . . , UR zmiennych losowych o jednakowym
rozkªadzie jednostajnym U(0, 1).

1.2 Rozkªad jednostajny na {0, . . . ,M − 1}
W niektórych zadaniach potrzebny jest ci¡g liczb losowych Y1, Y2, . . . przyj-
muj¡cych warto±ci od 0, . . . ,M − 1. Ci¡g tem nazywamy losowy, jesli jest
realizacj¡ z próby niezale»nych zmiennych losowych o jednakowym rozkªadzie
jednostajnym na M̄ = {0, . . . ,M − 1}, tj.

IP(Yj = i) =
1

M
i = 0, . . . ,M − 1 .

Maj¡c do dyspozycji generator, na przykªad MATLABowski

rand



2. LOSOWE PERMUTACJE 17

mo»emy takie liczby w prosty sposób otrzyma¢ nast¦puj¡co: Yi = bMUic.
Je±li wi¦c chcemy otrzyma¢ ci¡g 100 elementowy zM = 10 to piszemy skrypt

%Generate uniform integers on the set 0:M-1:

n = 100; M=10;

Y = floor(M.*rand(n,1));

Polecamy zastanowi¢ si¦, jak zmieni¢ powy»szy skrypt aby otrzyma¢ cyfry
losowe równomiernie rozªo»one na 1, . . . ,M .

2 Losowe permutacje

Niech Sn bedzie zbiorem wszystkich permutacji zbioru [n] = {1, . . . , n}.
Przez losow¡ permutacj¦ rozumiemy tak¡ operacj¦ która generuje ka»d¡ per-
mutacj¦ z Sn z prawdopdobie«stwem 1/n!.

2.1 Algorytm na losow¡ permutacj¦

Podamy teraz algorytm na generowanie losowej permutacji liczb 1, . . . , n. A
wi¦c celem jest wygenerowanie 'losowej' permutacji tych liczb, tj. takiej, »e
ka»dy wynik mo»na otrzyma¢ z prawdopodobie«stwem 1/n!. Zakªadamy, »e
mamy do dyspozycji generator liczb losowych U1, U2, . . ., tj. ci¡g niezale»-
nych zmiennych losowych o jednakowym rozkªadzie jednostajnym U(0, 1).
Podajemy teraz algorytm na generowanie losowej permutacji ci¡gu 1, . . . , n

Losowa permutacja

1. podstaw t = n oraz A[i] = i dla i = 1, . . . , n;

2. generuj liczb¦ losow¡ u pomi¦dzy 0 i 1;

3. podstaw k = 1 + \lfloor tu\rfloor ; zamie« A[k] z A[t];

4. podstaw t = t - 1;

je±li t > 1, to powrót do kroku 2;

w przeciwnym razie stop i A[1], . . . , A[n ]

podaje losow¡ permutacj¦.

Zªo»ono±¢ tego algorytmu jest O(n) (dlaczego ?). Algorytm jest konsekwencj¡
zadania 5.2.

W MATLAB-ie generujemy losow¡ permutacj¦ za pomoc¡ instrukcji

randperm
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2.2 Tasowanie kart

Tasowanie kart jest procedur¡ która prowadzi do permutacji losowej. Mia-
nowicie, powiedzmy mamy tali¦ 52 kart. Chcemy aby byªy uporz¡dkowane
�losowo�, tzn. ka»da kon�guracja miaªa prawdopodobie«stwo 1/52!. W kar-
tach przeporwadza si¦ procedur¦ tasowania kart aby dosta¢ uporz¡dkowanie
losowe. Oczywi±cie musimy formalnie zde�niowa¢ matematycznie jak zde�-
niowa¢ tasowanie.

W ostatnich latach napisano sporo prac o teoretycznych wªasno±ciach
tasowania kart. Tali¦ kart mo»na uto»sami¢ z ci¡giem liczb [m] = (1, . . . ,m),
które mo»na uporz¡dkowa¢ na m! sposobów, nosz¡cych nazwy permutacji.
Rozpatrzmy zbiór Sm wszystkich permutacji ciagu [m]. Permutacj¡ losow¡
b¦dziemy nazywali odwzorowanieX : Ω→ Sm z przestrzeni probabilistycznej
(Ω,F , IP) takie, »e IP(X = π) = 1/m! dla dowolnej permutacji π ∈ Sm. Takie
odwzorowanie mo»emy otrzyma¢ przez algorytm na permutacj¦ losow¡ z 2.1
na podstawie zadania 5.2. Mo»emy te» wprowadza¢ ró»ne sposoby tasowania
kart, które na±laduj¡ tasowania prawdziwych kart. Ka»de tasowanie jest
losowe, a wi¦c zaczynaj¡c od X0 = π, po n tasowaniach mamy permutacje
Xn. Pytaniem jest jak daleko Xn jest od permutacji losowej. Mo»emy na
przykªad zmierzyc odlegªo±¢ wahania

dn =
1

2

∑
π∈Sm

|IP(Xn = π)− 1

m!
|.

Mo»na wymy±la¢ ró»ne schematy tasowania kart. Niech π1, π2, . . . , πm
b¦dzie tali¡ m kart.

Proste tasowanie kart 2 W ka»dym kroku bierzemy kart¦ z góry i wkªa-
damy j¡ losowo do talii. Mo»emy to sformalizowa¢ nast¦puj¡co. Oznaczmy
miejsca mi¦dzy kartami k1tk2t· · · kmt. W ka»dym kroku wybieramy losowo
jedno z tych miejsc i nast¦pnie wkªadamy w to miejsce górna kart¦.

Losowe inwersje 3 Przez losow¡ inwersj¦ permutacji π = (π1, . . . , πm)
nazywamy wylosowanie pary πi, πj. Mo»emy to robi¢ albo wyci¡gaj¡c dwie
jednocze±nie (par¦ losow¡), lub pojedynczo, i wtedy gdy dwie s¡ takie same
to nic nie robimy. Powtarzamy losowania n razy. Poniewa» na ka»dym etapie
wynik jest losowy, a wi¦c po n krokach mamy permutacj¦ Xn.

2top-to-random
3random exchange
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Time reverse ri�e shu�e Generujemy odwrotne tasowanie. Oznaczamy
tyª ka»dej karty losowo i niezale»nie liczb¡ 0 lub 1. Nast¦pnie wyciagamy z
talii wszystkie oznaczone zerem, zachowuj¡c ich uporz¡dkowanie i kªadziemy
je na pozostaªych kartach.

Pytaniem jest ile nale»y zrobi¢ tasowa« aby by¢ "blisko"permutacji loso-
wej.

Dla time reverse ri�e shu�e z m = 52 tak jak jest to w prawdziwej talii
dokladne wielko±ci dn s¡ nast¦puj¡ce:

n 1 2 3 4 5 6 7 8 9 10
dn 1.000 1.000 1.000 1.000 .924 .614 .334 .167 .085 .043

(wg. pracy Diaconisa [11]). Te wyniki sugeruj¡, »e n = 7 powinno wy-
starczy¢ do otrzymania w miar¦ bliskiego permutacji losowej (czyli dobrze
potasowanej talii). To byªo tre±ci¡ artykuªu w New York Times ([24] pod
takim tytuªem. Tabela powy»sza pokazuje pewien problem z którym cz¦sto
spotykamy si¦ gdy symulujemy charakterystyk¦ procesu, który si¦ stabilizuje,
i chcemy obliczy¢ wielko±¢ w warunkach stabilno±ci. Jest wi¦c pytanie kiedy
osi¡gneli±my warunki stabilno±ci. Do tego powrócimy pózniej. Symulacja
liczb w tabelce byªaby trudna dla m = 52, ale mo»emy spróbowa¢ policzy¢
dn przez symulacje dla mniejszych m.

Wspóln¡ cech¡ tych schenmtów losowa«, jest to, »e po formalizacji mate-
matycznej, prowadz¡ do teorii ªa«cuchów Markowa. To, »e tasowania zbie-
gaj¡ do permutacji losowej jest prost¡ konsekwencj¡ podstawowych twierdze«
tej teorii. Natomiast odpowied¹ na pytanie jak szybka jest ta zbie»no±¢ jest
nietrywialna i wokóª niej koncentruj¡ si¦ badania.

3 Generatory liczb losowych

3.1 Generatory kongruencyjne

Najprostszym przykªadem generatora liczb pseudo-losowych jest ci¡g un za-
dany przez xn/M , gdzie

xn+1 = (axn + c) mod M. (3.1)
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Nale»y wybra¢

M, moduª; 0 < M
a, mno»nik; 0 ≤ a < M
c, krok 0 ≤ c < M
x0, warto±¢ pocz¡tkowa; 0 ≤ x0 < M,

(ang. odpowienio modulus, multipler and increment). Aby otrzyma¢ ci¡g z
przedziaªu (0, 1) musimy teraz wybra¢ un = xn/M . Ci¡g (xn) ma okres nie
dªu»szy ni» M.

Nast¦pujace twierdzenie (patrz twierdzenie A na stronie 17 swojej ksi¡»ki
Knuth [23]) podaje warunki na to aby kongruencja liniowa miaªa okres M .

Twierdzenie 3.1 Niech b = a− 1. Na to aby ci¡g (xn) zadany przez (3.1)
mial okres równy M potrzeba i wystarcza aby

• c jest wzgl¦dnie pierwsze z M ,

• b jest wielokrotno±ci¡ p dla ka»dej liczby pierwszej p dziel¡cej M ,

• je±li 4 jest dzielnikiem M , to a = 1 mod 4.

Podamy teraz przykªady generatorów liczb pseudolosowych otrzymanych
za pomoc¡ metody konguencji liniowej.

Przykªad 3.2 Mo»na przyj¡¢ M = 231 − 1 = 2147483647, a = 75 = 16867,
c = 0. Ten wybór byª popularny na 32-bitowych komputerach. Innym
przykªadem proponowanego ci¡gu o niezªych wªasno±ciach jest wybór M =
2147483563 oraz a = 40014. Dla 36-bitowych komputerów wybór M =
235 − 31, a = 55 okazuje si¦ dobrym. 4

Przykªad 3.3 [Resing [37]]. Jesli (a, c,M) = (1, 5, 13) i X0 = 1, to mamy
ci¡g (Xn): 1,6,11,3,8,0,5,10,2,7,12,4,9,1,..., który ma okres 13.
Jesli (a, c,M) = (2, 5, 13), oraz X0 = 1, to otrzymamy ci¡g
1, 7, 6, 4, 0, 5, 2, 9, 10, 12, 3, 11, 1, . . . który ma okres 12. Jesli natomiast X0 =
8, to wszytkie elementy tego ci¡gu s¡ 8 i ci¡g ma okres 1.

Uogólniona metoda kongruencji liniowej generuje ci¡gi wedªug rekurencji

xn+1 = (a1xn−1 + a2xn−2 + . . .+ akxn−k) mod M

Je±li M jest liczb¡ pierwsz¡, to odpowiedni wybór staªych aj pozwala na
otrzymanie okresuMk. W praktyce wybiera si¦M = 231−1 na komputerach
32 bitowych.

4Podajemy za Asmussenem i Glynem oraz Rossem (str.37)
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Terminologia i skróty Generatory oparte o metod¦ konguencji liniowej
nosz¡ nazw¡ liniowych generatorów konguencji liniowej (ang. linear congu-
ential generator). B¦dziemy je oznacza¢ przez LCG(M,a, c). W przypadku
generatorów opartych o uogólnion¡ konguencj¦ b¦dziemy je oznaczali przez
GLCG(M, (a1, . . . , ak)).

Za L'Ecuyer [29] podamy teraz kilka popularnych generatorów u»ywanych
w komercyjnych pakietach.

Przykªad 3.4

Java

xi+1 = (25214903917xi + 11) mod 248

ui = (227bx2i/2
22c+ bx2i+1/2

21c)/253 .

VB

xi = (1140671485xi−1 + 12820163) mod 224

ui = xi/2
24 .

Excel
ui = (0.9821Ui−1 + 0.211327) mod 1 .

Je±li c = 0, to generator nazywa si¦ liniowy multiplikatywny kongru-
encyjny. W Lewis et al 5 zaproponowano nast¦puj¡ce parametry takiego
generatora: M = 231 − 1, a = 1680.

Spotyka sie te» generatory bazuj¡ce na kongruencjach wy»szych rz¦dów,
np. kwadratowych czy sze±ciennych. Przykªady takich generatorów mo»na
znale¹¢ w w Rukhin et al 2010.6

Generator kwadratowej kongruencji I (QCG I). Ci¡gi zadan s¡ reku-
rencj¡

xi+1 = x2
i mod p

5Lewis, P.A.P., Goodman, A.S. and Miller, J.M. (1969)
6Rukhin, A., Soto, J. Nechvatal, J, Smid, M., Barker, E., Leigh, S., Levenson, M.,

Vangel, M., Banks, D., Heckert, A., Dray, J. and Vo, S. 2010, A statitical test suite fro
random number generators for cryptographic applications.National Institute of Standard
and Technology, Special Publication 800-22, Rev 1a.
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gdzie p jest 512 bitow¡ liczb¡ pierwsz¡ zadan¡ w ukªadzie szenastkowym

p = 987b6a6bf2c56a97291c445409920032499f9ee7ad128301b5d0254aa1a9633

fdbd378d40149f1e23a13849f3d45992f5c4c6b7104099bc301f6005f9d8115e1

Generator kwadratowej kongruencji II (QCG II). Ci¡g jest zadany
rekurencj¡

xi+1 = 2x2
i + 3xi + 1 mod 2512.

Generator sze±ciennej kongruencji (CCG). Ci¡g jest zadany rekurencj¡

xi+1 = 2x3
i mod 2512.

Generator Fibonacciego. Generator Fibonnaciego zadany jest rekurencj¡

xn = xn−1 + xn−2 modM (n ≥ 2).

Mody�kacj¡ daj¡c¡ lepsze wªasno±ci niezale»no±ci jest opó¹niony generator
Fibonnaciego (lagged Fibonnaci generator) zadany rekurencj¡

xn = xn−k + xn−l modM (n ≥ max(k, l)).

Inn¡ mody�kacj¡ jest substractive lagged Fibonnaci generator zadany reku-
rencj¡

xn = xn−k − xn−l modM (n ≥ max(k, l)).

Knuth zaproponowaª ten generator z k = 100, l = 37 oraz M = 230.

3.2 Generatory w MATLABie

W MATLABie7 s¡ zaimplementowane 3 generatory: 'state', 'seed' i 'twister'.
Je±li nic nie zostanie zadeklarowane to jest w u»yciu 'state'. W przeciwnym
razie musimy zadeklarowa¢ wpisuj¡c komend¦ rand(method,s), gdzie

• w 'method' nale»y wpisa¢ jedn¡ z metod 'state', 'seed' lub 'twister',

• warto±¢ 's' zale»y od zadeklarowanej metody:

w przypadku 'state' or 'twister', s musi by¢ albo liczb¡ caªkowit¡
od 0 do 232 − 1 lub warto±cia wyj±ciow¡ rand(method),

w przypadku 'seed' wielko±¢ s musi by¢ albo liczb¡ caªkowit¡ od 0
do 231 − 1 lub warto±cia wyj±ciow¡ rand(method).

7MATLAB Version 7.2.0.294 (R2006a).
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Przykªad 3.5 Proponujemy na pocz¡tek nast¦puj¡cy eksperyment w MA-
TLABie. Po nowym wywoªaniu MATLAB napisa¢ rozkaz

rand

a nast¦pnie

rand('state',0).

W obu przypadkach dostaniemy tak¡ sam¡ liczb¦ 0.9501. Natomiast

rand('twister',0)

Przykªad 3.6 Dla generatora 'state' znaleziono przykªady na odchylenie od
losowo±ci, o których chcemy teraz opowiedzie¢. Nale»y jednak zdawa¢ sobie
spraw¦, »e podobne przykªady mo»na znale¹¢ dla wszystkich generatorów.
Rekomendujemy czytelnikowi zrobienie nast¦puj¡cego eksperymentu, w któ-
rym dla kolejnych liczb losowych U1, . . . , Un b¦dziemy rejestrowa¢ odst¦py
X1, X2, . . . pomi¦dzy liczbami mniejszymi od δ. Oczywi±cie z de�nicji takie
odst¦py maj¡ rozkªad geometryczny z funkcj¡ prawdopodobie«stwa δ(1−δ)k,
k = 0, 1, . . .. Ponadto kolejne odst¦py X1, X2, . . . s¡ niezale»ne o jednako-
wym rozkªadzie geometrycznym. Je±liby wi¦c zrobi¢ histogram pojawiania
si¦ poszczególnych dªugo±ci to powinien dla du»ej liczby wygenerowanych
liczb losowych przypomina¢ funkcj¦ δ(1 − δ)k. Polecamy wi¦c czytelnikowi
przeprowadzenie nast¦puj¡cych eksperymentów w MATLABIE; najpierw dla
metody 'state' a potem 'twister', z róznymi n, δ wedªug nast¦puj¡cego algo-
rytmu:

rand('state',0);

n = 5*10^7;

delta = .01;

runs = diff(find(rand(n,1)<delta))-1;

y = histc(runs, 0:100) ./ length(runs);

plot(0:100,(1-delta).^(0:100).*delta,'k--', 0:100,y,'b-');

title('Distribution of run lengths')

xlabel('Run Length'); ylabel('Relative Frequency');

legend({'Expected (Geometric) Distribution' 'Actual Distribution'})

Dla pierwszej z tych metod mo»emy zaobserwowa¢ tajemnicz¡ odchyªk¦ przy
k = 27; patrz rys. 3.2. 8

8plik przykladZlyGenState.m
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Rysunek 3.2: Histogram pojawiania si¦ maªych wielko±ci; generator 'state',
n = 5 ∗ 107, δ = 0.01

Jest to spowodowane tym, ze generator niepoprawnie generuje maªe war-
to±ci. Mo»na si¦ o tym przekona¢ eksperymentuj¡c z δ. Tak naprawd¦,
dobrze dopasowan¡ do zadanego n = 5 ∗ 107 jest δ = 0.05 jednak»e wtedy
rysunki si¦ zlewaj¡. Natomiast dla bardzo maªych δ nale»aªoby zwi¦kszy¢
n. Wyja±nieniem jak dobiera¢ n zajmiemy si¦ w nast¦pnych rozdziaªach.
Dla porównania na rys. 3.3 pokazujemy wynik dla podobnej symulacji ale z
generatorem 'twister'. 9

Dla kontrastu na rys. 3.4 podajemy wynik symulacji je±li zamiast od-
st¦pów pomi¦dzy liczbami mniejszymi od δ = 0.01 rozwa»amy odst¦py po-
mi¦dzy liczbami wi¦kszymi od δ = 0.99. 10 W tym przypadku odst¦py
X1, X2, . . . maj¡ ten sam rozkªad geometryczny.

Generator Mersenne Twister Jednym z generatorów u»ywanych przez
MATLAB (ale nie tylko bo jest zaimplementowany w wielu innych pakietach)
jest generator Mersenne Twister MT19937, który produkuje ci¡gi 32 bitowe
liczb caªkowitych. Charakteryzuje si¦ on bardzo dªugim okresem 219937 − 1.
Jest to liczba pierwsza tzw. Mersenne'a. Dla wielu zastosowa« wystarczy ju»
krótszy okres. Generator wymaga bardzo du»ej przestrzeni CPU i jest przez
to powolny. Problemem jest te» wybór ziarna, które powinno by¢ wysoce

9plik przykladZlyGenTwister.m
10plik przykladZlyGenStateAnty.m
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Rysunek 3.3: Histogram pojawiania si¦ maªych wielko±ci; generator 'twister',
n = 5 ∗ 107, δ = 0.01

nieregularne, poniewa» w przypadku zbyt regularnego, aby otrzyma¢ wyniki
zbli»one do postulowanej imitacji losowego ci¡gu bitów, musi si¦ wykona¢
wiele iteracji.

3.3 Inne generatory

Wiele problemów przy rozwi¡zaniu wymaga bardzo dªugich okresów. Takie
zapewniaj¡ na przykªad tzw. generatory mieszane.

Generator mieszany 11 Na przykªad niech

1. xn = (A1xn−2 − A2xn−3) mod M1

2. yn = (B1yn−1 −B2yn−3) mod M2

3. zn = (xn − yn) mod M1

4. je±li zn > 0, to un = zn/(M1 + 1); w przeciwnym razie un = M1/(M1 +
1).

11Kelton et al (2004) W.D. Kelton, R.P.Sadowski and D.T. Sturrock (2004)
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Rysunek 3.4: Histogram pojawiania si¦ du»ych wielko±ci; generator 'state',
n = 5 ∗ 107, δ = 0.01

z wyborem M1 = 4294967087, M2 = 4294944443, A1 = 1403580, A2 =
810728, B1 = 527612, B2 = 1370589. Jako warunki pocz¡tkowe nale»y
przyj¡¢ pierwsze trzy x-sy oraz trzy y-ki. Algorytm zostaª stworzony przez
L'Ecuyera [28] przez komputerowe dopasowanie parametrów zapewniaj¡ce
optymalne wªasno±ci generatora.

RC4 RC4 generuje pseudolosowy strumie« bitów (tzw. strumie« szyfru-
j¡cy) i jest u»ywany do szyfrowania. Nas interesuje tutaj jedynie cz¦±¢ doty-
cz¡ca generowania. B¦dziemy rozwa»ali algorytm RC4 który generuje liczby
xi ∈ M̄ , gdzie M = 2k. W standardowej wersji k = 8. W pami¦ci wewn¦trz-
nej przechowuje si¦ (S, i, j), gdzie S jest permutacj¡ M̄ i i, j ∈ M̄ .

W celu wygenerowania strumienia szyfruj¡cego wykorzystuje si¦ tajny
stan pocz¡tkowy, tzw. zewn¦trzny klucz K = (K(1), . . . , K(M)). Czasami
K jestM bitow¡ liczb¡; K(i) ∈ {0, 1}. W przypadku k = 8, K jest 32-bitow¡
liczb¡. Klucz mo»e te» mie¢ inn¡ dªugo±¢ - keylen. W przypadku k = 8 poleca
si¦ keylen pomi¦dzy 40 a 128 bitów. Mo»na te» otrzyma¢ K z aktualnego
czasu komputera. Kluczem te» mo»e by¢ ci¡g K(i) ∈ M̄ . Na podstawie
klucza generuje si¦ pocz¡tkowe S, i, j (tzw. KSA key scheduling algorithm.
Nast¦pnie tworzony jest strumie« bitów wyj±ciowych za pomoc¡ algorytmu
pseudolosowej generacji (PRGA - pseudo-random generation algorithm.
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• (i) Procedura inicjowania klucza - KSA. Pocz¡tkowo w tablicy S
tworzona jest permutacja identyczno±ciowa. Nast¦pnie S jest przetwa-
rzane w 256 iteracjach i mieszane jednocze±nie z bajtami klucza. Przez
K oznaczamy klucz; keylen jest jego dªugo±ci¡.

for i=0:M-1

S(i)= i

j= 0

for i=0:M-1

j= (j + S(i) + K(i mod keylen)) mod M

zamie«(S(i),S(j))

• (ii) Algorytm pseudolosowej generacji - PRGA Algorytm pseu-
dolosowej generacji mody�kuje stan tablicy S i generuje bajt strumie-
nia szyfruj¡cego tyle razy, ile wynosi dªugo±¢ tekstu oryginalnego. Za
ka»dym razem algorytm zwi¦ksza i o 1, dodaje do j warto±¢ w S wska-
zywan¡ przez i, zamienia ze sob¡ warto±ci S(i) i S(j) oraz jako wynik
daje warto±¢ z S wskazywan¡ przez S(i) + S(j)( mod M). Ka»da
warto±¢ S jest zamieniana co najmniej raz na ka»de 256 iteracji.

i = 0

j = 0

r = 1

while true do :

i = (i + 1) mod M

j = (j + S(i)) mod M

r = r + 1

zamie«(S(i),S(j))

wynik x_r = S((S(i) + S(j)) mod M)

end while

3.4 Generatory pseudolosowych ci¡gów bitów.

Przez ci¡gi pseudolosowe bitów rozumiemy ci¡gi zero-jedynkowe. Wiele ge-
neratorów liczb pseudo-losowych jest generowany przez losowe ci¡gi bitów,
które s¡ dzielone na bloki zadanej dªugo±ci, i nast¦pnie zamieniane na odpo-
wiedni format. Na przykªad na liczby z przedziaªu [0, 1]. Pytanie odwrotne
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jak z ci¡gu niezale»nych zmiennych losowych o jednakowym rozkªadzie U(M̄)
otrzyma¢ o warto±ciach w M̄ otrzym¡c losowy ci¡g bitów. Mo»na to zrobi¢
je±li M = 2k. Szczegóªy mo»na znale¹¢ w zadaniu 5.1.

Innym powodem dla którego potrzeba rozpatrywa¢ (pseudo)losowe ci¡gi
bitów jest kryptogra�a.

Zanim podamy konkretne generatory musimy przypomnie¢/wprowadzi¢
kilka poj¦¢. B¦dziemy mieli do czynienia z ci¡gami bitów, tj. z ci¡gami zero-
jedynkowymi, zazwyczaj ustalonej dªugo±ci. Jest to zwi¡zane z konstrukcj¡
komputera, gdzie takie ci¡gi s¡ trzymane w tzw. rejestrach. Najcz¦±ciej
spotykane s¡ rejestry 32 lub 64 bitowe.

Zrobimy teraz przegl¡d operacji na rejestrach. Niech p, q ∈ {0, 1} a p =
(p1, . . . , pn) i q = (q1, . . . , qn).

• XOR (lub EOR, EXOR, ⊕). XOR jest prawdziwe wtedy i tylko wtedy
gdy nieparzysta liczba zda« na wej±ciu jest prawdziwa. Operacj¦ mo-
»emy zapisa¢ w postaci tabelki

p q p⊕ q
0 0 0
0 1 1
1 0 1
1 1 0

W przypadku dwóch ci¡gów bitów operacje wykonujemy na kolejych
parach. Na przykªad ...

• Przesuni¦cia. Bit shifts. Lewy szift jest cz¦sto oznaczony przez <<,
natomiast prawy przez >>. Krotno±¢ jest zaznaczona przez drugi ar-
gument. Na przykªad

x = y << 2

oznacza, »e x jest otrzymana przez przesuni¦cie w lewo o dwa bity. W
lewym przesuni¦ciu na opuszczone miejsca podstawia si¦ 0-ra.

Teraz podamy kilka przykªadów generatorów wykorzystuj¡cych operacje
⊕ i <<.
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Exclusive OR Generator (XORG) Zaczynamy od 216−1 = 127-bitowego
ziarna

x1, . . . , x127

= 0001011011011001000101111001001010011011011010001000000101011111101010010

0001010110110000000000100110000101110011111111100111

Nast¦pne bity orzymujemy stosuj¡c algorytm:

xi = xi−1 ⊕ xi−127 j ≥ 128.

4 Testowanie dobrych wªasno±ci generatora

Ci¡g liczb pseudolosowych otrzymany za pomoc¡ generatora �ma wygl¡da¢�
jak ci¡g niezale»nych zmiennych losowych o rozkªadzie jednostajnym. Po wy-
generowaniu próbki licz¡cej tysi¡ce, trudno co± sprawdzi¢ jak wygl¡da i dla-
tego trzeba si¦ odwoªa¢ do metod statystycznych. Przygotowywaniu testów
do sprawdzenia ªosowo±ci¢iagu liczb zajmowano si¦ od pocz¡tku istnienia
teorii generatorów. Jednak»e obecnie teoria nabraªa rumie«ców gdy zauwa-
»ono, jej u»yteczno±¢ w kryptogra�i. Zauwa»ono bowiem, »e idealn¡ sytuacja
jest gdy zaszyfrowany ci¡g wygl¡da zupeªnie losowo, poniewa» odst¦pstwa od
losowo±ci mog¡ zwi¦kszy¢ szanse zªamania protokuªu kryptogra�cznego, od-
krycia klucza prywatnego, itp. Ze wzgl¦du na wspomniane zapotrzebowanie
przygotowywane s¡ zestawy testów. Najbardziej znane to

• Diehard tests. Jest to zestaw opracowany przez George'a Marsaglia z
1995 r.

• TestU01. Zestaw opracowany przez Pierre L'Ecuyer i Richard Simard
z 2007 r.

• NIST Test Suite Zestaw opracowany przez organizacj¦ Natonal Insti-
tute of Standards and Technology Zestaw ten jest napisany pod k¡tem
zastosowa« w kryptogra�i.

Dla ilustracji zrobimy teraz przegl¡d kilku podstawowych metod. Mu-
simy wpierw sprawdzi¢ czy generowane liczby przypominaj¡ zmienne losowe
o rozkªadzie jednostajnym. Do tego sªu»¡ w statystyce testy zgodno±ci: χ2

oraz test Koªmogorowa-Smirnowa.
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B¦dziemy przyjmowa¢ hipotez¦ H0 mówi¡c¡, »e zmienne losowe U1, . . . s¡
niezale»ne o jednakowym rozkªadzie U(0,1). Przypomnijmy, »e dla zmien-
nych losowych U1, . . . de�niujemy dystrybunat¦ empiryczn¡

F̂n(t) =
1

n

n∑
i=1

1(Ui ≤ t), 0 ≤ t ≤ 1 .

W u»yciu s¡, mi¦dzy innymi, nast¦puj¡ce typy testów:

• testy równomierno±ci � sprawdzaj¡cy czy wygenerowane liczby s¡ rów-
nomiernie rozmieszczone mi¦dzy zerem a jedynk¡,

• test serii � podobnie jak równomierno±ci tylko dla kolejnych t-rek,

• test odst¦pów � notujemy odst¦py pomi¦dzy liczbami losowymi, które
nie nale»¡ do [a, b], gdzie 0 ≤ a < b ≤ 1, i sprawdzamy zgodno±¢ z
rozkªadem geometrycznym.

• testy oparte na klasycznych zadaniach kombinatorycznych,

• testy oparte na wªasno±ciach relizacji bª¡dzenia przypadkowego.

Od generatora pseudolosowych ci¡gu bitów nale»y wymaga¢:

• Jednostajno±ci: jakikolwiek badany podci¡g powinien ±rednio zawiera¢
poªow¦ zer i poªow¦ jedynek,

• Skalowalno±ci: Test zastosowany do caªego ci¡gu powinien da¢ te same
rezultaty dla dowolnego wybranego podci¡gu.

• Zgodno±ci: Dobro¢ generatora powinna by¢ testowana dla dowolnych
ziaren. Jest to szczególnie wa»ne w kontek±cie zastosowa« kryptogra-
�cznych. Sa znane generatory (np. Mersenne twister), którego "do-
bre"wªasno±ci zale»¡ od ªosowego"wybrania ziarna.

4.1 Funkcja p-warto±¢

U»ywaj¡c metod statystyki mo»emy wery�kowa¢ hipotez¦. W naszym przy-
padku wery�kujemy hipotez¦ dotycz¡c¡ niezale»no±ci i jednakowo±ci rozkªa-
dów (jednostajnych) sprawdzanego ci¡gu. Przyjmuje si¦ poziom istotno±ci
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(bª¡d pierwszego rodzaju α - prawdopodobie«stwo odrzucenia hipotezy zero-
wej, je±li jest ona prawdziwa) i nast¦pnie dla ustalonej statystyki testowej T
znajduje sie obszar akceptacji. Najcze±ciej mamy do czynienia z testami jed-
nostronnymi z obszarami akceptacji T > x0 lub T ≤ x0 lub |T | ≤ t0. Wtedy
x0 jest dobierane tak aby odpowiednio IP(T /∈ obszaru akceptacji) = α.

W przeciwie«stwie do tego co si¦ uczy na statystyce, »e najpierw ustala
si¦ poziom istotno±ci testu i obszar akceptacji, do testowania generatorów
zalecana jest nast¦puj¡ca procedura. Niech T ma dystrybant¦ G(x) i w za-
gadnieniu obszar akceptacji testu jest postaci (−∞, a]. Obliczamy statystyk¦
testow¡ T dla bardzo du»ej liczby prób (na przykªad n = 210) i nast¦pnie
je±li T = t0 to obliczamy warto±ci tzw. p-warto±ci12:

p = 1−G(t0) . (4.2)

Czasami spotykamy testy z obszarem akceptacji postaci (a,∞) i wtedy obli-
czamy lew¡ p warto±¢

pl = G(t0) . (4.3)

Je±li jedna z tych warto±ci jest bardzo bliska 0 to mo»e wskazywa¢ jaki±
problem z generatorem. Przez maª¡ liczb¦ L'Ecuyer poleca p = 10−15�10−10.
Natomiast mamy przypadek �podejrzany� gdy p s¡ bliskie 0.005. Jednak»e
wydaje sie, ze te zalecenia s¡ zbyt ostre.

Ogólnie zalecane jest wygenerowanie m = 1000 − 10000 ci¡gów dªugo±ci
n = 220 − 232. Mo»na powtarza¢ eksperyment dla róznych n = 2k zwi¦ksza-
j¡c k i obserwuj¡c czy nie ma zaªamania si¦ warto±ci p. Po przeprowadzeniu
eksperymentu otrzymujemy ci¡g p1, . . . , pm p-warto±ci. Przyjmujemy warto±¢
krytyczn¡, na przykªad zalecane w raporcie NIST [41] α = 1/100 − 1/1000.
W przypadku α = 1/100 to spodziewamy si¦ »e co najwy»ej okoªo 1% ekspe-
rymentów obleje test (to znaczy poda maªa p-warto±¢). A wi¦c w przeciwnym
przypadku mamy podejrzenie, »e generator jest kiepski.

Powtarzamy ten eksperyment dla n = 2k obserwuj¡c czy nie ma zaªama-
nia si¦ warto±ci p.

Zgodno±¢ z rozkªadem jednostajnym; test λ Koªmogorowa

Teraz zajmiemy si¦ testowaniem hipotezy, »e rozkªad brzegowy Ui jest U(0,1).
Do tego sªu»¡ testy zgodno±ci, na przykªad test Koªmogorowa-Smirnowa.

Generujemy liczby U1, . . . , Un, i de�niujemy odpowiadaj¡c¡ im

12p�value
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Pami¦taj¡c, »e nasz¡ hipotez¡ jest rozkªad jednostajny U(0, 1), tj. F (t) =
t dla t ∈ (0, 1), nasz¡ statystyk¡ testow¡ jest

Dn = sup
0≤t≤1

|F̂n(t)− t| .

Z twierdzenia Gliwienko�Cantelli mamy, »e je±li Ui s¡ rzeczywi±cie o rozkªa-
dzie jednostajnym, to z prawdopodobie«stwem 1 ci¡g Dn zmierza do zera.
Natomiast unormowane zmienne

√
nDn zbiegaj¡ wedªug rozkªadu do roz-

kªadu λ-Koªmogorowa, tj.

lim
n→∞

IP(
√
nDn ≤ t) = K(t) =

∞∑
j=−∞

(−1)j exp(−2j2t2), t > 0 .

Rozkªad ten jest stablicowany, patrz np tablice Zieli«skich [52]. W szczegól-
no±ci mamy λ0.1 = 1.224, λ0.05 = 1.358 oraz λ0.01 = 1.628, gdzie

1−K(λα) = α .

Do wyznaczenia Dn mamy nast¦puj¡cy algorytm. Niech U(1), . . . , U(n) b¦dzie
statystyk¡ porz¡dkow¡ z próby U1, . . . , Un, tj. ich niemalej¡ce uporz¡dkowa-
nie oraz

D+
n = max

1≤i≤n

(
i

n
− U(i)

)
,

D−n = max
1≤i≤n

(
U(i) −

i− 1

n

)
.

Wtedy
Dn = max(D+

n , D
−
n ) .

Innym testem zgodno±ci jest test χ2. Poka»emy jego zastosowanie do
sprawdzenia nie tylko zgodno±ci z rozkªadem jednostajnym ale równie» nie-
zale»no±ci.

Test cz¦sto±ci par 13 Chcemy przetestowa¢ czy ci¡g u1, u2, . . . ∈ [0, 1]
jest realizacj¡ z próby prostej rozkªadzie jednostajnym na [0, 1] U1, U2, . . ..
Zamiast ci¡gu liczb rzeczywistych u1, . . . ∈ [0, 1] przechodzimy do ci¡gu

13Knuth v. ang. str. 60.
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y1, y2, . . . ∈ {0, 1, . . . ,M − 1} stosuj¡c przeksztaªcenie yj = bMujc. W za-
le»no±ci od komputera musimy wybra¢ M = 2k. Na przykªad stosuje si¦
M = 64 = 26 gdy komputer pracuje w systemi dwójkowym, i wtedy yk re-
prezentuje 6 najbardziej znacz¡cych bitów w dwójkowej reprezentacji uj. Dla
naszego testu par rozpatrujemy ci¡g n elementowy

(y1, y2), (y3, y4), . . . , (y2n−1, y2n).

Wtedy liczymy Xqr liczb¦ powtórze« y2j−1 = q, y2j = r dla ka»dej pary
0 ≤ q, r ≤ M − 1 i stosujemy test χ2 z M2 − 1 stopniami swobody z praw-
dopodobie«stwem teoretycznym 1/M2 dla ka»dej pary (q, r).

Test odst¦pów Przykªad pokazuj¡cy nieprawidªowo±ci generatora 'state'
w MATLABie (patrz podrozdziaª 3.2 wykorzystywaª odst¦py pomi¦dzy ma-
ªymi wielko±ci. Ogólnie test odst¦pów bada odst¦py pomi¦dzy pojawieniem
si¦ wielko±ci uj ∈ (α, β], gdzie 0 ≤ α < β ≤ 1. Rozkªad odst¦pu jest geome-
tryczny z prawdopodobie«stwem odst¦pu równym j wynosz¡cym p(1− p)j−1

(j = 1, 2, . . .). Tutaj p = β−α i testujemy zgodno±¢ rozkªadem chi kwadrat.

4.2 Testy oparte na schematach urnowych

Caªa grupa testów jest oparta na schemacie rozmieszczenia n kul w k urnach.
Zde�niujemy najpierw kostk¦ w przestrzeni [0, 1)t. Dzielimy ka»dy z t boków
na d (najlepiej d = 2`) równych odcinków [i/d, (i + 1)/d), i = 0, . . . , d− 1, i
nast¦pnie produktuj¡c je t razy otrzymujemy dt maªych kostek. Oznaczmy
k = dt, i ponumerujmy kostki od 1 do k. To b¦da nasze urny. Teraz generu-
jemy nt liczb losowych U1, . . . , Unt i grupujemy je w n wektorów z [0, 1)t:

U 1 = (U1, . . . , Ut),U 2 = (Ut+1, . . . , U2t),

. . . ,Un = (U(n−1)t+1, . . . , Unt) .

Ka»dy taki d wymiarowy wektor traktujemy jako kul¦.

Test serii Niech Xj b¦dzie liczba wektorów U i, które wpadn¡ do kostki j
= 1, . . . , k i zde�niujmy statystyk¦

χ̃2 =
k∑
j=1

(Xj − n/k)2

n/k
.
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Je±li jest prawdziwa hipoteza H0 mówi¡ca, »e zmienne losowe s¡ niezale»ne
o jednakowym rozkªadzie U(0,1), to χ̃2 ma ±redni¡ IEχ2 = µ = k − 1 oraz
Varχ2 = σ2 = 2(k − 1)(n− 1). W przypadku, gdy t = 1 mamy test zgodno-
±ci z rozkªadem brzegowym jednostajnym, bez testowania niezale»no±ci. Ze
wzgl¦du na du»a liczb¦ kostek gdy t jest du»e, u»ywa si¦ testu dla t = 2,
tj. gdy testujemy jednostajno±¢ poszczególnych liczb i parami niezale»no±¢.
Jesli chcemy sprawdzi¢ niezale»no±¢ dla wi¦kszych t to stosujemy inne testy,
jak np. test kolizji czy test urodzin. Na czym one polegaj¡ wyja±nimy w
nast¦pnym podrozdziale. Wiadomo, »e

• je±li n → ∞ i k jest ustalone to χ̃2 d¡»y do rozkªadu chi-kwadrat z
k − 1 stopniami swobody,

• je±li n → ∞ i k → ∞ tak aby n/k → γ, to T = (χ̃2 − µ)/σ d¡»y
do rozkªadu standardowego normalnego. Zalecane jest aby 0 ≤ γ < 5,
bo w przeciwnym razie χ̃2 jest lepiej aproksymowany przez rozkªad
chi-kwadrat. 14

Do przyj¦cia lub odrzucenia hipotezy stosujemy test przy k � n, odrzucaj¡c
hipotez¡ jesli χ2 jest bardzo maªe lub du»e. 15

Teraz przejdziemy do testów powstaªych na bazie klasycznych zada« kom-
binatorycznych rachunku prawdopodobie«stwa.

Test pokerowy Tak jak w te±cie cz¦stotliwo±ci par rozpatrujemy ci¡g liczb
y1, y2, . . . , y5n ∈ M̄ , który przy zaªo»eniu hipotezy zerowej, jest realizac¡
ci¡gu zmiennych losowych Y1, Y2, . . . o jednakowym rozkªadzie jednostajnym
U(M̄). Rozpatrzmy pierwsz¡ pi¡tk¦ Y1, . . . , Y5. Wprowadzamy nast¦puj¡ce
wzorce, które s¡ rozs¡dn¡ mody�kacj¡ klasy�kacji pokerowych. Chocia» ide¡
byªy wzorce z pokera (patrz zadanie 5.9), ale te wzorce s¡ trudne w imple-
mentacji. De�niujemy wi¦c za Knuth'em [23]16

5 ró»nych = wszystkie ró»ne,

4 ró»ne = jedna para,

3 ró»ne = dwie pary lub trójk¦,

14Sprawdzi¢ w ksi¡»kach statystycznych
15Referencje
16w ang wydaniu 1981 sekcja 3.3.2, p. 62
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2 ró»ne = full lub czwórk¦

1 ró»na = wszystkie takie same.

Musimy policzy¢ prawdopodobie«stwo teoretyczne pr, »e w pi¡tce Y1, . . . , Y5

b¦dziemy mieli r ró»nych (r = 1, . . . , 5). Niech S2(5, r) oznacza liczb¦ mo»-
liwych sposobów podziaªu zbioru pi¦cio elementowego na r niepustych pod-
zbiorów (s¡ to tzw. liczby Stirlinga 2-go rodzaju). Zostawiamy czytelni-
kowi do pokazania, »e S2(5, 1) = 1, S2(5, 2) = 15, S2(5, 3) = 25, S2(5, 4) =
10, S2(5, 5) = 1. Poniewa» liczba ró»nych ci¡gów 5 elementowych wynosi
d(d− 1) · · · (d− r + 1), wi¦c szukane prawdopdobie«stwo równa si¦

pr =
M(M − 1) · · · (M − r + 1)

M5
S2(5, r).

Dzielimy obserwacje na pi¡tki (y5(i−1)+1, y5(i−2)+1, . . . , y5i) (i = 1, . . . , n)
i nast¦pnie obliczamy próbkowe cz¦stotliwo±ci π1, . . . , πr. Testujemy zgod-
no±¢ z prawdopdobie«stwami teoretycznymi pr testem chi kwadrat z 4 ma
stopniami swobody.

W nast¦pnych testach b¦dziemy rozwa»a¢ ªosowe»ozmieszczenie kul w
komórkach. Za wzorzec przyjmiemy zadanie o urodzinach znane z wykªadów
rachunku prawdopodobie«stwa.

Test kolizji Nast¦puj¡ce zadanie jest podstaw¡ tzw. testu kolizji, u»ywa-
nego do sprawdzania generatorów. Rozmieszczamy 'losowo' po kolei n kul w
k (tak jak w zadaniu o urodzinach) komórkach (interesuje nas przypadek gdy
k >> n). Rozwa»amy liczb¦ wszystkich kolizji C, gdzie kolizj¦ de�niujemy
nast¦puj¡co. Po rozmieszczeniu kolejnej kuli, je±li komórka do tej pory byªa
pusta, to zapisujemy, »e od tego momentu jest zaj¦ta. Je±li dla kolejnej wylo-
sowanej kuli która± komórka jest zaj¦ta, to odnotowujemy kolizj¦. Podobnie
jak w te±cie pokerowym mo»na plokaza¢, »e

IP(C = c) =
k(k − 1) . . . (k − n+ c+ 1)

kn
S2(n, n− c),

gdzie S2(n, d) jest liczb¡ Stirlinga drugiego rodzaju.
Polecamy czytelnikowi sprawdzenie czy jest prawdziwa aproksymacja n2/(2k)

dla IEC przy czym k jest du»o wi¦ksze ni» n(patrz Knuth []) . Na przy-
kªad dla k = 220 i k = 214 mo»na pokaza¢ nast¦puj¡ce prawdopodobie«stwa
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p = IP(C ≤ c):

c 101 108 119 126 134 145 153
p .009 .043 .244 .476 .742 .946 .989

W zadaniach o kulach i urnach rozpatruje si¦ problem zaj¦to±ci, to znaczy
rozpatruje si¦ zmienn¡ Z niezaj¦tych kul. Zostawiamy czytelnikowi do po-
kazania, »e

Z = k − n+ C

co pozwala wykorzysta¢ znane fakty z klasycznego zadania o rozmieszczeniu.
17 Mianowicie wiadomo (patrz zadanie 5.10), »e gdy gdy k, n rosn¡ tak,»e
λ = ke−

n
k pozostaje ograniczone, to dla ka»dego c

IP(Z = c)→ λc

c!
e−λ.

A wi¦c
IEZ ∼ ke−

n
k

sk¡d mamy

IEC = IEZ − k + n

∼ ke−
n
k − k + n = k(1− n

k
+ n2

2k2
+ o(n

2

k2
))− k + n

= n2

2k
+ o(n

2

k
).

Na tej podstawie zbudowano nast¦puj¡cy test do zbadania losowo±ci ci¡gu
y1, . . . , y20n. Na przykªad niech n = 214 i k = 220. Wtedy mo»emy u»y¢
testu do sprawdzenie generatora dla 20-sto wymiarowych wektorów: vj =
(y20(j−1)+1, . . . , y20j) dla 1 ≤ j ≤ n. 18

Dni urodzin W rozdziale 2-gim ksi¡zki Fellera [13] mamy zadanie o dniach
urodzin. Rozwa»amy grup¦ (na przykªad studenck¡) n osób i notujemy ich
dzie« urodzin. Przyjmujemy, »e jest k = 365 dni w roku. Zakªadaj¡c staª¡
cz¦sto±c urodzin w ci¡gu roku, zadanie to jest zadaniem o rozmieszczeniu
ªosowym"n kul w k komórkach. Klasycznym pytaniem jest o prawdopodo-
bie«stwo przynajmniej jednej sytuacji wielokrotnych urodzin, tj. o praw-
dopodobie«stwo, »e przynajmniej w jednej komórce mamy wi¦cej ni» jedn¡

17Uzupeªnic z Fellera t.1
18Knuth str. 73�75. Praca Tsang et al
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kul¦. To prawdopodobie«stwo ªatwo da si¦ obliczy¢

p = 1− 365!

(365− n)!(365)n
.

Inne mo»liwe pytanie, na które mo»na ªatwo odpowiedzie¢ przez symula-
cje s¡ nast¦puj¡ce.

1. Jakie jest prawdopodobie«stwo, »e w±ród n losowo wybranych osób
przynajmniej dwie maj¡ urodziny w przeci¡gu r dni jeden od drugiego?

2. Przypu±¢my, »e osoby pojawiaj¡ si¦ kolejno. Jak dªugo trzeba czeka¢
aby pojawiªy sie dwie maj¡ce wspólne urodziny?

Test odst¦pów dni urodzin Innym znanym testem sprawdzaj¡cym do-
bro¢ generatorów jest tzw. test odst¦pów dni urodzin. 19 Test ten jest oparty
na statystyce K zde�niowanej nast¦puj¡co. Zapisujemy dni urodzin kolej-
nych osób Y1, . . . , Yn ∈ k = {1, . . . , k} i ustawiamy w porz¡dku niemalej¡cym
Y(1) ≤ . . . ≤ Y(n). Nast¦pnie de�niujmy, tzw. odst¦py

S1 = Y(2) − Y(1), . . . , Sn−1 = Y(n) − Y(n−1)

i K b¦dzie liczb¡ równych odst¦pów Tj. ile razy mamy równo±¢ pomi¦dzy
S-ami. Okazuje si¦, »e je±li n jest du»e i λ = n3/(4k) jest maªe, to przy
zaªo»eniu naszej hipotezyH0, zmiennaK ma w przybli»eniu rozkªad Poissona
z parametrem λ. Jednym z wyborów jest n = 210 i k = 224. Wtedy λ = 16.

20 A wi¦c je±li K = y, to p-warto±¢ wynosi

IP(K ≥ y|H0) ≈ 1−
y−1∑
j=0

λj

j!
e−λ.

Okazuje si¦, »e wtedy bª¡d przybli»enia jest rz¦duO(λ2/n). W pracy L'Ecuyera
i Simarda [30] zalecane jest aby n3 ≤ k5/4.

19birthday spacing test
20Trzeba poszuka¢ gdzie jest dowód; Knuth z roku 1997; Exercises 3.3.2-28-30
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4.3 Testy dla ci¡gów bitów

Niech e1, e2, . . . b¦dzie ci¡giem zero-jedynkowym, który przy zaªo»eniu hipo-
tezy zerowej jest realizacj¡losowego ci¡gu bitów ξ1, ξ2, . . .. Oznaczmy zmienne
losowe ηj = 2ξj − 1, które przyjmuj¡ warto±ci −1, 1 z prawdopodobie«stwem
1/2 oraz przez symetryczne bª¡dzenie przypadkowe rozumiemy ci¡g

S0, S1 = η1, . . . , Sn = η1 + · · ·+ ηn.

W dalszej cz¦sci oznaczamy fi = 2ei−1. s0 = 0, s1 = f1, s2 = f1 +f2, . . ..

Test cz¦stotliwo±ci Przy zaªo»eniu hipotezy zerowej, »e ci¡gi pochodz¡
z obserwacji losowego ci¡gu bitów, z centralnego twierdzenia granicznego
mamy, »e zmienna losowa Sn/

√
nma w przybli»eniu rozkªad normalnyN (0, 1),

natomiast T = |Sn/
√
n| ma rozkªad normalny poªówkowy. Mianowicie za-

uwa»amy, »e IE ηj = 0 oraz Var ηj = 1. Niech F (t) = IP(T ≤ t). Dla
danego ci¡gu e1, . . . wery�kujemy hipotez¦ o jego losowo±ci obliczaj¡c staty-
styk¦ T = t0 i nast¦pnie obliczamy p-warto±¢ z wzoru 1− F (t0).

Test cz¦stotliwo±ci w blokach Niech n = bm. Testowany ci¡g ξ1, . . . , ξn,
który przy zaªo»eniu hipotezy H0 jest losowym ci¡giem bitów, dªugo±ci n
dzielimy na m bloków dªugo±ci b. W ka»dym kolejnym bloku obliczamy
frakcj¦ jedynek:

Πi =
1

b

b∑
j=1

ξ(i−1)b+j, i = 1, . . . ,m.

Mamy

IE Πi =
1

2
, Var Πi =

1

4b
.

Dla odpowiednio du»ych m, zmienna

1√
b/2

b∑
j=1

(ξ(i−1)b+j − (b/2)),

ma w przyblizeniu standardowy rozkªad normalny N (0, 1). Niech Z1, . . . , Zm
b¦dzie ci¡giem niezale»nych zmiennych losowych o rozkªadzie standarowym
normalnym, i je±li oznaczymy przez ∼d - rozkªad w przybli»eniu, to

Πi − (b/2) ∼d
1

2
√
b
Zi, i = 1, . . . ,m.
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A wi¦c
m∑
i=1

Z2
i ∼d 4b

m∑
i=1

(Πi − 1/2)2,

i st¡d mamy, »e przy zalo»eniu hipotezy H0 statystyka

T = 4b
m∑
i=1

(Πi − 1/2)2

ma rozkªad chi-kwadrat z m stopniami swoboty. Jak zwykle teraz obliczamy
p-warto±¢.

Test absolutnego maksimum bª¡dzenia przypadkowego Dla pro-
stego symetrycznego bª¡dzenia przypadkowego Sn nast¦puj¡ce twiedzenia
Erdösa � Kaca jest prawdziwe:

lim
n→∞

IP( max
1≤j≤n

Sn/
√
n ≤ x) =

4

π

∞∑
j=0

(−1)j

2j + 1
exp(−(2j + 1)2π2/8x2), x ≥ 0

21

Test oparty na wycieczkach bª¡dzenia przypadkowego. Dla ci¡gu
s0 = 0, s1, s2, . . . , sn niech j1 < j2 < j3 < . . . b¦d¡ indeksy kolejnych powro-
tów (sn) do zera; tj. si 6= 0 dla jl < i < jl+1 dla l = 1, 2, . . .. Przez wycieczk¦
rozumie si¦ (s0, s1, . . . , sj1), (sj1 , . . . , sj2), . . .. Niech dla prostego symetrycz-
nego bª¡dzenia przypadkowego (Sj)1≤j≤n niech J b¦dzie liczb¡ wycieczek.
Test budujemy korzystaj¡c z twierdzenia granicznego

lim
n→∞

IP(
J√
n
≤ y) =

√
2

π

∫ y

0

e−x
2/2 dx. (4.4)

Rozwa»my teraz liczb¦ wizyt L(x) do stanu x podczas jednej wycieczki.
Wtedy

IP(L(x) = k) =

{
1− 1

2|x| dla k = 0
1
x2

(1− 1
2|x|)

k−1 dla k ≥ 1
(4.5)

21Bull. Amer. Math. Soc. Volume 52, Number 4 (1946), 292-302. On certain limit
theorems of the theory of probability P. Erdös and M. Kac
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Testujemy generator na bazie twierdzenia granicznego (4.4) oraz korzystaj¡c
z (4.4) stosujemy test chi-kwadrat.

Do podrozdziaªu II podstawowym tekstem jest monogra�a Knutha [22];
wydanie polskie [23]. W literaturze polskiej s¡ dost¦pne ksi¡zki Zieli«skiego
[51, 48], czy artykuª przegl¡dowy Kotulskiego [26]. Wi¦cej na temat kon-
strukcji generatorów mo»na znale¹¢ w artykuªach przegl¡dowym L'Ecuyera
[27, 30]. Omówienie przypadków efektu 'nielosowo±ci' dla generatora state w
MATLABie mo»na znale¹¢ w pracy Savicky'ego [42] Natomiast przykªad 3.6
jest zaczerpni¦ty z
http://www.mathworks.com/support/solutions/en/data/1-10HYAS /index.html?solution=1-
10HYAS. Testowanie dobrych wªasno±ci generatora jest bardzo obszern¡ dzi±
dziedzin¡. Podstawowym ¹ródªem informacji jest monogra�a Knutha [23],
rozdziaª III, równie» prace L'Ecuyera [27, 29, 30]. Podrozdziaª 4.3 jest oparty
na raporcie [41]. Podrozdziaª 2.2 jest oparty na pracy Diaconisa [11]. Arty-
kuª w New York Times byª autorstwa Giny Kolaty [24]. Temu tematowi, i w
ogólno±ci szybko±ci zbie»no±ci do rozkªadu stacjonarnego ªa«cucha Markowa
po±wi¦cona jest ksi¡zka [31].

Metoda quasi MC jest opisana w ksi¡»ce Niederreitera [35] i Glasserman
[?].
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5 Zadania

22

Zadania teoretyczne

5.1 Niech X1, X2, . . . b¦d¡ niezale»nymi zmiennymi losowymi o jednako-
wym rozkªadzie U(M̄), gdzieM jest liczb¡ naturaln¡ oraz M̄ = {0, 1, . . . ,M−
1}. Niech M = 2k oraz b(x) dla x ∈ M̄ b¦dzie rozwini¦ciem dwójko-
wym przedstawionym w reprezentacji k cyfr zero lub jeden. Pokaza¢,
»e ci¡g zmiennych losowych zero-jedynkowych zde�niowany przez

ξ1, ξ2, . . . = b(X1), b(X2) . . .

jest ci¡giem prób Bernoulliego. Pokaza¢ na przykªadzie, ze tak nie musi
by¢ je±li M nie jest pot¦g¡ dwójki.

5.2 Uzasadni¢, »e procedura generowania losowej permutacji z wykªadu
daje losow¡ permutacj¦ po rozwi¡zaniu nast¦puj¡cego zadania z ra-
chunku prawdopodobie«stwa, w którym indukcyjnie de�niujemy ci¡g
n permutacji zbioru [n]. Zerow¡ permutacj¡ π0 jest permutacja iden-
tyczno±ciowa. Dla k = 1, 2, ..., n − 1 de�niujemy indukcyjnie πk-t¡ z
πk−1-szej nast¦puj¡co: zamieniamy element k-ty z Jk-tym gdzie Jk jest
losowe (tj. o rozkladzie jednostajnym) na {k, . . . , n}, niezale»nie od
J1, . . . , Jk−1. Pokaza¢, »e πn−1 jest permutacj¡ losow¡.

5.3 Dla przykªadu 4.2, przy n = 214 i k = 220 uzupeªni¢ tabelk¦:

liczba kolizji ≤ 100 110 120 130 140 150 160 170
z prawdopodobiestwem ? ? ? ? ? ? ? ?

5.4 Dany jest nast¦puj¡cy ci¡g zero jedynkowy : 101011011111100001010100
0101100010100010101110110
1001010100110101010111111
0111000101011000100000001
0011100111101001111001111
0001110110001011100111000
1011000001111001110001011

22Poprawiane 13.10.2017
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0100110110100101011010100
1111000010011011001000001
0001010001100100001100111
1111011110011001001001110

Przeprowadzi¢ testy sprawdzaj¡ce zgodno±¢ z hipotez¡, »e pochodzi z
ci¡gu symetrycznych prób Bernoulliego.

5.5 Przez funkcj¦ bªedu erf(x) rozumie si¦

erf(x) =
2√
π

∫ x

0

e−t
2

dt,

oraz przez uzupeªniaj¡c¡ funkcj¦ bªedu erfc(x)

erfc(x) =
2√
π

∫ ∞
x

e−t
2

dt.

Pokaza¢, »e je±li Φ(x) jest dystrybuant¡ standardowego rozkªadu nor-
malnego, to

Φ(x) =
1

2
+

1

2
erf(x/

√
2) =

1

2
erfc(−x/

√
2).

5.6 Udowodni¢ nierówno±¢ Czernowa. Niech Sn = ξ1 + . . . + ξn, gdzie (ξi)
s¡ próbami Bernoulliego Ber(p). Pokaza¢, »e dla δ < 1

IP(Sn > (1 + δ)np) ≤
(

eδ

(1 + δ)1+δ

)np
,

IP(Sn < (1− δ)np) ≤
(

e−δ

(1− δ)1−δ

)np
.

5.7 Obliczamy caªk¦ f̄ =
∫

[0,1)d
f(u) du przy zaªo»eniu, »e σ2

f = Var f(U) <
∞. Korzystaj¡c z nierówno±ci Czebyszewa pokaza¢, »e z prawdopodo-
bie«stwm co najmniej δ mamy

| 1
n

n∑
i=1

f(U i)− f̄ | <
σf√
δn
.
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5.8 Rzucono par¦ kostek n = 144 razy i otrzymano nast¦puj¡ce wyniki. W
tabelce przez Es oznaczamy liczb¦ oczekiwanych obserwacji a przez Os

liczb¦ zaobserwowanych.

s 2 3 4 5 6 7 8 9 10 11 12
Es 4 8 12 16 20 24 20 16 12 8 4
Os 2 4 10 12 22 29 21 15 14 9 6

Zwery�kowa¢ testem chi-kwadrat hipotez¦, »e rzuty s¡ niezale»ne i na
ka»dej kostce wyniki s¡ jednakowo prawdopodobne. Obliczy¢ p-funkcje.

5.9 Pokaza¢, »e dla ukªadów pokerowych mamy nast¦puj¡ce prawdopodo-
bie«stwa: Losujemy 5 kart z 52 i liczymy liczb¦ wyst¡pie« okre±lonych
sekwencji. Liczba wszystkich mo»liwych sekwencji wynosi W =

(
52
5

)
=

2 598 960 Prawdopodobie«stwa wyst¡pie« sekwencji kart w pokerze: -
Jedna para: 1098240/W = 0.422569 = 1/2,4
- Dwie Pary: 123552/W = 0.047539 = 1/21
- Trójka: 54912/W = 0.0211 = 1/44
- Full: 3744/W = 0.00144 = 1/694
- Kareta: 624/W = 0.00024 = 1/4165
- Kolor: 5148/W = 0.00198 = 1/50
- Strit: 9 ∗ 45/W=9216/W = 0.003546 = 1/282
- Poker: 9 ∗ 4/W = 36/W = 0.0000138 = 1/72193.

5.10 [Feller, t. 1, p.94] Klasyczne zadanie o rozmieszczeniu n kul wm komór-
kach zakªada ich �losowo±¢�, tzn. ka»de rozmieszczenie ma prawdopodo-
bie«stwo m−n. Pokaza¢, »e prawdopodobie«stwo pc(n,m) znalezienia
dokªadnie c pustych wynosi(

m

c

)m−c∑
j=0

(−1)j
(
m− c
j

)(
1− n+ j

m

)
.

Pokaza¢, »e gdy m,n rosn¡ tak, »e λ = me−
n
m pozostaje ograniczone,

to dla ka»dego c

pc(n,m)→ λc

c!
e−λ.

Zadania laboratoryjne

Zadania na wykorzystanie instrukcji MATLAB-owskich: rand, rand(m,n),
rand('state', 0), randperm, randn.
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5.11 Przeprowadzi¢ test szybko±ci generatora: rand, rand('state'),rand('seed'),
rand('twister') przy u»yciu nast¦puj¡cego skryptu:

clc; clear;

tic

for j=1:1000000

rand;

end

toc

5.12 Napisa¢ program na sprawdzenie generatorów MATLABowskich przy
u»yciu
a. testu Koªmogorowa�Smirnowa,
b. testu serii z t = 3. Obliczy¢ p-warto±¢ dla d = 4, n = 2m; (m =
10, 11, . . . , 20).

5.13 [Savicky] Uruchomi¢ procedur¦

5.14 B¦dziemy rozwa»ali tablic¦ Ui=1,...,28:j=1,...,100000 liczb losowych z której
wytniemy wszystkie kolumny poza takimi dla których w pierwszym
wierszu wynik jest mniejszy od 1/16. W przypadku, gdy ta tablica
skªada si¦ z niezale»nych zmiennych losowych o jednakowym rozkªadzie
otrzymamy tablic¦ o losowej liczbie kolumn, skªadaj¡cej si¦ z niezale»-
nych zmiennych losowych o rozkªadzie U(0, 1]. Teraz przeprowadzimy
eksperyment z generatorami MATLABowskim 'state' i 'twister':

Z=rand(28,100000);

condition = Z(1,:)<1/16;

scatter(Z(2,condition),Z(28,condition),'.');

i porówna¢ z

Z=rand(28,100000);

condition = Z(1,:)<1/16;

scatter(Z(16,condition),Z(28,condition),'.');

Wprzypadku generatora 'state' otrzymujemy ewidentnie ró»ne obrazki.
A co si¦ dzieje gdyby u»y¢ metody 'twister'. Zastanowi¢ si¦ jak powinna
wygl¡da¢ chmura w wypadku 'idealnym'.
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5.15 Napisa¢ procedur¦ na losowanie
1. z n obiektów wybieramy losowo k ze zwracaniem,
2. z n obiektów wybieramy k bez zwracania.
3. wybieraj¡c¡ losowy podzbiór k elementowyz {1, . . . , n}.

5.16 Napisa¢ procedur¦ generowania losowej permutacji randpermmy na pod-
stawie algorytmu z podrozdziaªu 2.1. Porówna¢ szybko±¢ swojej proce-
dury z matlabowska randperm.

5.17 Obliczy¢ przez symulacje prawdopodobie«stwo pn tego, »e w permutacji
losowej liczb 1, . . . , n, »adna liczba nie jest na swoim miejscu. Zrobi¢
obliczenia dla n = 1, . . . , 10. Do czego mo»e zd¡»a¢ pn gdy n→∞.

5.18 Napisa¢ procedur¦ n rzutów monet¡ (ξ1, . . . , ξn).
Je±li orzeª w i-tym rzucie to niech ξi = 1 je±li reszka to ξi = −1. Niech
S0 = 0 oraz Sk = ξ1+. . .+ξk. Obliczy¢ pierwszy moment i wariancj¦ ξ1.
Zrobi¢ wykres S0, S1, . . . , S1000. Na wykresie zaznaczyc linie: ±Var(ξ)

√
n,

±2Var(η)
√
n, ±3Var(ξ)

√
n.

Zrobi¢ zbiorczy wykres 10 replikacji tego eksperymentu.

5.19 Rzucamy N razy symetryczn¡ monet¡ i generujemy bª¡dzenie przy-
padkowe (Sn)0≤n≤N . Napisa¢ procedury do obliczenia:
1. Jak wygl¡da absolutna ró»nica pomi¦dzy maximum i minimum bª¡-
dzenia przypadkowego gdy N ro±nie?

5.20 Rozwa»amy ci¡g (Sn)0≤n≤2N . Przez prowadzenie w odcinku (i, i + 1)
rozumiemy, »e Si ≥ 0 oraz Si+1 ≥ 0. Niech X b¦dzie ª¡czn¡ dªugo±ci¡
prowadze« dla N rzutów.
1. Jakie jest prawdopodobie«stwo, »e jeden gracz b¦dzie przewa»aª
pomi¦dzy 50% a 55% czasu? Lub wi¦cej ni» 95% czasu? Zrobi¢ ob-
liczenia symulacj¡. Eksperymentalnie sprawdzi¢ ile powtórze« nale»y
zrobi¢ aby osi¡gn¡c stabilny wynik.
3. Niech N = 200. Zrobi¢ histogram wyników dla 10000 powtórze«
tego eksperymentu.

5.21 Napisa¢ procedur¦ do zadania dni urodzin.
1. Jakie jest prawdopodobie«stwo, »e w±ród n losowo wybranych osób
przynajmniej dwie maj¡ ten sam dzie« urodzin?
2. Jakie jest prawdopodobie«stwo, »e w±ród n losowo wybranych osób
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przynajmniej dwie maj�a urodziny w przeci�agu r dni jeden od drugiego?
3. Przypu±¢my, »e osoby pojawiaj¡ si¦ kolejno. Jak dªugo trzeba czeka¢
aby pojawiªy sie dwie maj¡ce wspólne urodziny? Zrobi¢ histogram dla
1000 powtórze«.

5.22 [Test odst¦pów dni urodzin] U»ywaj¡c symulacji znale¹¢ funkcj¦ praw-
dopobie«stwa statystyki R. Sprawdzi¢ czy wyniki si¦ pokrywaj¡ je±li
do oblicze« u»ywa sie ró»nych generatorów.

5.23 [Zagadnienie komiwoja»era] Komiwoja»er opuszcza miasto 0 i musi od-
wiedzic wszystkie miasta 1, . . . , n przed powrotem do punktu wyj±cio-
wego. Odlegªo±ci pomi¦dzy miastem i a miastem j jest cij. Je±li nie ma
drogi do kªadziemy cij =∞. Jest n = 100 miast do odwiedzenia, któ-
rych odlegªo±ci s¡ zadane w nast¦puj¡cy sposób. Zacz¡¢ od rand('state',
0). Przydzieli¢ odlegªo±ci kolejno wierszami cij gdzie i = 0, . . . , 100 oraz
j = 0, 1, . . . , 100 - odlegªo±¢ mi¦dzy adresem i oraz j. (W ten sposób
wszyscy b¦d¡ mieli tak¡ sam¡ macierz odlegªo±ci). Znale¹¢ jak najlep-
sz¡ drog¦ 0, π1, . . . , π100, 0 minimizuj¡c¡ przejechan¡ tras¦. Czy uda si¦
odnale¹¢ najkrótsz¡ tras¦. Znale¹¢ najkrótsz¡ po 100, 200, itd. loso-
waniach.
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Projekt

Projekt 1 Bob szacuje, »e w »yciu spotka 3 partnerki, i z jedn¡ si¦ o»eni.
Zakªada, »e jest w stanie je porównywa¢. Jednak»e, b¦d¡c osob¡ honorow¡,
(i) je±li zdecyduje si¦ umawia¢ z now¡ partnerk¡, nie mo»e wróci¢ do ju» od-
rzuconej, (ii) w momencie decyzji o ±lubie randki z pzostaªymi s¡ niemo»liwe,
(iii) musi si¦ zdecydowa¢ na któr¡± z spotkanych partnerek. Bob przyjmuje,
»e mo»na zrobi¢ mi¦dzy partnerkami ranking: 1=dobra,2=lepsza, 3=najlep-
sza, ale ten ranking nie jest mu wiadomy. Bob spotyka kolejne partnerki w
losowym porz¡dku.

Napisz raport jak¡ stategi¦ powinien przyj¡c Bob. W szczególno±ci w ra-
porcie powinny si¦ znale¹¢ odpowiedzi na nast¦puj¡ce pytania. Przy sporz¡-
dzaniu raport przeprowadzi¢ analiz¦ bªedu, korzystaj¡c z fundamentalnego
wzoru

b =
1.96σ√

n

(patrz podsekcja IV.1.3, gdzie b - bª¡d, n - liczba replikacji, oraz σ wariancja
estymatora). A wi¦c je±li chcemy wyestymaowa¢ r z bª¦dem mniejszym ni»
b = 0.02 mo»emy skorzysta¢ z fundamentalnego wzoru z wariancj¡ uzyskan¡
wcze±niej z pilota»owej symulacji 1000 repliacji.

(a) Bob decyduje si¦ na ±lub z pierwsz¡ spotkan¡ partnerk¡. Oblicz praw-
dopodobie«stwo P (teoretyczne), »e o»eni si¦ z najlepsz¡. Oblicz te»
oczekiwany rang¦ r

(b) U»yj symulacji aby okre±li¢ P i r dla nast¦puj¡cej strategii. Bob nigdy
nie »eni si¦ z pierwsz¡, »eni si¦ z drug¡ jesli jest lepsza od pierwszej, w
przeciwnym razie »eni si¦ z trzeci¡.

(c) Rozwa»y¢ zadanie z 10-cioma partnerkami, które maj¡ rangi 1, 2, . . . , 10.
Obliczy¢ teoretycznie prawdopodobie«stwo P i oczekiwan¡ rang¦ r dla
strategii jak w zadaniu (a).

(d) Zde�niowa¢ zbiór strategii, które s¡ adaptacj¡ strategii z zadania (b) na
10 partnerek. Poda¢ jeszcze inn¡ strategi¦ dla Boba. Dla ka»dej stategii
obliczy¢ P i r. Wsk. Nale»y pami¦ta¢, »e jak si¦ nie zdecydujemy na
jak¡± kandydatk¦, to nie ma potem do niej powrotu.

Projekt 2 Rozpatrzy¢ nast¦puj¡ce generatory liczb losowych: �state�, �twi-
ster� oraz excellowski ui = (0.9821ui−1 + 0.211327) mod 1. Ponadto
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rozpatrzy¢ pseudo-losowe ci¡gi bitów date.e, date.sqrt2 (z strony www.math.uni.wroc.pl/�rolski).
(i) Dla tych ci¡gów przeprowadzi¢ analiz¦ ich �losowo±ci�, korzystaj¡c z
przynajmniej 3 testów (odpowiednio dla ka»dego ci¡gu). Na przykªad
Koªmogorowa-Smirnow, test serii i test odst¦pów dni urodzin. Zamiast
tego ostentiego mo»na skorzysta¢ z tesu kolizji.
(ii) Dla generatora �twister� zbada¢ dwa przypadki. Pierwszy gdy ge-
nerator startuje z ziarna uo = 0, a drugi gdy z ziarna u0 = 1812433253.



Rozdziaª III

Symulacja zmiennych losowych

1

1 Metoda ITM; rozkªad wykªadniczy i Pareto

Naszym celem jest przeprowadzenie losowania w wyniku którego otrzymamy
liczb¦ losow¡ Z z dystrybuant¡ F maj¡c do dyspozycji zmienn¡ losow¡ U
o rozkªadzie jednostajnym U(0,1). W dalszym ci¡gu b¦dziemy cz¦sto bez
wyja±nienia pisali U1, U2, . . . dla ci¡gu niezale»nych zmiennych losowych o
jednakowym rozkªadzie U(0, 1).

Niech
F←(t) = inf{x : t ≤ F (x)} .

W przypadku gdy F (x) jest funkcj¡ ±ci±le rosn¡c¡, F←(t) jest funkcj¡ od-
wrotn¡ F−1(t) do F (x). Dlatego F←(t) b¦dziemy nazywa¢ si¦ uogólnion¡
funkcj¡ odwrotn¡ Zbadamy teraz niektóre wªasno±ci uogólnionej funkcji od-
wrotnej F←(x). Je±li F jest ±ci±le rosn¡ca to jest oczywi±cie prawdziwa
nast¦puj¡ca równowa»no±¢:

• t = F (x) wtedy i tylko wtedy gdy F←(t) = x.

Jednak»e mo»na poda¢ przykªad taki, »e F←(t) = x, ale t < F (x) (patrz
rysunek [??2rys1??]). Natomiast jest prawd¡, »e zawsze F←(F (x)) = x,
chocia» ªatwo poda¢ przykªad, »e nie musi by¢ F (F←(t)) 6= t (zostawiamy
czytelnikowi znalezienie takiego przykªadu w formie rysunku takiego jak w
[??2rys1??]).

1Poprawiane 17.1.2018
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W skrypcie b¦dziemy oznacza¢ ogon dystrybuanty F (x) przez

g(x) = F (x) = 1− F (x).

Przydatne b¦d¡ nast¦puj¡ce wªasno±ci F←(u).

Lemat 1.1 (a) u ≤ F (x) wtedy i tylko wtedy gdy F←(u) ≤ x.
(b) Je±li F (x) jest funkcj¡ ci¡gª¡, to F (F←(x)) = x.
(c) F

←
(x) = F←(1− x).

Fakt 1.2 (a) Je±li U jest zmienn¡ losow¡, to F−←(U) jest zmienn¡ losow¡
z dystrybunt¡ F .
(b) Jesli F jest ci¡gª¡ i zmienna X ∼ F , to F (X) ma rozkªad jednostajny
U(0,1)

Dowód (a) Korzystaj¡c z lemat 1.1 piszemy

IP(F←(U) ≤ x) = IP(U ≤ F (x)) = F (x) .

(b) Mamy
IP(F (X) ≥ u) = IP(X ≥ F←(u)) .

Teraz korzystaj¡c z tego, »e zmienna losowa X ma dystrybuant¦ ci¡gª¡, a
wi¦c jest bezatomowa, piszemy

IP(X ≥ F←(u)) = IP(X > F←(u)) = 1− F (F←(u)) ,

które na mocy lematu 1.1 jest równe 1− u. �
Oznaczmy przez

g(t) = F←(t)

g(t) = g(1− t)

Zauwa»my, »e
g(t) = inf{u : F̄ (u) ≤ 1− t} .

Korzystaj¡c z powy»szgo faktu mamy nast¦puj¡cy algorytm na genero-
wanie zmiennej losowej o zadanym rozkªadzie F jesli mamy dan¡ funkcj¦
g(t).
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Algorytm ITM

Z=g(rand);

Zauwa»my jeszcze co± co b¦dzie przydatne w dalszej cz¦±ci, »e je±li U1, U2, . . .
jest ci¡giem zmiennych losowych o jednakowym rozkªadzie jednostajnym� to
U
′
1, U

′
2 . . ., gdzie U

′
j = 1 − Uj, jest te» ci¡giem niezale»nych zmiennych loso-

wych o rozkªadzie jednostajnym.
Niestety jawne wzory na funkcj¦ g(x) czy ḡ(x) znamy w niewielu przy-

padkach, które omówimy poni»ej.

Rozkªad wykªadniczy Exp(λ). W tym przypadku

F (x) =

 0, x < 0

1− exp(−λx), x ≥ 0.
(1.1)

Je±li X ∼ Exp(λ), to IEX = 1/λ oraz VarX = 1/(λ2). Jest to zmienna z
lekkim ogonem poniewa»

IE esX =
λ

λ− s

jest okre±lona dla 0 ≤ s < λ. W tym przypadku funkcja odwrotna

ḡ(x) = −1

λ
log(x) .

Zmienn¡ losow¡ Exp(λ) o rozkªadzie wykªadniczym generujemy nast¦pu-
j¡cym algorytmem.

Algorytm ITM-Exp.

% Dane lambda. Otrzymujemy Z o rozkªadzie wykªadniczym z par. lambda

Z=-log(rand)/lambda;

Zajmiemy si¦ teraz przykªadem zmiennej ci¦»ko-ogonowej.
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Rozkªad Pareto Par(α). Rozkªad Pareto de�niujemy przez

F (x) =


0, x < 0

1− 1

(1 + x)α
, x ≥ 0 .

(1.2)

Je±li X ∼ Par(α), to IEX = 1/(α − 1) pod warunkiem, »e α > 1 oraz
IEX2 = 2/((α − 1)(α − 2)) pod warunkiem, »e α > 2. Jest to zmienna z
cie»kim ogonem poniewa»

IE esX =∞
dla dowolnego 0 < s . Funkcja odwrotna

ḡ(x) = x−1/α − 1.

Zauwa»my, »e rozkªad Pareto jest tylko z jednym parametrem ksztaªtu α.
Dlatego je±li chcemy miec szersz¡ klas¦ dopuszczaj¡c¡ dla tego samego para-
metru ksztaªtu zadan¡ ±redni¡ m skorzystamy z tego, »e zmienna m(α−1)X
ma ±redni¡ m (oczywi±cie zakªadaj¡c, »e α > 1. Mo»na wi¦c wprowadzi¢
dwuparametrow¡ rodzin¦ rozkªadów Pareto Par(α, c). Zmienna Y ma roz-
kªad Par(α, c) je±li jej dystrybunata jest

F (x) =


0, x < 0

1− cα

(c+ x)α
, x ≥ 0 .

(1.3)

W literaturze nie ma jednoznacznej de�nicji rozkªadu Pareto, i dlatego w
por¦cznikach mo»na znale¹¢ inne warianty podanej de�nicji.

Algorytm ITM-Par.

% Dane alpha. Otrzymujemy Z o rozkªadzie Par(alpha).

Z=rand^{(-1/\alpha)}-1.

2 Metoda ITM oraz ITR dla rozkªadów krato-

wych; rozkªad geometryczny

Przypu±¢my, »e rozkªad jest kratowy skoncentrowany na {0, 1, . . .}. Wtedy
do zadania rozkªadu wystarczy zna¢ funkcj¦ prawdopodobie«stwa {pk, k =
0, 1, . . .}.
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Fakt 2.1 Niech U b¦dzie liczb¡ losow¡. Zmienna

Y = min{k : U ≤
k∑
i=0

pi}

ma funkcj¦ prawdopodobie«stwa {pk}.

Dowód Zauwa»my, »e

IP(Y = l) = IP(
l−1∑
i=0

pi < U ≤
l∑

i=0

pi) ,

i odcinek (
∑l−1

i=0 pi,
∑l

i=0 pi] ma dªugo±¢ pl. �
St¡d mamy nast¦puj¡cy algorytm na generowanie kratowych zmiennych

losowych Y .

Algorytm ITM-d. z

% Dane p_k=p(k). Otrzymujemy Y z funkcj¡ prawd. {p_k}.

U=rand;

Y=0;

S=p(0);

while S<U

Y=Y+1;

S=S+p(Y);

end

Fakt 2.2 Niech N b¦dzie liczb¡ wywoªa« w p¦tli while w powy»szym algoryt-
mie. Wtedy N ma funkcj¦ prawdopodobie«stwa

IP(N = k) = pk−1,

dla k = 1, 2, . . ., sk¡d ±rednia liczba wywoªa« wynosi IEN = IEZ + 1.

W powy»szego faktu widzimy wi¦c, »e je±li zmienna Z ma ±redni¡ nie-
sko«czon¡, to liczba wywoªa« ma równie» ±redni¡ niesko«czona i algorytm
nie jest dobry.
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Rozkªad geometryczny Geo(p) ma funkcj¦ prawdopodobie«stwa

pk = (1− p)pk, k = 0, 1, . . .

Zmienna X ∼ Geo(p) ma ±redni¡ IEX = p/q. Zmienna

X = blogU/ log pc

ma rozkªad Geo(p). poniewa»

IP(X ≥ k) = IP(blogU/ log pc ≥ k)

= IP(logU/ log p ≥ k)

= IP(logU) ≤ k log p)

= IP(U ≤ pk) = pk .

W niektórych przypadkach nast¦puj¡ca funkcja

ck+1 =
pk+1

pk

jest prostym wyra»eniem. Podamy teraz kilka takich przykªadów.

• X ∼ B(n, p). Wtedy

p0 = (1− p)n, ck+1 =
p(n− k)

(1− p)(k + 1)
, k = 0, . . . , n− 1.

• X ∼ Poi(λ). Wtedy

p0 = e−λ, ck+1 =
λ

k + 1
, k = 0, 1, . . .

• X ∼ NB(r, p). Wtedy

p0 = (1− p)r, ck+1 =
(r + k)p

k + 1
, k = 0, 1, . . .

W przypadki gdy znana jest jawna i zadana w prostej postaci funkcja ck+1

zamiast algorytmu ITM-d mo»emy u»ywa¢ nast¦puj¡cego ITR. Oznaczamy
ck+1 =c(k+1) i p0 =p(0).
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Algorytm ITR.

% Dane p(0) oraz c(k+1), k=0,1,... Otrzymujemy X z f. prawd. {p_k}.

S=p(0);

P=p(0);

X=0;

U=rand;

while (U>S)

X=X+1;

P=P*c(X);

S=S+P;

end

3 Metody ad hoc.

S¡ to metody specjalne, które wykorzystuj¡ wªasno±ci konkretnych rozkªa-
dów.

3.1 B(n, p)

Niech X ∼ B(n, p). Wtedy

X =d

n∑
j=1

ξj,

gdzie ξ1, . . . , ξn jest ci¡giem prób Bernoulliego, tj. ci¡g niezale»nych zmien-
nych losowych IP(ξj = 1) = p, IP(ξj = 0) = 1− p.

Algorytm DB

% Dane n,p. Otrzymujemy X z f. prawd. B(n,p)

X=0;

for i=1:n

if (rand<= p)

X=X+1;

end

end

Polecamy czytelnikowi porówna¢ t¡ metod¦ z metod¡ wykorzystuj¡c¡
ITR.
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3.2 Erl(n, λ)

Je±li ξ1, . . . , ξn s¡ niezale»nymi zmiennymi losowymi o jednakowym rozkªa-
dzie Exp(λ), to

X = ξ1 + . . .+ ξn

ma rozkªad Erlanga Erl(n, λ). Wiadomo, »e rozkªad Erlanga jest szczególnym
przypadkiem rozkªadu Gamma(n, λ) z g¦sto±ci¡

f(x) =
1

Γ(n)
λnxn−1e−λx, x ≥ 0 .

Przez proste ró»niczkowanie mo»na si¦ przekona¢, »e ogon dystrybuanty roz-
kªadu Erlanga Erl(k + 1,1) wynosi

e−x(1 + x+
x2

2!
+ . . .+

xk

k!
) .

B¦dziemy tego faktu potrzebowa¢ poni»ej.
Poniewa» liczb¦ losow¡ o rozkªadzie wykªadniczym Exp(λ) generujemy

przez − log(rand)/λ, wi¦c X ∼ Erl(n, λ) mo»emy generowa¢ przez

− log(U1 · . . . · Un)/λ .

Nale»y zauwa»y¢, »e w przypadku du»ych n istnieje ryzyko wyst¡pienia bª¦du
zmiennnopozycyjnego niedomiaru przy obliczaniu iloczynu U1 · . . . · Un.

3.3 Poi(λ).

Teraz podamy algorytm na generowanie zmiennej X ∼ Poi(λ) o rozkªadzie
Poissona. Niech τ1, τ2, . . . b¦d¡ niezale»nymi zmiennymi losowymi o jedna-
kowym rozkªadzie Exp(1). Niech

N = #{i = 1, 2, . . . : τ1 + . . .+ τi ≤ λ}. (3.4)

Fakt 3.1 Mamy
N =d Poi(λ).

Dowód Zauwa»my, »e

{N ≤ k} = {
k+1∑
j=1

τj > λ}.



3. METODY AD HOC. 57

Poniewa»

IP(
k∑
j=1

τj > x) = e−x(1 + x+
x2

2!
+ . . .+

xk

k!
),

i pami¦taj¡c o konwencji
∑0

j=1 = 0, mamy wi¦c

IP(N = 0) = IP(N ≤ 0) = e−x,

oraz

IP(N = k) = IP({N ≤ k} ∩ {N ≤ k − 1}c)
= IP({N ≤ k})− IP({N ≤ k − 1})

=
λk

k!
e−λ.

�
Wzór (3.4) mo»na przepisa¢ nast¦puj¡co:

N =

{
0, τ1 > λ

max{i ≥ 1 : τ1 + . . .+ τi ≤ λ}, w przeciwnym razie.

Na tej podstawie mo»emy napisa¢ nast¦puj¡cy algorytm.

Algorytm DP

% Dane lambda. Otrzymujemy X o rozkªadzie Poi(lambda).

X=0;

S=-log(rand);

while (S<=lambda)

Y=-log(rand);

S=S+Y;

X=X+1;

end

Algorytm DP mo»ne jeszcze upro±ci¢ korzystaj¡c z nast¦puj¡cych rachun-
ków. Je±li τ1 ≤ λ co jest równowazne − logU1 ≤ λ co jest równowa»ne
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U1 ≥ exp(−λ), mamy

X = max{n ≥ 0 : τ1 + . . .+ τn ≤ λ}
= max{n ≥ 0 : (− logU1) + . . .+ (− logUn ≤ λ}

= max{n ≥ 0 : log
n∏
i=1

Ui ≥ −λ}

= max{n ≥ 0 :
n∏
i=1

Ui ≥ e−λ} .

Powy»ej przyjmujemy konwencj¦, »e je±li n = 0, to τ1 + . . .+ τn = 0.

3.4 Rozkªad chi-kwadrat

Je±li ξ ma rozkªad normalny N(0,1) to prosty argument pokazuje, ze ξ2 ma
rozkªad Gamma(1/2, 1/2). Jesli wi¦c zmienne ξ1, . . . , ξn s¡ niezale»ne o jed-
nakowym rozkªadzie N(0, 1) to

ξ2
1 + . . .+ ξ2

n (3.5)

ma rozkªad Gamma(n/2, 1/2). Taki rozkªad nosi nazw¦ chi kwadrat z n stop-
niami swobody, który jest jednym z fundamentalnych rozkªadów statystyki
matematycznej. Jak generowa¢ zmienne losowe o rozkªadzie N(0,1) b¦dziemy
si¦ uczy¢ dalej. W MATLABie generuje si¦ takie liczby losowe za pomoc¡
instrukcji

randn

4 Rozkªad jednostajny

B¦dziemy rozwa»ali wektor losowy X przyjmuj¡cy warto±ci w obszarze A ⊂
E, gdzie A jest podzbiorem IRd. Przezvol(D) oznaczamy miar¦ podzbioru
D. Na przykªad w przypadku d = 1 jest to dªugo±¢, itd. Zakªadamy, »e
vol(A) <∞. Mówimy, »e wektor losowy X ma rozkªad jednostajny U(A) w
obszarze A ⊂ IRn, je±li

IP(X ∈ D) =
vol(D)

vol(A)
.
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Nasz¡ podstawow¡ zmienn¡ jest U o rozkªadzie jednostajnym U(0,1) na od-
cinku (0, 1). Je±li wi¦c potrzebujemy zmiennej V ∼U(a, b) jednostajnej na
odcinku (a, b) to musimy przeksztaªci¢ zmienn¡ U liniowo:

V = (b− a)U + a .

Zostawiamy uzasadnienie tego faktu czytelnikowi. Aby generowa¢ rozkªad
jednostajny w dowolnym obszarze A, np. kuli lub elipsoidy, zrobimy nast¦-
puj¡c¡ obserwacj¦. Przypu±cy, »e A i B b¦d¡ pozdbiorami IRn dla których
istnieje obj¦to±¢ vol(B) =

∫
B
dx = |B| i vol(A) =

∫
A
dx oraz niech A ⊂ B.

Kluczem do napisania algorytmu na generowanie Y ∼U(A) jest nast¦puj¡ca
obserwacja. Jesli X ma rozkªad jednostajny U(B), to Yd = (X|X ∈ A) ma
rozkªad jednostajny U(A). Mianowicie trzeba skorzysta¢, »e dla D ⊂ A

IP(Y ∈ D) = IP(X ∈ D|X ∈ A) =
vol(D)/vol(B)

vol(A)/vol(B)
=

vol(D)

vol(A)
.

St¡d mamy nast¦puj¡cy algorytm na generowanie wektora losowego X =
(X1, . . . , Xn) o rozkªadzie jednostajnym U(A), gdzie A jest ograniczonym
podzbiorem IRn. Mianowicie taki zbiór A jest zawarty w pewnym prostok¡cie
B = [a1, b1] × . . . × [an, bn]. �atwo jest teraz wygenerowa¢ wektor losowy
(V1, . . . , Vn) o rozkªadzie jednostajnym U(B) poniewa» wtedy zmienne Vi s¡
niezale»ne o rozkªadzie odpowiednio U[ai, bi] (i = 1, . . . , n).

Algorytm U(A)

%na wyj±ciu X o rozkªadzie jednostajnym w A.

1. U=rand(1,n);

2. for i=1:n

V(i)=(b(i)-a(i))*U(i)+a(i)

end

3. je±li V=(V(1),...,V(n) nale»y do A to X:= V,

4. w przeciwnym razie id¹ do 1.

5 Metoda superpozycji

Jest to metoda bazuj¡ca na wyra»eniu rozkªadu poszukiwanej liczby losowej
X jako mieszanki rozkªadów. W przypadku gdy X ma g¦sto±¢ f(x) zakªa-



60 ROZDZIA� III. SYMULACJA ZMIENNYCH LOSOWYCH

damy, »e

f(x) =
n∑
j=1

pjgj(x) ,

gdzie gj(x) s¡ pewnymi g¦sto±ciami rozkªadów (n mo»e by¢ ∞). Przypu-
±¢my dalej, »e potra�my symulowa¢ zmienne losowe o tych g¦sto±ciach. Aby
wygenerowa¢ liczb¦ losow¡ z g¦sto±ci¡ f(x), losujemy najpierw J z funkcj¡
prawdopdobie«stwa (pj) i je±li J = j to losujemy liczb¦ losow¡ z g¦sto±ci¡
gj(x) i t¦ wielko±¢ przyjmujemy jako szukan¡ warto±¢ X. Metoda ta ma w
symulacji zastosowanie szersze ni» by si¦ wydawaªo. Bardzo wa»nym przy-
padkiem jest gdy

f(x) =
∞∑
j=0

pj(λ)gj(x) (5.6)

gdzie pn(γ) = λ
n!
e−λ jest rozkªadem Poissona a gn(x) jest g¦sto±cia gamma

Γ(αn, β).

Przykªad 5.1 [Niecentralny rozkªad chi-kwadrat] W statystyce, matema-
tyce �nansowej i innych teoriach pojawia si¦ rozkªad chi-kwadrat. Najbar-
dziej ogólna wersja niecentalnego rozkªadu chi-kwadrat z d stopniami swobody
i parametrem niecentralno±ci λ (tutaj zakªadamy jedynie d > 0 i λ > 0) ma
g¦sto±¢ postaci (5.6) z

pn =
(λ

2
)n

n!
e−λ/2, gn ∼ Γ(j +

1

2
,
1

2
).

W przypadku gdy d jest naturalne, jest to g¦sto±¢ rozkªadu X =
∑d

j=1(Zj +

aj)
2, gdzie λ =

∑d
j=1 a

2
j oraz Z1, . . . , Zd s¡ niezale»ne o jednakowym rozkªa-

dzie N (0, 1). Mo»na pokaza¢, »e

X =d Y +W, (5.7)

gdzie Y,W s¡ niezale»ne, Y ma rozkªad chi-kwadrat z d− 1 stopniami swo-
body oraz W =d (Z +

√
λ)2.

Przykªad 5.2 [Dagpunar [9]] W �zyce atomowej rozpatruje si¦ rozkªad z
g¦sto±ci¡

f(x) = C sinh((xc)1/2)e−bx, x ≥ 0
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gdzie

C =
2b3/2e−c/(4b)√

πc
.

Po rozwini¦ciu w szereg sinh((xc)1/2) mamy

f(x) = C
∞∑
j=0

(xc)(2j+1)/2e−bx

(2j + 1)!

= C

∞∑
j=0

Γ(j + 2
3
)cj+ 2

bj+
3
2 (2j + 1)!

bj+3/2xj+
1
2 e−bx

Γ(j + 2
3
)

=
∞∑
j=0

C
Γ(j + 2

3
)cj+

1
2

bj+
2
3 (2j + 1)!

gj(x) ,

gdzie gj(x) jest g¦sto±ci¡ rozkªadu Γ(j + 3
2
, b). Teraz korzystaj¡c z tego, »e

Γ(j +
3

2
) = (j − 1 +

3

2
)(j − 2 +

3

2
) . . . (1 +

3

2
)(

3

2
)Γ(

3

2
)

(patrz Abramowitz & Stegun [2] wzór 6.1.16) oraz tego, »e Γ(3
2
) = π

1
2/2

(tam»e, wzór 6.1.9) mamy

f(x) = C
∞∑
j=0

π1/2cj+
1
2

22j+1j!bj+
3
2

gj(x)

=
∞∑
j=0

( c
4b

)j
/j!e−c/(4b)gj(x) ,

czyli jest to mieszanka g¦sto±ci Γ(j + 3
2
, b), (pj) b¦d¡ce rozkªadem Poissona

z parametrem c/(4b). Teraz jeszcze warto zauwa»y¢, »e jesli Y jest liczb¡
losow¡ o rozkªadzie Gamma(j + 3

2
, 1

2
) to Y/(2b) liczb¡ losow¡ o szukany roz-

kªadzie Gamma(j + 3
2
, b). Zauwa»my na koniec, »e Gamma(j + 3

2
, 1

2
) jest

rozkªadem chi kwadrat z 2j + 1 stopniami swobody. Jak pokazali±my wcze-
±niej taki rozkªad prosto si¦ symuluje.

6 Metoda eliminacji

Podamy teraz pewn¡ ogóln¡ metod¦ na generowanie zmiennych losowych o
pewnych rozkªadach, zwan¡ metod¡ eliminacji. Czasami mówi sie o meto-
dzie akceptacji-eliminacji (ang. acceptance-elimination method). Metoda
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eliminacji pochodzi od von Neumanna. Zaczniemy od zaprezentowania jej
dyskretnej wersji. Przypu±¢my, ze chcemy generowa¢ zmienn¡ losow¡ X z
funkcj¡ prawdopdobie«stwa (pj, j ∈ E), gdzie E jest przestrzeni¡ warto±ci
X (na przykªad ZZ, ZZ+,ZZ

2, itd), podczas gdy znamy algorytm generowania
liczby losowej Y z funkcj¡ prawdopdobie«stwa (p

′
j, j ∈ E) oraz gdy istnieje

c > 0 dla którego
pj ≤ cp

′

j, j ∈ E.
Oczywi±cie takie c zawsze znajdziemy gdy E jest sko«czona, ale tak nie musi
by¢ gdy E jest przeliczalna; polecamy czytelnikowi poda¢ przykªad. Oczywi-
±cie c > 1, je±li funkcje prawdopodobie«stwa s¡ ró»ne (dlaczego ?). Generu-
jemy niezale»ne U ∼ U(0, 1) i Y z funkcj¡ prawdopodobie«stwa (p

′
j, j ∈ E) i

de�niujemy obszar akceptacji przez

A = {c U p
′

Y ≤ pY }.

Podstaw¡ naszego algorytmu b¦dzie nast¦puj¡cy fakt.

Fakt 6.1
IP(Y = j|A) = pj, j ∈ E

oraz IP(A) = 1/c

Dowód Bez straty ogólno±ci mo»emy zaªo»y¢, »e p
′
j > 0 dla dowolnego j ∈ E

(dlaczego ?). Je±li by dla jakiego± j mieliby±my p
′
j = 0, to wtedy równie»

pj = 0 i ten stan mo»na wyeliminowa¢. Dalej mamy

IP(Y = j|A) =
IP({Y = j} ∩ {cUp′Y ≤ pY })

IP(A)

=
IP(Y = j, U ≤ pj/(cp

′
j))

IP(A)

=
IP(Y = j)IP(U ≤ pj/(cp

′
j))

IP(A)

= p
′

j

pj/(cp
′
j)

IP(A)
= pj

c

IP(A)
.

Teraz musimy skorzysta¢ z tego, »e

1 =
∑
j∈E

IP(Y = j|A) =
1

cIP(A)
.
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�
Nast¦puj¡cy algorytm podaje przepis na generowanie liczby losowej X z

funkcj¡ prawdopdobie«stwa (pj, j ∈ E).

Algorytm RM-d

% dane f. prawd. (p(j)) i (p'(j))

1. generuj Y z funkcj¡ prawdopodobie«stwa (p'(j));

2. je±li c rand p'(Y)<= p(Y), to podstaw X:=Y;

3. w przeciwnym razie id¹ do 1.

Widzimy, »e liczba powtórze« L w p¦tli ma rozkªad obci¦ty geometryczny
TGeo(IP(A))=TGeo(1 − 1

c
); IP(L = k) = 1

c
(1 − 1

c
)k−1, k = 1, 2, . . .. Ocze-

kiwana liczba powtórze« wynosi c, a wi¦c nale»y d¡»y¢ aby c byªo jak naj-
mniejsze.

Podamy teraz wersj¦ ci¡gª¡ metody eliminacji. Przypu±¢my, ze chcemy
generowa¢ liczb¦ losow¡ X z g¦sto±ci¡ f(x) na E (mo»emy rozwa»a¢ E =
IR+, IR, IR

d, itd.), podczas gdy znamy algorytm generowania liczby losowej Y
o warto±ciach w E z g¦sto±ci¡ g(x). Niech c > 0 b¦dzie takie, »e

f(x) ≤ cg(x), x ∈ E.

Oczywi±cie c > 1, je±li g¦sto±ci s¡ ró»ne. Równie» bez straty ogólno±ci mo-
»emy przyj¡¢, »e je±li dla pewneog x ∈ E, g(x) = 0, to te» f(x) = 0. Niech
U ∼ U(0, 1) i de�niujemy obszar akceptacji przez

A = {cUg(Y ) ≤ f(Y )}.

Zakªadamy, »e U i Y s¡ niezale»ne. Podstaw¡ naszego algorytmu b¦dzie
nast¦puj¡cy fakt, który wysªowimy dla E ⊂ IRn.

Fakt 6.2

IP(Y ∈ B|A) =

∫
B

f(y) dy, dla B ⊂ E

oraz IP(A) = 1/c.
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Dowód �¡czny rozkªad wektora (U, Y ) ma g¦sto±¢ du×g(y) dy na [0, 1)×E.
Mamy

IP(Y ∈ B|A) =
IP(Y ∈ B, cUg(Y ) ≤ f(Y ))

IP(A)

=

∫
E

∫
[0,1)

1(y ∈ B, cug(y) ≤ f(y)) du g(y) dy

IP(A)

=

∫
B

(f(y)/(cg(y))) g(y) dy

IP(A)

=

∫
B

f(y) dy
1

cIP(A)
.

Podstawiaj¡c B = E widzimy, »e IP(A) = 1/c. Poniewa» równo±¢ jest dla
dowolnych B ⊂ E, wi¦c f jest szukan¡ g¦sto±ci¡, co ko«czy dowód. �

Nast¦puj¡cy algorytm podaje przepis na generowanie liczby losowej X z
g¦sto±ci¡ f(x).

Algorytm RM

%zadana g¦sto±¢ f(x)

1. generuj Y z g¦sto±ci¡ g(y);

2. je±li c* rand * g(Y)<= f(Y) to podstaw X:=Y

3. w przeciwnym razie id¹ do 1.

Przykªad 6.3 [Normalna zmienna losowa] Poka»emy, jak skorzysta¢ z me-
tody eliminacji aby wygenerowa¢ zmienn¡ losow¡ Z o rozkªadzie normalnym
N(0, 1). Najpierw wygenerujemy zmienn¡ losow¡ X z g¦sto±ci¡

f(x) =
2√
2π
e−

x2

2 , 0 < x <∞ . (6.8)

Taki rozkªad nosi nazw¦ poªówkowego normalnego (ang. half-normal distri-
bution). Jest to g¦sto±¢ zmiennej losowej Z, gdzie Z ma rozkªad standardowy
normalny. Zmienna losowa w tle Y ma rozklad wykªadniczy Exp(1) z g¦sto-
±ci¡ g(x) = e−x, x > 0. Nale»y znale¹¢ maksimum funkcji

f(x)

g(x)
=

2√
2π
ex−

x2

2 , 0 < x <∞ ,
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co si¦ sprowadza do szukania warto±ci dla której x− x2/2 jest najwi¦ksza w
obszarze x > 0. Maksimum jest osi¡gni¦te w punkcie 1 co poci¡ga

c = max
f(x)

g(x)
=

√
2e

π
≈ 1.32 .

Akceptacja jest przy U ≤ f(Y )/(cg(Y ). Zauwa»my, »e przy symulacjach
mo»emy wykorzysta¢

f(x)

cg(x)
= ex−x

2/2−1/2 = e−(x−1)2/2 .

Teraz aby wygenerowa¢ zmienn¡ losow¡ Z o rozkªadzie N (0, 1) musimy za-
uwa»y¢, »e nale»y wpierw wygenerowa¢ X z g¦sto±cia f(x) i nast¦pnie wy-
losowa¢ znak plus z prawdopodobie«stwem 1/2 i minus z prawdopodobie«-
stwem 1/2 (patrz Zadanie 9.17). To prowadzi do nast¦puj¡cego algorytmu
na generowanie liczby losowej o rozkªadzie N (0, 1).

Algorytm RM-N

% na wyj±ciu Z o rozkladzie N(0,1)

1. generuj Y=-\log rand;

2. je±li U<= exp(-(Y-1)^2/2) to podstaw X:=Y;

3. w przeciwnym razie id¹ do 1.

4. generuj I=2*floor(2*rand)-1;

5. Podstaw Z:=I*X;

Przykªad 6.4 [Rozkªad Gamma(α, λ); Madras [33]]

Przypadek α < 1 Bez straty ogólno±ci mo»na zaªo»y¢ λ = 1 (Dlaczego?
Jak otrzyma¢ z X z g¦sto±ci¡ f(x) o rozkªadzie Gamma(α, 1) zmienn¡ Y o
rozkªadzie Gamma(α, β)? Patrz Zadanie 9.17). Teraz za g(x) we¹miemy

g(x) =

{
Cxα−1, 0 < x < 1
Ce−x, x ≥ 1

Z warunku, »e
∫∞

0
g(x) dx = 1 wyznaczamy

C =
αe

α + e
.
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Je±li wi¦c poªo»ymy g1(x) = αxα−11(0 < x < 1) i g2(x) = ee−x1(x ≥ 1) to

g(x) = p1g1(x) + p2g2(x) ,

gdzie p1 = C/α oraz p2 = C/e. A wi¦c mo»emy symulowa¢ liczb¦ losow¡
Y z g¦sto±ci¡ g u»ywaj¡c metody superpozycji. Zostawiamy czytelnikowi
napisanie procedury generowania g1(x) oraz g2(x). Teraz nale»y zauwa»y¢,
»e istnieje c takie, »e

f(x) ≤ cg(x), x ∈ IR+,

co pozwala wykorzysta¢ metod¦ eliminacji do symulacji zmiennej X. Zosta-
wiamy czytelnikowi napisanie caªej procedury.

Przypadek α > 1. Oczywi±cie przypadek α = 1 jest nam dobrze znany,
poniewa» wtedy mamy do czynienia z liczb¡ losow¡ o rozkªadzie wykªadni-
czym. Je±li α > 1, to przyjmujemy g(x) = be−bx1(0 ≤ x < ∞) z λ < 1.
Oczywi±cie w tym przypadku

c = c(λ) = sup
x≥0

f(x)

g(x)
= sup

x≥0

1

bΓ(α)
xα−1e−(1−λ)x <∞ .

Staª¡ b powinno si¦ dobra¢ tak aby c(λ) byªo minimalne. Mo»na pokaza¢, »e

c = c(b) =
1

bΓ(α)

(α− 1)α−1

(1− b)α−1
e−(α−1).

7 Generowanie zmiennych gaussowskich

7.1 Metody ad hoc dla N(0,1).

Przedstawimy dwa warianty metody, zwanej Boxa-Mullera, na generowanie
pary niezale»nych zmiennych losowych Z1, Z2 o jednakowym rozkªadzie nor-
malnym N(0,1). Pomysª polega na wykorzystaniu wspóªrz¦dnych bieguno-
wych. Zacznijmy od udowodnienia lematu.

Lemat 7.1 Niech Z1, Z2 b¦d¡ niezale»nymi zmiennymi losowymi o jedna-
kowym rozkªadzie normalnym N(0,1). Niech (R,Θ) b¦dzie przedstawieniem
punktu (Z1, Z2) we wspóªrz¦dnych biegunowych. Wtedy R i Θ s¡ niezale»ne,
R ma g¦sto±c

f(x) = xe−x
2/21(x > 0) (7.9)

oraz Θ ma rozkªad jednostajny U(0, 2π).
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Dowód Oczywi±cie, (Z1, Z2) mo»na wyrazi¢ z (R,Θ) przez

Z1 = R cos Θ,

Z2 = R sin Θ

a wektor zmiennych losowych Z1, Z2 ma ª¡czn¡ g¦sto±¢ 1
2π

exp(−(x2
1 +x2

2)/2).
Skorzystamy z wzoru (XI.1.1). Przej±cie do wspóªrz¦dnych biegunowych ma
jakobian ∣∣∣∣ cos θ −r sin θ

sin θ r cos θ

∣∣∣∣ = r

a wi¦c (R,Θ) ma g¦sto±¢

f(R,Θ)(r, θ) =
1

2π
e−

r2

2 r drdθ, 0 < θ ≤ 2π, r > 0.

�
Zauwa»my, »e rozkªad zadany wzorem (7.9) nazywa si¦ rozkªadem Rale-

igha.

W nast¦puj¡cym lemacie poka»emy jak generowa¢ zmienne o rozkªadzie
Raleigha.

Lemat 7.2 Je±li R ma rozkªad Raleigha, to Y = R2 ma rozkªad wykªad-
niczy Exp(1/2). W konsekwencji, je±li U ma rozkªad jednostajny U(0,1), to
zmienna losowa (−2 logU)1/2 ma rozkªad Raleigha.

Dowód W tym celu zauwa»my, »e Y = R2 ma rozkªad wykªadniczy Exp(1/2)
bo

IP(R2 > x) = IP(R >
√
x)

=

∫ ∞
√
x

re−r
2/2 dr = e−x/2, x > 0.

Poniewa» (−2 logU) ma rozkªad wykªadniczy Exp(1/2), wi¦c jak wcze-
±niej zauwa»ylismy, pierwiastek z tej zmiennej losowej ma rozkªad Raleigha.

�

W rezultacie mamy nast¦puj¡cy fakt.
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Fakt 7.3 Niech U1 i U2 b¦d¡ niezale»nymi zmiennymi loswymi o jednakowym
rozkªadzie jednostanym U(0, 1). Niech

Z1 = (−2 logU1)1/2 cos(2πU2),

Z2 = (−2 logU1)1/2 sin(2πU2) .

Wtedy Z1, Z2 s¡ niezale»nymi zmiennymi losowymi o jednakowym rozkªadzie
normalnym N(0,1).

Algorytm BM

% na wyj±ciu niezalezne Z1, Z2 o rozkladzie N(0,1)

Generuj U1,U2

R<- -2*log U1

V <- 2*Pi*U2

Z1 <- sqrt(R)* cos V

Z2 <- sqrt(R)* sin V

zwrot Z1,Z2

Dowód Mamy Z1 = R cos Θ, Z2 = R sin Θ, gdzie R,Θ s¡ niezale»ne, R ma
rozkªad Raleigha a Θ jednostajny na (0, 2π]. Trzeba wygenerowa¢ zmienn¡

Θ o rozkªadzie jednostajnym na (0, 2π] (proste) oraz R z g¦sto±cia re−
r2

2 ,
r > 0 co wiemy jak robi¢ z lematu 7.2

Druga metoda jest mody�kacj¡ Box-Mullera i pochodzi od Marsaglia-
Breya. Opiera si¦ ona na nast¦puj¡cym fakcie.

Fakt 7.4 Niech

Y1 = {−2 log(V 2
1 + V 2

2 )}1/2 V1

(V 2
1 + V 2

2 )1/2
,

Y2 = {−2 log(V 2
1 + V 2

2 )}1/2 V2

(V 2
1 + V 2

2 )1/2
.

i V1, V2 s¡ niezale»nymi zmiennymi losowymi o jednakowym rozkªadzie jed-
nostajnym U(-1,1). Wtedy

(Z1, Z2) =d ((Y1, Y2)|V 2
1 + V 2

2 ≤ 1)

jest par¡ niezale»nych zmiennych losowych o jednakowym rozkªadzie normal-
nym N(0,1).
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Dowód powy»szego faktu wynika z nast¦puj¡cego lematu. NiechK b¦dzie
koªem o promieniu 1 i ±rodku w pocz¡tku ukªadu IR2.

Lemat 7.5 Je±li (W1,W2) ∼U(K), i (R,Θ) jest przedstawieniem punktu
(W1,W2) w wspóªrz¦dnych biegunowych, to R i Θ s¡ niezale»ne, R2 ma roz-
kªad jednostajny U(0,1) oraz Θ ma rozªad jednostajny U(0, 2π).

Dowód �¡¢zny rozkªad (W1,W2) ma g¦sto±¢

1

π
1((w1, w2) ∈ K) dw1 dw2.

Mamy
W1 = R cos Θ, W2 = R sin Θ .

Niech B = {t1 < θ ≤ t2, a < r ≤ b}. Wtedy

IP(t1 < Θ ≤ t2, a < R ≤ b) = IP((W1,W2) ∈ B)

=
1

π

∫
B

1((x, y) ∈ K) dx dy

=
1

π

∫ t2

t1

∫ b

a

r dr dθ

=
1

2π
(t2 − t1)× (b2 − a2)

= IP(t1 < Θ ≤ t2)IP(a < R ≤ b).

St¡d mamy, ze R i Θ s¡ niezale»ne, Θ o rozkªadzie jednostajnym U(0, 2π).
Ponadto IP(R ≤ x) = x21(0 ≤ x ≤ 1), czyli R2 ma rozkªad jednostajnym
U(0,1).

Algorytm MB

% na wyj±ciu niezalezne Z1, Z2 o rozkladzie N(0,1)

while (X>1)

generate U1,U2

U1 <- 2*U1-1, U2 <- 2*U2-1

X = U1^2+U2^2

end

Y <- sqrt((-2* log X)/X)

Z1 = U1*Y, Z2=U2*Y

return Z1,Z2
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7.2 Metoda ITM dla zmiennych normalnych
2 Aby generowa¢ standardowe zmienne normalne N (0, 1) metod¡ ITM mu-
simy umie¢ odwróci¢ dystrybuant¦ Φ(x). Niestety w typowych pakietach
nie ma zaszytej funkcji Φ−1(u) (tutaj mamy klasyczn¡ funkcj¦ odwrotn¡).
Istniej¡ rozmaite algorytmy obliczaj¡ce Φ−1(u). Jak wszystkie algorytmy
zaszyte w pakietach lub kalkulatorach podaj¡ przybli»one warto±ci z pew-
nym bª¦dem, który powinien by¢ podany. Zagadnieniem jest rozwi¡zanie
równania Φ(x) = u dla zadanego u ∈ (0, 1). Punktem wyj±cia mo»e by¢ stan-
dardowa metoda Newtona szukania zera funkcji x → Φ(x) − u. Zauwa»my
najpierw, »e poniewa»

Φ−1(1− u) = −Φ(u)

wi¦c wystarczy szuka¢ rozwi¡zania albo dla u ∈ [1/2, 1) lub (0, 1/2). Metoda
Newtona jest metod¡ iteracyjn¡ zadan¡ rekurencj¡

xn+1 = xn −
Φ(xn)− u
φ(xn)

= xn + (u− Φ(xn))e0.5x2n+c, (7.10)

gdzie c = log
√

2π. Sugeruje si¦ aby zacz¡¢ z punktu

x0 = ±
√
| − 1.6 log(1.0004− (1− 2u)2)|.

Powyzej znak zale»y od tego czy u ≥ 1/2 (plus) czy u < 1/2 (minus). Powy»-
sza procedura wymaga znajomo±ci funkcji Φ i oczywi±cie wykªadniczej. Po-
ni»ej przedstawiamy inny algorytm, tzw. algorytm Beasley'a-Zamana-Moro
(za ksi¡»k¡ Glassermana [16]).

function x=InvNorm(u)

a0=2.50662823884;

a1=-18.61500062529;

a2=41.39119773534;

a3=-25.44106049637;

b0=-8.47351093090;

b1=23.08336743743;

b2=-21.06224101826;

2Glasserman [16] str. 67.
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b3=3.13082909833;

c0=0.3374754822726147;

c1=0.9761690190917186;

c2=0.1607979714918209;

c3=0.0276438810333863;

c4=0.0038405729373609;

c5=0.0003951896511919;

c6=0.0000321767881768;

c7=0.0000002888167364;

c8=0.0000003960315187;

y<-u-0.5;

if |y|<0.42;

r <- y*y

x <- (((a3*r+a2)*r+a1)*r+a0)/((((b3*r+b2)*r+b1)*r+b0)+1)

else

r <- u

if (y>0) r <- 1-u

r <- log (-log)(r)

x <- c0+r*(c1+r*(c2+r*(c3+r*(c4+r*(c5+r*(c6+r*(c7+r*c8)))))))

if (y<0) x<- -x

return x

Aby to jeszcze polepszy¢ mozna zastosowa¢ do wyniku jeszcze jeden krok
wedªug rekurencji (7.10) wychodz¡c z otrzymanego x = Φ−1(u). Glasserman
[16] podaje, ze wtedy bª¡d nie przekracza 10−15.

7.3 Generowanie wektorów losowych N(m,Σ).

Wektor losowy X o rozkªadzie wielowymiarowym normalnym N(m,Σ) ma
±redni¡ m oraz macierz kowariancji Σ oraz dowolna kombinacja

∑n
j=1 ajXj

ma rozkªad normalny. Oczywi±cie gdy mówimy o n-wymiarowym wektorze
normalnym X, to m jest n wymiarowym wektorem, Σ jest macierz¡ n× n.
Przypomnijmy te», »e macierz kowariancji musi by¢ symetryczna i nieujemnie
okre±lona. W praktyce tego wykªadu b¦dziemy dodatkowo zakªada¢, »e ma-
cierz Σ jest niesingularna. Wtedy rozkªad X ∼ N(0,Σ) ma g¦sto±¢ zadan¡
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wzorem

f(x1, . . . , xn) =
1

(2π det(Σ))n/2
e−

∑n
j,k=1 cijxjxk

2 .

gdzie
C = (cjk)

n
j,k=1 = Σ−1

Przykªad 7.6 Dla n = 2 macierz kowariancji mo»na przedstawi¢ jako

Σ =

(
σ2

1 ρσ1σ2

ρσ1σ2 σ2
2

)
,

gdzie ρ = Corr(X1, X2), σ2
i = VarXi (i = 1, 2). Wtedy

C =
1

1− ρ2

(
1
σ2
1

− ρ
σ1σ2

− ρ
σ1σ2

1
σ2
2

)
.

Aby wygenerowa¢ taki dwuwymiarowy wektor normalny X ∼N(0, 1), niech

Y1 = σ1(
√

1− |ρ|Z1 +
√
|ρ|Z3), Y2 = σ2(

√
1− |ρ|Z2 + sign(ρ)

√
|ρ|Z3) ,

gdzie Z1, Z2, Z3 s¡ niezale»nymi zmiennymi losowymi o rozkªadzie N(0, 1).
Teraz dostaniemy szukany wektor losowy (X1, X2) = (Y1 + m1, Y2 + m2).
To »e (Y1, Y2) ma dwuwymiarowy rozkªad normalny jest oczywiste. Nale»y
pokaza¢, »e macierz kowariancji tego wektora jest taka jak trzeba.

Dla dowolnego n, je±li nie ma odpowiedniej struktury macierzy kowarian-
cji Σ pozwalaj¡cej na znalezienie metody ad hoc polecana jest nastepuj¡ca
metoda generowania wektora losowego N(m,Σ). Wektroy poni»ej s¡ wekto-
rami kolumnowymi. Niech X = (X1, . . . , Xn)T oraz macierz A b¦dzie taka,
»e

Σ = AAT . (7.11)

Macierz A mo»emy nazywa¢ pierwiastkiem z macierzy Σ. Ka»da macierz
kowariancji jest symetryczn¡ macierz¡ nieujemnie okre±lon¡, a wiadomo, »e
dla takich macierzy istnieje pierwiastek.

Fakt 7.7 Je±li Z = (Z1, . . . , Zn) s¡ niezale»nymi zmiennymi losowymi o
jednakowym rozkªadzie normalnym N(0, 1) to

X = AZ +m

ma rozkªad N(m,Σ).
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Aby obliczy¢ `pierwiastek� A z macierzy kowariancji Σ mo»na skorzysta¢ z
gotowych metod numerycznych. Na przykªad w MATLAB-ie jest instrukcja
chol(Σ), która u»ywa metody faktoryzacji Choleskiego. W wyniku otrzy-
mujemy macierz górnotrójk¡tn¡. Zauwa»my, »e je±li Σ jest nieosobliwa, to
istnieje jedyna A dla której faktoryzacja (7.11) zachodzi i na przek¡tnej ma-
cierz A ma dodatnie elementy. W przypadku gdy Σ jest singularna to taki
rozkªad nie jest jednoznaczny.

Proponujemy nast¦puj¡cy eksperyment w MATLABIE.

>> Sigma=[1,1,1;1,4,1;1,1,8]

Sigma =

1 1 1

1 4 1

1 1 8

>> A=chol(Sigma)

A =

1.0000 1.0000 1.0000

0 1.7321 0

0 0 2.6458

>> A'*A

ans =

1.0000 1.0000 1.0000

1.0000 4.0000 1.0000

1.0000 1.0000 8.0000

8 Przykªadowe symulacje

W dwóch wykresach na rys. 8.2 i 8.3 podajemy wyniki Sn/n, n = 1, . . . , 5000
dla odpowiednio rozkªad wykªadniczego Exp(1) i Pareto ze ±redni¡ 1. Zmienne
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Pareto Par(1.2) s¡ w tym celu pomno»one przez 0.2. Warto zwróci¢ uwag¦ na
te symulacje. Wida¢, »e dla zmiennych Pareto zbie»no±¢ jest dramatycznie
wolniejsza. Jest to efekt ci¦zko-ogonowo±ci.

Na rys. 8.4 podane sa wyniki symulacji, kolejno 5000 replikacji roz-
kªadu normalnego N(1,1), 5000 replikacji rozkªadu wykªadniczego Exp(1),
oraz 5000 replikacji rozkªadu Pareto(1.2) przemno»onego przez 0.2. Pole-
camy zwróci¢ uwag¦ na charakter poszczególnych fragmentów na rys. 8.4.
Chocia» wszystkie zmienne maj¡ ±redni¡ 1, to w pierwszym fragmencie (dla
zmiennych o rozkªadzie normalnym) zmienne s¡ maªo rozrzucone, w drugiej
cz¦±ci troch¦ bardziej, natomiast du»y rozrzut mo»na zaobserwowa¢ w cz¦±ci
ostatniej (tj. dla zmiennych Pareto). Jest to spowodowane coraz ci¦»szym
ogonem rozkªadu. Do symulacji zmiennych losowych o rozkªadzie normal-
nym N(0,1) u»yto MATLABowskiej komendy randn. Aby uzyska¢ zmienne
N(1,1) trzeba wzi¡¢ randn+1.

Dla ilustracji na rysunkach 8.5, 8.6 i 8.7 podane s¡ przykªadowe symu-
lacje dwuwymiarowego wektora normalnego z zerowym wektorem ±redniej,
Var (X1) = 3, Var (X2) = 1 i wspóªczyniku korelacji ρ = 0.1, 0.6, 0.9.3

8.1 Uwagi bibliogra�czne

Na temat generowania zmiennych losowych o zadanych rozkªadach istnieje
obszerna literatura ksi¡»kowa: patrz e.g. elementarny podr¦cznik Rossa [40],
fundamentalna monogra�a Asmussena i Glynna [4], obszerna monogra�a Fi-
shmana [14], [9], bardzo ciekawy niedu»y podr¦cznik Madrasa [33].

3skrypt: normalnyRho.m
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Rysunek 1.1: Rys 2-1
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Rysunek 8.2: Rozkªad wykladniczy Exp(1), 5000 replikacji
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Rysunek 8.3: Rozkªad Pareto(1.2), 5000 replikacji
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Rysunek 8.4: Rozkªad N(1,1) (5000 repl.), Exp(1) (5000 repl.), Pareto(1.2),
(5000 repl.)
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Rysunek 8.5: Wektor normalny, ρ = 0.1, σ2
1 = 3, σ2

1 = 1, 400 replikacji
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Rysunek 8.6: Wektor normalny, ρ = 0.6, σ2
2 = 3, σ2

1 = 1, 400 replikacji
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Rysunek 8.7: Wektor normalny, ρ = 0.9, σ2
1 = 3, σ2

2 = 1, 400 replikacji
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9 Zadania

4

Zadania teoretyczne

9.1 Niech X ma dystrybuant¦ F i chcemy wygenerowa¢ zmienna losow¡ o
warunkowym rozkªadzie X|X ∈ (a, b) gdzie IP(X ∈ (a, b)) > 0. Niech

V = F (a) + (F (b)− F (a))U.

Jaki rozkªad ma V . Pokaza¢, »e Y = F−←(V ) ma »¡dan¡ warunkow¡
dystrybuant¦ G, gdzie

G(x) =


0 x < a,

F (x)−F (a)
F (b)−F (a)

, a ≤ x < b,

1 x ≥ b

9.2 Poda¢ procedur¦ generowania liczb losowych o rozkªadzie trójk¡tnym
Tri(a,b), z g¦sto±ci¡

f(x) =

{
c(x− a), a < x < (a+ b)/2,
c((b− x), (a+ b)/2 < x < b,

gdzie staªa normujaca c = 4/(b−a)2. Wsk. Rozwa»y¢ najpierw g¦sto±¢
U1 + U2.

9.3 Pokaza¢, »e
X = log(U/(1− U))

ma rozkªad logistyczny o dystrybuancie F (x) = 1/(1 + e−x).

9.4 Poda¢ dwie procedury na generowanie liczby losowej z g¦sto±ci¡ postaci

f(x) =
N∑
j=1

ajx
j, 0 ≤ x ≤ 1,

gdzie aj > 0. Wsk. Obliczy¢ g¦sto±¢ max(U1, . . . , Un) i nast¦pnie u»y¢
metody superpozycji. Jaki warunek musz¡ speªnia¢ (ai)?

4Poprawiane 1.12.2017
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9.5 Poda¢ procedur¦ generowania zmiennej losowej X z g¦sto±ci¡ f(x) =
n(1− x)n−1.

9.6 Poda¢ dwie procedury generowania liczby losowej o rozkªadzie Cau-
chego.

9.7 Niech F jest dystrybuant¡ rozkªadu Weibulla W(α, c),

F (x) =

{
0 x < 0

1− exp(−cxα), x ≥ 0 .

Zakªadamy c > 0, α > 0. Pokaza¢, »e

X =

(
− logU

c

)1/α

ma rozkªad W(α, c).

9.8 Pokaza¢, »e X = tan(π(U − 1/2)) ma rozkªad Cauchego, tj o g¦sto±ci

f(x) =
1

π

1

1 + x2
.

9.9 Rozkªad Gumbela z parametrami µ ∈ IR i σ > 0 ma dystrubuant¦

F (x;µ, σ) = exp(e−
x−µ
σ ), x ∈ IR.

Pokaza¢, »e zmienna X = − log(− logU) ma rozkªad Gumbela z pa-
rametrami µ = 0 is σ = 1. Jak z X uzyska¢ rozkªad Gumbela z
dowolnymi parametrami µ, σ.

9.10 Poda¢ przykªad pokazuj¡cy, »e c w metodzie eliminacji (zarówno dla
przypadku dyskretnego jak i ci¡gªego) nie musi istnie¢ sko«czone.

9.11 a) Udowodni¢, »e IP(bU−1c = i) = 1
i(i+1)

, dla i = 1, 2, . . ..
b) Poda¢ algorytm i obliczy¢ prawdopodobie«stwo akceptacji na wy-
generowanie metod¡ eliminacji dyskretnej liczby losowej X z funkcj¡
prawdopodobie«stwa {pk, k = 1, 2, . . .}, gdzie

pk =
6

π2

1

k2
, k = 1, 2, . . . .

c) Poda¢ algorytm i obliczy¢ prawdopodobie«stwo akceptacji na wy-
generowanie metod¡ eliminacji dyskretnej liczby losowej X z funkcj¡
prawdopodobie«stwa {pk, k = 1, 2, . . .}, gdzie pk = 90

π4
1
n4 .
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9.12 Podaj metod¦ generowania liczby losowej z g¦sto±ci¡:

f(x) =

{
e2x, −∞ < x < 0
e−2x, 0 ≥ x <∞

Taki rozkªad nazywa si¦ podwójny wykªadniczy.

9.13 W przykªadzie 6.4, przypadek α > 1, dobra¢ optymalne b tak aby
c = c(b) byªo minimalne.

9.14 Rozkªad beta Beta(α, β) ma g¦sto±¢

f(x) =
xα−1(1− x)β−1

B(α, β)
, 0 < x < 1.

gdzie beta funkcja jest zde�niowana przez

B(α, β) =

∫ 1

0

xα−1(1− x)β−1 dx .

Przy zaªo»eniu α, β > 1 poda¢ algorytm wraz z usadnieniem gene-
rowania liczb losowych Beta(α, β) metod¡ eliminacji. Wsk. Przyj¡¢
g(x) = 1(0 < x < 1).

9.15 G¦sto±¢ rozkªadu zadana jest wzorem

f(x) = Cxe−x
4

, x ≥ 0,

gdzie C = 4/
√
π. Poda¢ dwie procedury generowania zmiennych loso-

wych z g¦sto±ci¡ f .

9.16 G¦sto±¢ dwuwymiarowego wektora losowego Y = (Y1, Y2) jest dana

f(x1, x2) = ce−|x|
4

= ce−(x21+x22)2 , x ∈ IR2,

gdzie c jest znan¡ staªa normuj¡c¡. Zaproponowa¢ algorytm na su-
mulacj¦ wektora losowego Y . (Wsk. Przedyskutowa¢ dwie metody:
eliminacji oraz przej±cie do wspóªrz¦dnych biegunowych oraz zastano-
wi¢ si¦ któr¡ lepiej u»ywa¢).

9.17 a) Niech η b¦dzie zmienn¡ losow¡ niezale»n¡ od X, IP(η = −1) =
IP(η = −1) = 1/2, oraz X ma rozkªad z g¦sto±ci¡ dan¡ w (6.8). Poka-
za¢, »e ηX ma rozkªad standardowy normalny N(0,1).
b) Pokaza¢, »e je±li X ma rozkªad Gamma(α,1) to X/β ma rozkªad
Gamma(α,β).
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9.18 Poda¢ dwa algorytmy na generowanie punktu losowego o rozkªadzie
U(B), gdzie B = {x ∈ IR2 : |x| ≤ 1}. Wsk. Do jednego z algorytmów
wykorzysta¢ lemat 7.5.

9.19 Niech (X, Y ) b¦dzie wektorem losowym z g¦sto±ci¡ f(x, y) i niech B ⊂
IR2 b¦dzi¦ obszarem takim, »e∫

B

f(x, y) dx dy <∞.

Pokaza¢, »e X|(X, Y ) ∈ B ma g¦sto±¢∫
y:(x,y)∈B f(x, y) dy∫
B
f(x, y) dx dy

.

9.20 [Marsaglia [34]] Niech J ma funkcj¦ prawdopodobie«stwa (pm)∞m=0 z
pm = 1/(cem+1) i c = 1/(e − 1). Niech I ma funkcj¦ prawdopodo-
bie«stwa (qn)∞n=1, gdzie qn = c/n!. Zakªadamy, »e I, J oraz U1, . . . s¡
niezale»ne. Pokaza¢, »e X = J + min(U1, . . . , UI) ma rozkªad wykªad-
niczy Exp(1). Powy»sza wªasno±¢ rozkªadu wykªadniczego daje mo»-
liwo±¢ napisania algorytmu na generowanie wykªadniczych zmiennych
losowych bez u»ycia kosztownej funkcji log. Zastanowi¢ si¦ jak mo»na
szybko generowa¢ liczby losowe I, J . Wsk. Zauwa»y¢, »e I ma rozkªad
Poissona Poi(e) przesuni¦ty o 1, natomiast J ma rozkªad geometryczny
Geo(e−1). Wsk. Zauwa»y¢, »e J ∼Geo(e−1) oraz ck+1 = 1/(k + 1) 5

9.21 Uzasadni¢ dwie metody generowania rozkªadu wielomianowego M(n,a).
Pierwsza metoda jest uogólnieniem metody ad hoc dla rozkªady dwu-
mianowego (patrz podrozdziaª 3). Polega na generowaniu niezale»nych
wektorów losowych przyjmuj¡cych warto±ci (0, . . . , 1, . . . 0) (jedynka
na i-tym miejscu) z prawdopodobie«stwem ai i nast¦pnie zsumowanie
liczby jedynek na ka»dej koordynacie. Natomiast druga metoda wy-
korzystuje unikaln¡ wªasno±¢ rozkªadu wielomianowego wektora X =
(X1, . . . , Xd): rozkªad Xj+1 pod warunkiem X1 = k1, . . . , Xj = kj) jest
dwumianowy B(n− k1− . . .− kj, aj+1/(a1 + . . .+ aj)) i X1 ma rozkªad
B(n, a1).

5A jak szybko generowa¢ liczby losowe I, J?



9. ZADANIA 83

9.22 a) Pokaza¢, »e je±li Z1, . . . , Zn s¡ niezale»nymi zmiennymi o rozkªadzie
normalnym N(0,1) i ||Z|| =

∑n
j=1 Z

2
j , to punktX = (Z1/||Z||, . . . , Z2/||Z||)

ma rozkªad jednostajny na sferze Sn−1 = {x = (x1, . . . , xn) :
∑n

j=1 x
2
j =

1.
b) Je±li ponadto punkt ze sfery X z punktu a) przemno»ymy przez
U1/n, gdzie U i X s¡ niezale»ne, to otrzymamy punkt losowy z kuli
Bn = {x :

∑n
j=1 x

2
j ≤ 1}.

9.23 6 Niech X ∈ IRn b¦dzie wektorem losowym i Y ∈ IR b¦dzie zmienn¡
losow¡.
(i) Je±li X ma g¦sto±¢ g(x) oraz dla c > 1, zmienna (Y |X = x)
ma rozkªad U(0, cg(x)), to wektor losowy (X, Y ) ∈ IRn+1 ma rozkªad
U(A), gdzie

A = {(x, y) : x ∈ IRn, y ∈ IR, 0 < y < cg(x)} .

(ii) Je±li (n+ 1) wymiarowy wektor losowy

(X, Y )

ma rozkªad U(B), gdzie

B = {(x, y) : x ∈ IRn, y ∈ IR, 0 < y < f(x)},

to X ma g¦sto±¢ f(x).
(iii) Zastanowi¢ si¦, jak z (i) (ii) oraz rezultatu z sekcji 4 mo»na udo-
wodni¢ fakt 6.2.

Zadania laboratoryjne

9.24 Poda¢ wraz z uzasadnieniem jak generowa¢ liczb¦ losow¡ X o rozkªa-
dzie U[a,b]. Napisa¢ MATLABowska funkcj¦ Unif(a,b) na generowanie
liczby losowej X.

6wg. Bernard D. Flury, Acceptance-rejection sampling made easy. SIAM Review, vol
32, 474�476, 1990.
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9.25 W literaturze aktuarialnej rozwa»a si¦ rozkªad Makehama przyszªego
czasu »ycia Tx dla x-latka z ogonem rozkªadu

IP(Tx > t) = e−At−m(ct+x−cx).

Napisa¢ procedur¦ Makeham(A,m,c,x) generowania liczb losowych o
takim rozkªadzie. Przyj¡¢ A = 5 · 10−4, m = 7.5858 · 10−5 oraz c =
log 1.09144(tzw. G82). Wsk. Zinterpretowa¢ probabilistycznie jaka
operacja prowadzi do faktoryzacji e−At−m(ct+x−cx) = e−Ate−m(ct+x−cx).
Zastanowi¢ si¦ czy rozkªad z ogonem dystrybuanty e−m(ct+x−cx) mo»na
przedstawi¢ jako warunkowy.

9.26 Napisa¢ procedure Poi(lambda) generowania liczb losowych o rozkªa-
dzie Poi(λ). Uzasadni¢ jej poprawno±¢.

9.27 Napisac funkcj¦ Gamma(a,b) na generowanie liczby losowej o rozkªa-
dzie Gamma(a, b). Wsk. Algorytm musi si¦ skªada¢ z dwóch cz¦±¢i:
a < 1 oraz a ≥ 1.

9.28 Przeprowadzi¢ nast¦puj¡cy eksperyment z MATLABowskimi genera-
torami. Obliczy¢ obj¦to±c kuli k = 30 wymiarowej o promieniu 1 i
porówn¡c z wynikiem teoretycznym na obj¦to±c takiej kuli:

Vk =
2

k

πk/2

Γ(k/2)
.

W zadaniu nale»y przeprowadzi¢ symulacje punktu z (0, 1)k i nast¦pnie
sprawdzi¢ czy le»y on w kuli. Zastanowi¢ si¦ ile nale»y wzi¡¢ replikacji.

9.29 Porówna¢ dwie procedury generowania rozkªadu normalnego N(0,1) z
podsekcji 7.1. Porówna¢ szybko±¢ tych procedur mierz¡c czas wykona-
nia 100 000 replikacji dla ka»dej z nich.

9.30 Korzystaj¡c z zadania 9.21 porówna¢ dwie procedury generowania roz-
kªadu wielomianowego. Do generowania rozkªadu dwumianowego wy-
korzysta¢ procedur¦ ITR. Przeprowadzi¢ eksperyment z n = 10 i a1 =
0.55, a2 = . . . = a10 = 0.05. Porówna¢ szybko±¢ tych procedur mierz¡c
wykonanie 100 000 replikacji dla ka»dej z nich.
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9.31 Napisa¢ procedur¦ generowania liczb losowych z g¦sto±ci¡

f(x) = pe−x +
(1− p)

0.2

(
1

1 + (x/0.2)

)1.2

.

Zrobi¢ wykªadniczy i paretowski wykres kwantylowy dla 300 zmiennych
losowych wygenerowanych z p = 0.05 i p = 0.95.
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Projekt

9.32 Napisa¢ procedur¦ MATLAB-owsk¡ generowania liczby losowej N(0,1)
(tablicy liczb losowych N(0,1))
(i) metod¡ eliminacji (randnrej),
(ii) 1-sz¡ metod¡ Boxa-Mullera (randnbm�rst),
(iii) 2-g¡ metod¡ Boxa-Mullera (randnbmsec). Przeprowadzi¢ test z po-
miarem czasu 100 000 replikacji dla ka»dej z tych metod oraz MATLAB-
owskiej randn. U»y¢ instrukcji TIC i TOC. Ka»dy eksperyment zacz¡¢
od rand('state',0). Sporz¡dzi¢ raport z eksperymentów. Zrobi¢ wy-
kresy kwantylowe dla ka»dej z procedur z 1000 replikacji.

9.33 U»ywaj¡c rozwa»ania z ¢wiczenia 9.20 napisa¢ algorytm na generowanie
liczb losowych o rozkªadzie wykªadniczym Exp(1). Zastanowi¢ si¦ jak
optymalnie generowa¢ liczby losowe I, J z zadania 9.20.



Rozdziaª IV

Analiza wyników; niezale»ne

replikacje

1 Przypu±¢my, »e chcemy obliczy¢ warto±¢ I o której wiemy, »e mo»na przed-
stawi¢ w postaci

I = IEY

dla pewnej zmiennej losowej Y , takiej, »e IEY 2 < ∞. Ponadto umiemy
równie» generowa¢ zmienn¡ losow¡ Y . Zauwa»my, »e dla zadanego I istnieje
wiele zmiennych losowych, dla których I = IEY . Celem tego rozdziaªu b¦dzie
zrozumienie, jak najlepiej dobiera¢ Y do konkretnego problemu. Przy oka-
zji zobaczymy jak dobiera¢ liczb¦ replikacji potrzebn¡ do zagwarantowania
»¡danej dokªadno±ci.

1 Przypadek estymacji nieobci¡zonej

Przypu±¢my, »e chcemy obliczy¢ warto±¢ I o której wiemy, »e mo»na przed-
stawi¢ w postaci

I = IEY

dla pewnej liczby losowej Y , takiej, »e IEY 2 < ∞. W tym podrozdziale
b¦dziemy przyjmowa¢, »e Y1, . . . , Yn b¦d¡ niezale»nymi replikacjami liczby
losowej Y i b¦dziemy rozwa»a¢ estymatory szukanej wielko±ci I postaci

Ŷn =
1

n

n∑
j=1

Yj.

1Poprawiane 17.1.2018

87
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Korzystaj¡c z elementarnych faktów teorii prawdopodobie«stwa, mo»emy za-
uwa»y¢, »e estymator În jest nieobci¡»ony t.j.

IE Ŷn = I ,

oraz mocno zgodny to znaczy z prawdopodobie«stwem 1 zachodzi zbie»no±¢
dla n→∞

Ŷn → I,

Mocna zgodno±¢ poci¡ga za sob¡ wa»n¡ dla nas sªab¡ zgodno±¢, to znaczy,
»e dla ka»dego b > 0 mamy

IP(|Ŷn − I| ≥ b)→ 0.

Zauwa»my ponadto, »e warunek |Ŷn − Y | ≤ b oznacza, »e bª¡d bezwzgl¦dny
nie przekracza b. St¡d widzimy, »e dla ka»dego b i liczby 0 < α < 1 istnieje
n0 (nas interesuje najmniejsze naturalne) takie, »e

IP(Ŷn − b < I ≤ Ŷn + b) < 1− α, n ≥ n0. (1.1)

A wi¦c z prawdopodobie«stwem wi¦kszym ni» 1−α szukana wielko±¢ I nale»y
do przedziaªu losowego [Ŷn − b, Ŷn + b] i dlatego α nazywa si¦ poziomem
istotno±ci lub poziomem ufno±ci. Równowa»nie mo»emy pyta¢ si¦ o bª¡d b
dla zadanej liczby replikacji n oraz poziomu ufno±ci α, lub przy zadanym n i b
wyznaczy¢ poziom ufno±ci α. Zgrubn¡ odpowied¹ dostaniemy z nierówno±ci
Czebyszewa.

Uwaga Niech bn b¦dzie zadanym bª¦dem przy n replikacjach. Wtedy z
nierówno±ci Czebyszewa mo»na oszacowa¢ z góry prawdopdobie«stwa prze-
kroczenia zadanego bª¦deu bn:

IP(|Ŷn − I| ≥ bn) ≤ Var Ŷn
b2
n

Je±li wi¦c chcemy aby bª¡d byª na poziomie α, to

α =
Var Ŷn
b2
n

=
σ2
Y

nb2
n

i st¡d rozwi¡zuj¡c równanie mamy

bn =
σY /α

1/2

n1/2

czyli bn = O(n−1/2).
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Wyprowadzimy teraz bardziej dokªadny ni» (1.1) wzór na zwi¡zek pomi¦-
dzy n, b, α. Poniewa» w metodach Monte Carlo n jest zwykle du»e, mo»emy
skorzysta¢ z centralnego twierdzenia granicznego (CTG), które mówi, »e je±li
tylko Y1, . . . , Yn s¡ niezale»ne i o jednakowym rozkªadzie oraz σ2

Y = VarYj <
∞, to dla n→∞

IP

(
n∑
j=1

Yj − I
σY
√
n
≤ x

)
→ Φ(x) , (1.2)

gdzie σY =
√

VarY1 oraz Φ(x) jest dystrybuant¡ standardowego rozkªadu
normalnego. Niech z1−α/2 b¦dzie α/2�kwantylem rozkªadu normalnego tj.

z1−α/2 = Φ−1(1− α

2
).

St¡d mamy, »e

lim
n→∞

IP(−z1−α/2 <
n∑
j=1

Yj − I
σY
√
n
≤ z1−α/2) = 1− α.

A wi¦c, pami¦taj¡c, »e I = IEY1,

IP(−z1−α/2 <
n∑
j=1

Yj − I
σY
√
n
≤ z1−α/2) ≈ 1− α .

Przeksztaªcaj¡c otrzymujemy równowa»n¡ posta¢

IP(Ŷn − z1−α/2
σY√
n
≤ I ≤ Ŷn + z1−α/2

σY√
n

) ≈ 1− α ,

sk¡d mamy fundamentalny zwi¡zek wi¡»¡cy n, α, σ2
Y :

b = z1−α/2
σY√
n
. (1.3)

Uwaga Zauwa»my, »e CTG (1.2) mo»na wyrazi¢ nast¦puj¡co:
√
nŶn →d N(0, σ2

Y ).

Je±li nie znamy σ2
Y , a to jest raczej typowa sytuacja, to mo»emy zast¡pi¢

t¦ warto±¢ przez wariancj¦ próbkow¡

Ŝ2
n =

1

n− 1

n∑
j=1

(Yi − Ŷn)2,
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poniewa» z teorii prawdopodobie«stwa wiemy, »e jest równie» prawd¡

IP

(
n∑
j=1

Yj − I
Ŝn
√
n
≤ x

)
→ Φ(x) . (1.4)

Estymator Ŝ2
n jest nieobci¡»ony, tj. IE Ŝ2

n = σ2
Y oraz zgodny. Przeksztaªcaj¡c

(1.4)

IP(−z1−α/2 <

n∑
j=1

Yj − I
Ŝn
√
n
≤ z1−α/2) ≈ 1− α ,

i po dalszych manipulacjach otrzymujemy równowa»n¡ posta¢

IP(Ŷn − z1−α/2
Ŝn√
n
≤ I ≤ Ŷn + z1−α/2

Ŝn√
n

) ≈ 1− α .

St¡d mo»emy napisa¢ inn¡ wersj¦ fundamentalnego zwi¡zku

b = z1−α/2
Ŝn√
n

W teorii Monte Carlo przyj¦ªo rozwa»a¢ si¦ α = 0.05, i z tablic mo»emy
odczyta¢, »e z1−0.025 = 1.96 i tak b¦dziemy robi¢ w dalszej cz¦±ci wykªadu.
Jednak»e zauwa»my, »e istnieje mozliwo±¢ wnioskowania na poziomie ufno-
±ci, na przykªad, 99%. Wtedy odpowiadaj¡ca z1−0.005 = 2.58. Polecamy czy-
telnikowi obliczenie odpowiednich kwantyli dla innych poziomów istotno±ci
wykorzystaj¡c tablic¦ rozkªadu normalnego. A wi¦c na poziomie istotno±ci
0.05 fundamentalny zwi¡zek jest

b =
1.96σY√

n
. (1.5)

A wi¦c aby osi¡gn¡¢ dokªadno±¢ b nale»y przeprowadzi¢ liczb¦ n = 1.962σ2
Y /b

2

prób.
Jak ju» wspomnieli±my, niestety w praktyce niedysponujemy znajomo-

±ci¡ σ2
Y . Estymujemy wi¦c σ2

Y estymatorem Ŝ2
n. Aby oszacowa¢ niezb¦dn¡

liczb¦ prób do osi¡gniecia zadanej dokªadno±ci, mo»na to zrobi¢ najpierw
pilota»ow¡ symulacj¡ przy u»yciu m replikacji w celu wyestymowania Ŝ2

m, a
dopiero po oszacowaniu potrzebnego n z wzoru (1.5) przeprowadzi¢ wªa±ciwe
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obliczenia z n replikacjami w celu obliczenie I. Wtedy zapisujemy wynik
symulacji w postaci przedziaªu ufno±ci

(Ŷn −
z1−α/2Ŝn√

n
, Ŷn +

z1−α/2Ŝn√
n

)

lub w formie (Ŷn ±
z1−α/2Ŝn√

n
).

W MATLABie sredni¡ i odchylenie standardowe liczymy za pomoc¡ in-
strukcji mean(X) oraz std(X), gdzie X jest wektorem. Je±li potrzebujemy
liczy¢ odchylenie standardowe samemu to przydatne s¡ nast¦puj¡ce wzory
rekurencyjne Podamy teraz wzór rekurencyjny na obliczanie Ŷn oraz Ŝ2

n.

Algorytm

Ŷn =
n− 1

n
Ŷn−1 +

1

n
Yn

i

Ŝ2
n =

n− 2

n− 1
Ŝ2
n−1 +

1

n
(Yn − Ŷn−1)2

dla n = 2, 3, . . . i
Ŷ1 = Y1 Ŝ2

1 = 0 .

Przykªad 1.1 [Asmussen & Glynn [4]] Przypu±¢my, »e chcemy obliczy¢ I =
π = 3.1415 . . . metod¡ Monte Carlo. Niech Y = 41(U2

1 + U2
2 ≤ 1), gdzie

U1, U2 s¡ niezale»nymi jednostajnymi U(0,1). Wtedy 1(U2
1 + U2

2 ≤ 1) jest
zmienn¡ Bernoulliego z ±redni¡ π/4 oraz wariancj¡ π/4(1− π/4). Tak wi¦c

IEY = π

oraz wariancja Y równa si¦

VarY = 16π/4(1− π/4) = 2.6968.

Aby wi¦c, przy zadanym standardowym poziomie istotno±ci, dosta¢ jedn¡
cyfr¦ wiod¡c¡, tj. 3 nale»y zrobi¢ n ≈ 1.962 ·2.7/0.52 ≈ 42 replikacji, podczas
gdy aby dosta¢ drug¡ cyfr¦ wiod¡ca to musimy zrobi¢ n ≈ 1.962 ·2.7/0.052 ≈
4130 replikacji, itd.

Wyobra¹my sobie, »e chcemy porówna¢ kilka eksperymentów. Poprzednio
nie brali±my pod uwag¦ czasu potrzebnego na wygenerowanie jednej replikacji
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Yj. Przyjmijmy, »e czas mo»na zdyskretyzowa¢ ( n = 1, 2, . . .), i »e dany jest
ª¡czny czas m (zwany bud»etem) którym dysponujemy dla wykonania caªego
eksperymentu. Niech ±rednio jedna replikacja trwa czas t. A wi¦c ±rednio
mo»na wykon¡c w ramach danego bud»etu jedynie m/t replikacji. A wi¦c
mamy

Ŷn =
1

n

n∑
j=1

Yj ≈
1

m/t

m/t∑
j=1

Yj.

Aby porówna¢ ten eksperyment z innym, w którym posªugujemy si¦ liczbami
losowymi Y

′
1 , . . ., takimi, »e Y = IEY

′
, gdzie na wykonanie jednej replikacji

Y
′
j potrzebujemy ±rednio t

′
jednostek czasu, musimy porówna¢ wariancje

Var Ŷn, Var Ŷ
′

n.

Rozpisuj¡c mamy odpowiedno (tVarY )/m i (t
′
VarY

′
)/m. W celu wybrania

lepszego estymatora musimy wi¦c porówna¢ powy»sze wielko±ci, i mniejsz¡ z
wielko±¢ nazwiemy efektywno±ci¡ estymatora.

1.1 Obliczanie caªek metod¡ Monte Carlo

Przypu±¢my, »e szukan¡ wielko±¢ I mo»emy zapisa¢ jako

I =

∫
B

k(x) dx,

gdzie B jest podbiorem IRd i vol(B) < ∞. B¦dziemy dalej zakªada¢, »e
vol(B) = 1 (je±li ten warunek nie jest speªniony, to zawsze mo»emy zadanie
przeskalowa¢). Przykªadem mo»e by¢ B = [0, 1] lub [0, 1]d.

Zgrubna metoda Monte Carlo (CMC) Poªó»my Y = k(V ), gdzie V
ma rozkªad jednostajny na B. Wtedy mamy IEY = I. Niech V1, . . . , Vn b¦d¡
niezale»nymi kopiami V o rozkªadzie jednostajnym U(B). Wtedy

Ŷ CMC = Ŷ CMC
n =

1

n

n∑
j=1

k(Vj)

jest zgrubnym estymatorem Monte Carlo(crude Monte Carlo) i st¡d skrót
CMC. B¦dziemy dalej mówili o estymatorach CMC.
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Przykªad 1.2 [Madras [33]] Niech k : [0, 1]→ IR b¦dzie funkcj¡ caªkowaln¡
z kwadratem

∫ 1

0
k2(x) dx < ∞. Niech Y = k(U). Wtedy IEY =

∫ 1

0
k(x) dx

oraz IEY 2 =
∫ 1

0
k2(x) dx. St¡d

σY =

√∫ 1

0

k2(x) dx− (

∫ 1

0

k(x) dx)2.

W szczególno±ci rozwa»my

k(x) =
ex − 1

e− 1
.

Wtedy oczywi±cie mamy∫ 1

0

k(x) dx =
1

e− 1
(

∫ 1

0

ex dx− 1) =
e− 2

e− 1
= 0.418∫ 1

0

k2(x) dx = 0.2567.

St¡d σ2
Y = 0.0820 a wi¦c n = 0.3280/b2.

Metoda chybiª�tra�ª. Do estymacji I =
∫
B
k(x) dx mo»emy u»ywa¢ in-

nych estymatorów. Zaªó»my dodatkowo, »e B = [0, 1] i 0 ≤ k(x) ≤ 1.
Umie±cmy teraz krzyw¡ k(x) w kwadracie [0, 1]× [0, 1] rozbijaj¡c kwadrat na
dwie cz¦±ci: nad i pod krzyw¡. Cz¦±¢ do której celujemy, rzucaj¡c �losowo�
punkt (U1, U2) na kwadrat, jest pod krzyw¡. Ten pomysª prowadzi do tzw.
estymatora chybiª-tra�ª (Hit or Miss) (HoM). Formalnie de�niujemy

Y = 1(k(U1) > U2).

Mamy bowiem

I = IEY =

∫ 1

0

∫ 1

0

1k(u1)>u2 du2 du1 =

∫ 1

0

k(u1) du1.

Wtedy dla U1, . . . , U2n obliczamy replikacje Y1, . . . , Yn, sk¡d obliczamy esty-
mator

Ŷ HoM
n =

1

n

n∑
j=1

Yj.
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zwanym estymatorem chybiª tra�ª. Wracaj¡c do przykªadu 1.2 mo»emy ªatwo
policzy¢ wariancj¦ VarY = I(1−I) = 0.2433. St¡d mamy, »e n = 0.9346/b2,
czyli dla osi¡gni¦cia tej samej dokªadno±ci trzeba okoªo 3 razy wi¦cej replika-
cji Y -ków ani»eli przy u»yciu metody CMC. W praktyce te» na wylosowanie
Z w metodzie chybiª tra�ª potrzeba dwa razy wi¦cej liczb losowych.

Jak wida¢ celem jest szukanie estymatorów z bardzo maª¡ wariancj¡.

1.2 Symulacja funkcji od warto±ci oczekiwanej

Chcemy obliczy¢ z = f(I), gdy wiadomo jak symulowa¢ liczb¦ losow¡ Y i
I = IEY . Zakªadamy, »e f jest funkcj¡ ci¡gª¡ w otoczeniu punktu I. Wtedy
naturalnym estymatorem jest

Ẑn = f(Ŷn) ,

gdzie jak zwykle Ŷn = (1/n)
∑n

j=1 Yj. Niestety estymator Ẑn jest przewa»nie
obci¡»ony dla f(I). Przy zaªo»eniu, »e σ2 = VarY <∞ mamy

√
n(Ŷn − I)

D→ N(0, σ2) .

Zakªadaj¡c ponadto, »e f(x) jest ci¡gle ró»niczkowalna w otoczeniu I, ze
wzoru Taylora f(x)− f(I) = f

′
(I)(x− I) + o(x− I), mamy

√
n(f(Ŷn)− f(I)) = f

′
(I)
√
n(Ŷn − I) +

√
n o((Ŷn − I)).

Poniewa» √
no((Ŷn − I)) =

√
n(Ŷn − I))o(1))

Pr→ 0

(detale mo»na znale¹¢ w ksi¡»ce van der Vaarta [44]), wi¦c

√
n(f(Ŷn)− f(I))

D→ N(0, f
′
(I)2σ2).

Technika dowodowa polegaj¡ca na rozwini¦ciu Taylorowskim funkcji nazy-
wana jest metod¡ delty.

Rozpatrzymy teraz ogóln¡ sytuacj¦ gdy estymator Ŷn wielko±ci I jest
obci¡»ony z obci¡»eniem δn = IE Ŷn − I. Zakªadamy, »e

B.1
√
n(Ŷn − IE Ŷn)→d N(0, σ2), gdzie 0 < σ2 <∞ gdy n→∞,

B.2
√
nδn → 0, gdy n→∞.
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Wtedy korzystaj¡c z wªasno±ci zbie»no±ci wedªug rozkªadu (patrz (XI.1.15))
wªasno±ci B.1 i B.2 poci¡gaj¡

√
n(Ŷn − I)

D→ N(0, σ2) .

A wi¦c jak poprzednio metod¡ delty mozna udowodni¢ nast¦puj¡cy fakt.

Fakt 1.3 Jesli funkcja f jest ci¡gle ró»niczkowalna w otoczeniu I oraz speª-
nione s¡ zaªo»enia B.1-B.2, to

√
n(f(Ŷn)− f(I))

D→ N(0, w2) ,

gdzie w2 = (f
′
(I))2σ2.

Teraz heurystycznie poka»emy, »e je±li funkcja f jest dwukrotnie ci¡gle
ró»niczkowalna w I, oraz

B.2' dla pewnego 0 < δ <∞
nδn → δ

(zauwa»my, »e B.2' jest mocniejszy ni» B.2), to

IE (f(Ŷn)− f(I)) ∼ 1

n

(
δf
′
(I) +

σ2f
′′
(I)

2

)
.

Mianowicie z twierdzenia Taylora mamy

f(Ŷn)− f(I) = f
′
(I)(Ŷn − f(I)) +

f
′′
(I)

2
(Ŷn − I)2 + o((Ŷn − I)2) . (1.6)

i dalej mno»ymy (1.6) przez n oraz korzystamy z tego, »e

• nf ′(I)(IE Ŷn − I)→ δf
′
(I)),

• nf
′′

(I)
2

IE (Ŷn − I)2 → f
′′

(I)
2
σ2 ,

• nIE [o((Ŷn − I)2)]→ 0 .
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Niestety tym razem aby przeprowadzi¢ formalny dowód musieliby±my sko-
rzysta¢ z wªasno±ci jednostajnej caªkowalno±ci co jest raczej niemo»liwe bez
dodatkowych zaªo»e«.

Omówimy teraz rozszerzenie faktu 1.3 na przypadek wielowymiarowy.
Mianowicie chcemy wyestymowa¢ z = f(I1, . . . , Id) je±li wiemy, »e (I1, . . . , Id)
= IE (Ŷ 1, . . . , IE Ŷ d) oraz potra�my symulowa¢
(Ŷ 1, . . . , Ŷ d). Wygodnie jest wprowadzi¢ oznaczenia wektorowe

Ŷ = (Ŷ 1, . . . , Ŷ d), I = (I1, . . . , Id).

Przez (∇f)(I) oznaczamy wektor (f (1)(I), . . . , f (d)(I)), gdzie f (i)(x) = ∂f(x)
∂xi

.
Dowód nast¦puj¡cego faktu przy u»yciu metody delty mo»na znale¹¢ w ksi¡»ce
van der Vaart [44].

Fakt 1.4 Je±li funkcja f : IRd → IR jest ci¡gle ró»niczkowalna w otoczeniu
punktu I oraz

√
n(Ŷ n − I)

D→ N(0,Σ)

dla pewnej sko«czonej macierzy kowariancji Σ to

√
n
(
f(Ŷ n)− f(I)

)
D→ N(0, (∇f)(I)Σ(∇f)(I)T).

W szczególno±ci wi¦c je±li Y ma sko«czon¡ macierz kowariancji Σ = (σij)i,j=1,...,d

oraz Ŷ n = (1/n)
∑n

j=1 Y j, gdzie Y 1, . . . ,Y n s¡ niezale»nymi replikacjami Y

to dla estymatora Ẑn = f(Ŷ n) przedziaª istotno±ci na poziomie α = 0.05 jest
f(Ŷ n)± 1.96σ/

√
n, gdzie

σ2 = (∇f)(I)Σ((∇f)(I))T =
d∑

i,j=1

f (i)(I)f (j)(I)σij . (1.7)

Niestety wzór na wariancj¦ zawiera I, któr¡ to wielko±¢ chcemy symulowa¢.
Je±li wi¦c Σ jest znana, to proponuje si¦ przedziaªy ufno±ci w postaci f(Ŷn)±
1.96σ̂/

√
n, gdzie

σ̂2 = ∇f)(I)Σ((∇f)(Ŷ ))T =
d∑
i,j

f (i)(Ŷ n)f (j)(Ŷ n)σij . (1.8)
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Estymator macierzy kowariancji Σ Naturalnym estymatorem wektora
±redniej I i macierzy kowariancji Σ wektora losowego Y , gdy Y 1, . . . ,Y n s¡
niezale»nymi replikacjami Y jest

Ŷ n =
1

n

n∑
j=1

Y j,

σ̂i,j =
1

n− 1

n∑
m=1

(Y i − Ŷ i
n)(Y j − Ŷ j

n )·

Natomiast estymatorem σ2 z (1.7) jest

σ̂2 =
1

n− 1

n∑
m=1

∇f(Ŷ n)(Y m − Ŷ n)(Y m − Ŷ n)(∇f(Ŷ n))T·
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Zadania teoretyczne

2

1.1 Zaproponowa¢ algorytm obliczenia caªki∫ ∞
−∞

ψ(x)f(x) dx

(zakªadamy, »e jest ona absolutnie zbie»na), gdzie

f(x) =

{
e2x, −∞ < x < 0
e−2x, 0 < x <∞.

1.2 Przypu±¢my, »e chcemy obliczy¢ I metod¡ Monte Carlo, gdzie I = I
′
I
′′

oraz wiemy, »e I
′
= IEY

′
, I
′′

= IEY
′′
. Niech Y

′
1 , . . . , Y

′
R b¦dzie R nieza-

le»nych replikacji Y
′
oraz niezale»nie od nich niech Y

′′
1 , . . . , Y

′′
R b¦dzie

R niezale»nych replikacji Y
′′
. Pokaza¢, »e nast¦puj¡ce estymatory s¡

nieobci¡»one dla I:

Ẑ1 =

(
1

R

R∑
i=1

Y
′

i

)(
1

R

R∑
i=1

Y
′′

i

)

Ẑ2 =
1

R

R∑
i=1

Y
′

i Y
′′

i .

Pokaza¢, ze Ẑ1 ma mniejsz¡ wariancj¦. Wsk. Pokaza¢, »e dla niezale»-
nych zmiennych losowych X, Y maj¡cych drugie momenty mamy

Var (XY ) = VarXVarY + (IEX)2VarY + (IEY )2VarX.

1.3 Zanalizowa¢ przykªad II.3.6 pod k¡tem odpowiednio±ci liczby replika-
cji. Jak dobra¢ δ aby poza k = 27 na wykresie II.3.2 trudno byloby
rozró»ni¢ krzyw¡ wysumulowan¡ od teoretycznej. Czy lepiej byªoby
przyj¡¢ δ = 0.05.

21.2.2016
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1.4 [Igªa Bu�ona a liczba π] W zadaniu Bu�ona o liczbie π oblicza si¦
prawdopodobie«stwo

p =
2L

π

przeci¦cia jednej z równolegªych prostych oddalonych od siebie o 1 przez
igª¦ o dªugo±ci L. Wiadomo, »e przeprowadzaj¡c niezale»ne ekspery-
menty mamy nieobci¡»ony estymator p̂ prawdopodobie«stwa p. Wtedy
do obliczenia wykorzystujemy wzór π = (2L)/p, sk¡d mamy estymator
π̂ = (2L)/p̂. Zaplanowa¢ obliczenie f(I) z dokªadno±ci¡ b = 0.01 na
poziomie α = 0.05, gdy f(x) = (2L)/x oraz I = p = IEY , gdzie Y = 1,
gdy igªa przecina lini¦, natomiast Y = 0 w przeciwnym razie.

1.5 Ile nale»y zrobi¢ replikacji na poziomie ufno±ci α = 0.05 aby bª¡d b =
σ/50.3

1.6 Wiadomo, »e je±li Y1, . . . , Yn s¡ niezale»nymi zmiennymi losowymi o
jednakowym rozkªadzie N(0,1) to

(n− 1)Ŝ2/σ2 − n+ 1√
2n− 2

D→ N(0, 1) , (1.9)

gdy n→∞; patrz [44], str. 27. Natomiast je±li zmienne s¡ o rozkªadzie
dowolnym , to

√
n
(
Ŝ2
n − σ2

)
D→ N(0, µ4 − σ4), (1.10)

gdzie µ4 = IE (Y −IEY )4 jest momentem centralnym rz¦du 4. Ile nale»y
zrobi¢ prób aby wyestymowa¢ σ2 z dokªadno±ci¡ do 5-ciu % na poziomie
α = 0.05. Rozwa»y¢ oba warianty przy u»yciu (1.9), (1.10).

Zadania laboratoryjne

1.7 a. Napisa¢ algorytm na wygenerowanie punktu losowego o rozkªadzie
jednostajnym U(∆) w trójk¡cie ∆ o wierzchoªkach (1, 1), (−1,−1), (1,−1).
Policzy¢ ±redni¡ liczb¦ liczb losowych U1, U2, . . . potrzebnych do wyge-
nerowania jednej liczby V o rozkªadzie U(∆).

3Wg Panjer i Wand (ASTIN B. 1993): We say that the number of signi�cance digits
in the computed value is ν if the relative error is less than 10−ν .
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b. Napisa¢ algorytm na obliczenia caªki∫
∆

e−(x2+y2) dx dy

zgrubn¡ metod¡ MC.

1.8 Wyprodukowa¢ 10 000 przedziaªów ufno±ci postaci (Ŷn ±
z1−α/2Ŝn√

n
) dla

Y = 1(U ≤ u), n = 1000 oraz I = IEY nast¦pnie sprawdzi¢ jaki
procent tych przedziaªów pokryje I = 0.5, 0.9, 0.95 gdy odpowiednio
u = 0.5, 0.9, 0.95. Wyja±ni¢ otrzymane wyniki.
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Projekt

1.9 Obliczy¢ skªadk¦ netto z dokªadno±cia do czterech miejsc po przecinku,
dla 40-latka w ubezpieczeniu na caªe »ycie, gdy techniczna stopa pro-
centowa wynosi r = 0.05, przyszªy czas »ycia T = T40 ma rozkªad
Makehama (mo»na u»y¢ funkcji Makeham z zadania III.9.25). Wzór
na skªadk¦ netto gdy suma ubezpieczenia wynosi 1 zª jest

π =
IE e−rT

IE
∫ T

0
e−rt dt

.

Przeprowadzi¢ analiz¦ bª¦du.
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Rozdziaª V

Techniki redukcji wariancji

1 W tym rozdziale zajmiemy si¦ konstrukcj¡ i analiz¡ metod prowadz¡cych
do redukcji estymatora wariancji. Jak zauwa»yli±my w poprzednim roz-
dziale, metoda MC polega na tym, »e aby obliczy¢ powiedzmy I, znajdujemy
zmienn¡ losow¡ Y tak¡, »e I = IEY . Wtedy Ŷ =

∑n
j=1 Yj/n jest estyma-

torem MC dla I, gdzie Y1, . . . s¡ niezale»nymi replikacjami Y . Wariancja
Var Ŷ = VarY/n, a wi¦c widzimy, »e musimy szuka¢ takiej zmiennej losowej
Y dla której IEY = I, i maj¡cej mo»liwie maªa wariancj¦. Ponadto musimy
wzi¡¢ pod uwag¦ mo»liwo±¢ ªatwego generowania replikacji Y . Zauwa»my
te», »e czasami pozbycie si¦ zaªo»enia, »e Y1, . . . s¡ niezale»nymi replikacjami
Y mo»e te» by¢ korzystne.

W tym rozdziale zajmiemy si¦ nast¦puj¡cymi technikami:

1. metoda warstw,

2. metoda zmiennych antytetycznych,

3. metoda wspólnych liczb losowych,

4. metoda zmiennych kontrolnych,

5. warunkowa metoda MC,

6. metoda losowania istotno±ciowego.

1Poprawiane: 17.1.2018
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1 Metoda warstw

Jak zwykle chcemy obliczy¢ I = IEY . Przyjmijmy, »e Y jest o warto±ciach
w E (mo»e by¢ IR, IRd lub podzbiór) i niech A1, . . . , Am b¦d¡ rozª¡cznymi
zbiorami takimi, »e IP(Y ∈

⋃m
j=1 A

j) = 1. Rozbicie de�niuje nam warstwy
W j = {Y ∈ Aj} Mo»emy si¦ spodziewa¢, »e przy odpowiednim doborze
warstw i zaprojektowaniu liczby replikacji w warstwach b¦dzie mo»liwa re-
dukcja wariancji.

Oznaczmy

• prawdopodobie«stwo wylosowania warstwy pj = IP(Y ∈ Aj) (to przyj-
mujemy za znane i dodatnie)

• oraz Ij = IE [Y |Y ∈ Aj] (j = 1, . . . ,m) (oczywi±cie to jest nieznane bo
inaczej nie trzeba by nic oblicza¢).

Ze wzoru na prawdopodobie«stwo caªkowite

IEY = p1I
1 + . . .+ pmI

m .

Metoda polega na losowaniu w poszczególnych warstwach, korzystaj¡c z
tego, »e potra�my losowac (o tym po¹niej)

Y j =d (Y |Y ∈ Aj).

Niech teraz n b¦dzie ogóln¡ liczb¡ replikacji, któr¡ podzielimy na odpowied-
nio nj replikacji Y j w warstwie j. Niech Y j

1 , . . . , Y
j
nj

b¦d¡ wi¦c niezale»nymi
replikacjami Y j w warstwie j. Zakªadamy równie» niezale»no±¢ replikacji
pomi¦dzy poszczególnymi warstwami. Oczywi±cie n = n1 + . . . + nm. De�-
niujemy

Ŷ j
nj

=
1

nj

nj∑
i=1

Y j
i

jako estymator Ij. Niech σ2
j = VarY j b¦dzie wariancj¡ w warstwie j. Za-

uwa»my, »e Ŷ j jest estymatorem nieobci¡»onym Ij oraz

Var Ŷ j
nj

=
σ2
j

nj
.

Teraz de�niujemy estymator warstwowy

Ŷ str
n = p1Ŷ

1
n1

+ . . .+ pmŶ
m
nm .
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Zakªadamy, »e wiadomo jak generowa¢ poszczególne Y j. Zauwa»my, »e esty-
mator warstwowy jest nieobci¡»ony

IE Ŷ str = p1IE Ŷ 1 + . . .+ pmIE Ŷ m

=
m∑
i=1

pi
IEY 1{Y ∈Ai}

pi
= IEY = I.

Ponadto jego wariancja jest

Var Ŷ str
n =

m∑
j=1

p2
j

nj
σ2
j .

Niech dla x = (x1, . . . , xm) (u nas xj ≥ 0 i
∑m

j=1 xj = 1)

σ2
str(x) =

m∑
j=1

pj
xj
σ2
j .

Pami¦taj¡c o niezale»no±ci poszczególnych replikacji mamy

nVar Ŷ str
n

= n
m∑
j=1

p2
jVar Ŷ j = p2

1

n

n1

σ2
1 + . . .+ p2

m

n

nm
σ2
m

=
p2

1

n1/n
σ2

1 + . . .+
p2
m

nm/m
σ2
m (1.1)

σ2
str((n1/n, . . . , nm/n)) . (1.2)

Zastanowimy si¦ co si¦ stanie gdy przechodzimy z n→∞ tak aby

(*) qj(n) = nj/n byªy zbie»ne, powiedzmy do qj (j = 1, . . . ,m).

Oczywi±cie q = (q1, . . . , qm) jest funkcj¡ prawdopdobie«stwa. Wtedy

σ2
str((n1/n, . . . , nm/n))→ σ2(q) .

Kluczowym dla analizy wyników jest nast¦puj¡cy fakt.

Fakt 1.1 Je±li z n i n1, . . . , nm przechodzimy do niesko«czono±ci w sposób
(*), to √

n

σstr(q)
(Ŷ str

n − I)
D→ N(0, 1) .
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Dowód Musimy pami¦ta¢, »e wwarstwach replikacje s¡ niezale»ne o jedna-
kowym rozkªadzie i o niezale»no±ci mi¦dzy warstwami. Mamy

√
n(

m∑
j=1

pjŶ
j − I) =

√
n(

m∑
j=1

pjŶ
j −

m∑
j=1

pjI
j)

=
m∑
j=1

pjσj

√
n

nj

[√
nj

σj

(
Ŷ j − Ij

)]

=
m∑
j=1

pjσj√
qj(n)

[√
nj

σj

(
Ŷ j − Ij

)]
D→ N(0,

m∑
j=1

p2
j

σ2
j

qj
),

poniewa» √
nj

σj

(
Ŷ j − Ij

)
D→ Nj

gdzie N1, . . . , Nm s¡ niezale»nymi zmiennymi losowymi o jednakowym roz-
kªadzie N(0,1). �

Dobór liczby replikacji w warstwach Mo»emy teraz postawi¢ dwa py-
tania.

• Maj¡c zadane warstwy (a wi¦c znaj¡c (pj) oraz (σ2
j )) jak dobra¢ dla

zadanej caªkowitej liczby replikacji n, liczby replikacji (nj) na poszcze-
gólnych warstwach aby wariancja nVar Ŷ str

n byªa minimalna.

• Jak dobra¢ warstwy aby zmniejszy¢ (zminimizowa¢) wariancj¦.

Zajmiemy si¦ odpowiedzi¡ na pierwsze pytanie. Okazuje si¦, »e optymalny
dobór liczby replikacji nj mo»na wyliczy¢ z nast¦puj¡cego twierdzenia.

Twierdzenie 1.2 Niech n b¦dzie ustalone i n1 + . . . + nm = n. Wariancja
p2

1
n
n1
σ2

1 + . . .+ p2
m

n
nm
σ2
m estymator warstwowego Ŷ str jest minimalna gdy

nj =
pjσj∑m
j=1 pjσj

n .
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Dowód Musimy zminimizowa¢ σ2
str(x) przy warunku x1 + . . . + xm = 1,

xj ≥ 0. Je±li podstawimy do wzoru (1.2)

q∗j =
pjσj
D

gdzie D =
∑m

j=1 pjσj to σ2
spr(q

∗) = D2. Ale z nierówno±ci Cauchy'ego-
Schwarza

(
n∑
j=1

xjzj)
2 ≤

n∑
j=1

x2
j

n∑
j=1

z2
j ,

mamy

D2 = (
m∑
j=1

pjσj)
2 =

(
m∑
j=1

√
xj
pjσj√
xj

)2

≤
m∑
j=1

xj

m∑
j=1

p2
jσ

2
j

xj

= σ2
str(x) .

�

Niestety ten wzór jest maªo u»yteczny poniewa» nie znamy zazwyczaj
wariancji σ2

j , j = 1, . . . ,m. Chyba, »e jak poprzednio przyjmiemy empiryczn¡

wariancj¦ Ŝ2
j parametru σ2

j w warstwie j. Mamy za to nast¦puj¡ce fakt, »e
tzw. alokacja proporcjonalna zmniejsza wariancj¦. Mówimy o takiej alokacji,
je±li ni = npi i = 1, . . . ,m. Wtedy z wzoru ([??e.war:str??]) mamy

σ2
str(n1/n, . . . , nm/n) =

m∑
j=1

pjσ
2
j . (1.3)

W przypadku alokacji proporcjonalnej mamy p = (n1/n, . . . , nm/n).

Fakt 1.3 Jesli alokacja jest proporcjonalna, to

σ2
str(p) ≤ σ2

Y .

Dowód Z wzoru na prawdopodobie«stwo caªkowite

IEY 2 =
m∑
j=1

pjIE [Y 2|Y ∈ Aj] =
m∑
j=1

pj(σ
2
j + (Ij)2).
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Poniewa» I =
∑m

j=1 pjI
j wi¦c

VarY =
m∑
j=1

pj(σ
2
j + (Ij)2)− (

m∑
j=1

pjI
j)2

=
m∑
j=1

pjσ
2
j +

m∑
j=1

pj(I
j)2 − (

m∑
j=1

pjI
j)2.

Z nierówno±ci Jensena (
m∑
j=1

pjI
j

)2

≤
m∑
j=1

pj(I
j)2,

sk¡d

VarY ≥
m∑
j=1

pjσj = σ2(p).

�
A wi¦c przy alokacji proporcjonalnej bierzemy nj = bnpjc, i wtedy wa-

riancja si¦ zmniejszy.

Mody�kacje Zamiast jednej zmiennej Y mo»emy rozwa»y¢ par¦ Y,X i
warstwy zde�niowa¢ nast¦puj¡co. Niech A1, . . . , Am b¦d¡ rozª¡cznymi zbio-
rami takimi, »e IP(X ∈

⋃m
j=1A

j) = 1. Wtedy j-ta warstwa jest zde�niowana
przez W j = {X ∈ Aj} i

I = IEY =
m∑
j=1

pjIE [Y |X ∈ Aj],

gdzie pj = IP(X ∈ Aj). Aby napisa¢ wzór na estymator warstwowy musimy
przede�niowac poj¦cie

Y j =d (Y |X ∈ Aj).

Zostawiamy czytelnikowi napisanie wzoru na estymator warstwowy w tym
przypadku. Zauwa»my, »e w przypadku ogólnym warstwyW j (j = 1, . . . ,m)
tworz¡ partycj¦ przestrzeni zdarze« elementarnych Ω. Najogolniej mówi¡c
przez warstwy rozumiemy rozbicie Ω na zdarzenia W 1, . . . ,Wm.
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Przykªady

Przykªad 1.4 [Asmussen & Glynn [4]]. Rozwa»my problem obliczenia caªki

I =

∫ 1

0

g(x) dx. (1.4)

Niech Y = g(U) oraz X = U . Wtedy mo»emy wprowadzi¢ warstwy nast¦pu-
j¡co: W j = {U ∈ ( j−1

m
, j
m

]}, j = 1, . . . , n. W tym przypadku bardzo prosto
mo»na przeprowadzi¢ losowanie Y j =d (Y |X ∈ (j − 1/m, j/m]). Mianowicie
zmienna

V j =
j − 1

m
+
U

m

ma rozkªad jednostajny na ( j−1
m
, j
m

]. Ponadto mamy pj = 1/m. Gdyby±my
zastosowali alokacj¦ proporcjonaln¡ z m = n (wtedy mamy nj = 1), to
estymatorem warstwowym I jest

Ŷ str
n =

1

n

n∑
j=1

g(V j).

Porównajmy z caªkowaniem numerycznym wedªug wzoru:

ĝn =
1

n

n∑
j=1

g(
2j − 1

2n
).

Zauwa»my, »e IEV j = 2j−1
2n

jest ±rodkiem przedziaªu ( j−1
n
, j
n
.

Zobaczymy teraz jak estymator warstwowy zmniejsza wariancj¦ przy ob-
liczeniu caªki (1.4), gdzie g jest funkcj¡ ci¡gle ró»niczkowaln¡ z

M = sup
x∈[0,1]

|g′(x)| <∞.

Zauwa»my, »e

Y j =d

(
g(U)|j − 1

n
≤ U <

j

n

)
=d g(

j − 1

n
+
U

n
).

Wariancja naszego estymatora warstwowego wynosi

σ2
str(1/n, . . . , 1/n) =

1

n

n∑
j=1

σ2
j ,
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gdzie

σ2
j = Var (g(

j − 1

n
+

1

n
U)).

Korzystaj¡c z twierdzenia o warto±ci ±redniej

g(
j − 1

m
+
U

n
) = g(

j − 1

n
) + g

′
(θj)

U

n

gdzie θj jest punktem z odcinka ((j − 1)/n, (j − 1 + U)/n). mamy

σ2
j = Var (g(

j − 1

n
+
U

n
) =

Var (g
′
(θj)U)

n2
.

Teraz

σ2
j ≤

IE (g
′
(θj)

2U2)

n2
≤ M2

n2
.

A wi¦c wariancja estymatora warstwowego z alokacj¡ proporcjonaln¡ jest
rz¦du

σ2
str =

n∑
j=1

pjσ
2
j ≤

n∑
j=1

1

n

M2

n2
=
M2

n2
= O(n−2).

Korzystaj¡c z rozwa»a« z Uwagi IV.1 mo»emy je przenie±¢ na nasz przypadek.
Mamy bowiem

IP(|Ŷ str
n − I| ≥ bn) ≤ Var Ŷ str

n

b2
n

≤ O(n−2)

b2
n

.

Z równania O(n−2)
b2n

= α mamy, »e bn = O(n−1), co jest lepsz¡ szybko±cia

zbie»no±ci ni» kanoniczna O(n−1/2).

Przykªad 1.5 [Asmussen & Glynn [4]]. Znajdziemy teraz estymator dla
I =

∫ 1

0
g(x) dx, który ma zbie»no±¢ szybsz¡ ni» kanoniczna n−1/2, gdzie n

jest liczba replikacji. To nie b¦dzie estymator wartwowy ale wykorzystamy
pomysªy z poprzedniego przykªadu 1.4. Zakªadamy, »e g jest funkcj¡ ci¡gle
ró»niczkowaln¡ z

M = sup
x∈[01,]

g
′
(x) <∞.

Rozwa»my wi¦c estymator postaci

Ŷn =
1

n

n∑
j=1

g

(
j − 1 + Uj

n

)
.
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Jest on nieobci¡»ony bo

IE Ŷn =
1

n

n∑
j=1

∫ 1

0

g

(
j − 1 + u

n

)
du

=
n∑
j=1

∫ j/n

(j−1)/n

g(u) du =

∫ 1

0

g(u) du.

Teraz zanalizujemy wariancj¦. Z twierdzenia o warto±ci ±redniej

g

(
j − 1

n
+
Uj
n

)
= g

(
j − 1

n

)
+ g

′
(θj)

Uj
n
,

gdzie θj ∈ ( j−1
n
, j
n
). A wi¦c

VarY =
1

n

n∑
j=1

Var g

(
j − 1 + Uj

n

)

=
1

n2

n∑
j=1

(
g
′
(θj)Uj
n

)2 ≤ M2

n3
.

W tym przypadku bª¡d bn = O(1/n3/2).

Przykªad 1.6 Losowanie warstwowe dla dowolnych rozkªadów Te-
raz omówimy metody symulacji zmiennej o zadanym rozkªadzie, u»ywaj¡ce
koncepcji wartw. Przypomnijmy, »e

V i =
i− 1

m
+
Ui
m
, i = 1, . . . ,m

ma rozkªad jednostajny w (i − 1)/m, i/m]. Je±li wi¦c poªo»ymy n = m to
wtedy nj = 1 i V 1, . . . , V n tworzy warstwow¡ prób¦ z rozkªadu jednostajnego.

Rozwa»ymy teraz symulacj¦ zmiennej losowej Y z dystrybuant¡ F (x)
metod¡ warstw. Dla uªatwienia zaªó»my, ze F jest ±ci±le rosn¡ca. Rozwa»a-
nia przeprowadzamy na prostej IR, ale prosta mody�kacja pozwala rozwa»a¢
rozkªady które s¡ skoncentrowane na podzbiorze IR. Niech p1, . . . , pm b¦d¡
zadanymi rozmiarami warstw, gdzie pj > 0 oraz

∑m
j=1 pj = 1. Prost¡ IR

rozbijamy na m odcinków:

A1 = (a0, a1], A2 = (a1, a2], . . . , Am = (am−1, am)
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, gdzie a0 = −∞ oraz am = ∞, tak aby IP(Y ∈ (aj−1, aj]) = pj (przyj-
mujemy, ze rozkªad jest skoncentrowany na caªej prostej). Mianowicie aj-ty
wyznaczamy nast¦puj¡co:

a0 = −∞
a1 = F−1(p1)
... =

...

am = F−1(p1 + . . .+ pm) = F−1(1).

W przypadku gdy no±nik E rozkªadu F jest wªa±ciwym podzbiorem IR to
jak ju» zauwa»yli±my trzeba rozbicie zmody�kowa¢.

Teraz Y j =d (Y |Y ∈ Aj) mo»emy symulowa¢ nast¦puj¡co, je±li mamy
procedur¦ obliczania odwrotnej dystrybuanty F−1(u) (mo»e to by¢ te» uogól-
niona odwrotna). Mamy pj = IP(Aj)

Fakt 1.7 Niech V j = aj−1 + (aj − aj−1)U . Wtedy

F−1(V j) =d (Y |Y ∈ Aj).

W ksi¡zce Glassermana jest opisany nast¦puj¡ce ekperymenty. W pierw-
szym eksperymencie przeprowadzono 500 replikacji z rozkªadu normalnego i
zrobiono histogram z 25 klasami. Natomiast drugi eksperyment przeprowa-
dzono przy losowaniu w 100 jednakowo prawdopodobnych warstwach losuj¡c
w ka»dej 5 replikacji. Wyniki s¡ przedstawione na rys. [????].

2 Zale»no±ci zmniejszaj¡ wariancj¦

2.1 Zmienne antytetyczne

Rozpatrzymy teraz metody symulacji I = IEY , w których replikacje nie
musz¡ by¢ niezale»ne. B¦dzie nam potrzebna nast¦puj¡ca nierówno±¢, która
jest natychmiastowym wnioskiem z twierdzenia XI.1.2.

Wniosek 2.1 Jesli funkcja ψ(x1, . . . , xk), 0 ≤ x1, . . . , xk ≤ 1 jest monoto-
niczna (niemalej¡ca lub nierosn¡ca), to dla niezale»nych zmiennych U1, . . . , Uk
o rozkªadzie jednostajnym

Cov (ψ(U1, . . . , Uk), ψ(1− U1, . . . , 1− Uk)) ≤ 0 .
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Mówimy wtedy, »e zmienne ψ(U1, . . . , Uk), ψ(1− U1, . . . , 1− Uk) s¡ ujemnie
skorelowane. Zauwa»my ponadto, »e U i 1−U maj¡ ten sam rozkªad jedno-
stajny U(0, 1). Rozpatrzmy teraz n zmiennych losowych Y1, Y2, . . . , Yn, przy
czym n jest parzyste. Ponadto zakªadamy, »e

• pary (Y2i−1, Y2i)i, i = 1, . . . , n/2 s¡ niezale»ne o jednakowym rozkªadzie,

• zmienne losowe (Yj)
n
j=1 maj¡ ten sam rozkªad brzegowy co Y .

Je±li rozwa»amy estymator CMC

Ŷ CMC =
1

n

n∑
j=1

Y
′

j

gdzie Y
′

1 , Y
′

2 , . . . s¡ niezale»nymi replikacjami Y , to wariancja wynosi VarY/n.
Zauwa»my, »e je±li b¦dziemy rozpatrywa¢ estymator

Ŷ ∗n =
1

n

n∑
j=1

Yj

to jego wariancja

Var (Ŷ ∗n ) =
n
2
Var (Y1 + Y2)

n2

=
1

2n
(2Var (Y ) + 2cov(Y1, Y2))

=
1

2n
(2Var (Y ) + 2Var (Y1)Corr(Y1, Y2))

=
1

n
Var (Y )(1 + Corr(Y1, Y2)) .

A wi¦c je±li korelacja Corr(Y1, Y2) jest ujemna to redukujemy wariancj¦.
Przypu±¢my teraz, »e dla pewnej funkcji ψ : [0, 1]k → IR mamy Y1 =d

ψ(U1, . . . , Uk), i »e ψ speªnia zaªo»enie z wniosku 2.1. Wtedy Y2 = ψ(1 −
U1, . . . , 1 − Uk) i zmienne Y1, Y2 s¡ ujemnie skorelowane. Dalej de�niujemy
Y3 = ψ(Uk+1, . . . , U2k), Y4 = ψ(1− Uk+1, . . . , 1− U2k) itd. Zauwa»my, »e tak
zde�niowany ci¡g Y1, . . . , Yn speªnia nasze postulaty. Wtedy

Ŷ anth =

∑n
j=1 Yj

n
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nazywamy estymatorem antytetycznym i je±li corr (Y1, Y2) < 0, to z przed-
stawionych rozwa»a« ma mniejsz¡ wariancj¦ od estymatora CMC, który ma
wariancj¦ VarY/(n).

Przykªad 2.2 Rozpatrzmy teraz nast¦puj¡cy problem. Przypu±¢my, »e
mamy N zada« do wykonania. Czasy zada« s¡ niezale»nymi zmiennymi
losowymi o jednakowym rozkªadzie z dystrybuant¡ F . Mamy do dyspozycji
c serwerów. Mo»emy te zadania wykona¢ na wiele sposobów.

• wedªug najdªu»szego zadania (Longest Processing Time First - LPTF),

• wedªug najkrótszego zadania (Shortest Processing Time First - SPTF),

• w kolejno±ci numerów (First Come First Served � FCFS),

• lub alternuj¡c � (ALT), tzn. zadanie pierwsze do serwera pierwszego,
zadanie 2-gie do serwera drugiego, itd. zadanie c-te do serwera c-tego,
a potem od pocz¡tku.

Nast¦pne zadanie zaczyna by¢ opracowywane jedynie w momentach zako«-
czenia poprzednego zadania zada«. Oznacza to, ze niedopuszczamy przery-
wa« w trakcie pracy. Celem jest policzenie IECSPTF, IECLPTF i IECFCFS,
gdzie C jest czasem do zako«czenia ostatniego zadania wedªug procedury w
super-indeksie. Zilustujemy dziaªanie dyscyplin na nast¦pu¡cym prostym
przykªadzie. Powiedzmy, »e N = 5 i c = 2 oraz zadania s¡ wielko±ci
3, 1, 2, 4, 5. Wtedy post¦puj¡c wg. SPTF zaczynamy z zadaniami wielko±ci
1 i 2 i po jednej jednostce czasu resztowe wielko±ci tych zada« s¡ 3, 0, 1, 4, 5
a wi¦c mamy teraz zadanie z N = 4 i c = 2. Post¦puj¡c tak dalej widzimy,
»e CSPTF = 9. Post¦puj¡c wg. LPTF zaczynamy z zadaniami wielko±ci 4 i
5 i po 4-ch jednostkach czasu resztowe wielko±ci tych zada« s¡ 3, 1, 2, 0, 1 a
wi¦c mamy teraz zadanie z N = 4 i c = 2. Post¦puj¡c tak dalej widzimy, »e
CLPTF = 8.

Mo»emy zastanowawia¢ si¦ jaka dyscyplina jest optymalna. B¦dzie to
zalez¡ªo od rozkªadu F . Przypu±cmy wi¦c, »e rozmiary zada« s¡ nieza-
le»ne o jednakowym rozkªadzie wykªadniczym Exp(1). Procedura ALT jest
ªatwa do zanalizowania. Zaªó»my, »e N jest parzyste. Wtedy IECALT =
IE max(X1, X2), gdzie

X1 =

N/2∑
i=1

ξ1i, X2 =

N/2∑
i=1

ξ2i,
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gdzie ξij s¡ niezale»nymi zmiennymi losowym o jednakowym rozkªadzie wy-
kªadniczym Exp(1). Niestety dla procedur LPTF i SPTF i nawet FCFS nie
mamy wzorów teoretycznych. Przeprowadzimy wi¦c symulacj¦ dla N = 10
zada« i c = 2. W ka»dym przypadku czas do zako«czenie wszystkich za-
da« C jest pewn¡ funkcj¡ C = ψ(U1, . . . , U10), gdzie ψ zale»y od dyscypliny.
Nie mamy wzoru na konkretne ψ dla dyscyplin LPTF, SPTF, FCFS, ale
heurystycznie mo»emy powieidzie¢, »e powinna by¢ �niemalej¡ca�. W ta-
blicy 2.1 podajemy wyniki symulacji IEC dla ró»nych dyscyplin, przy u»yciu
metody CMC oraz antytecznej (anthy), dla N = 10 zada« oraz m = 1000
replikacjami; I jest wysymulowan¡ warto±ci¡ IEC = I, s jest odchyleniem
standardowym

√
Var (C), oraz b jest poªow¡ dªugo±ci przedziaªu ufno±ci na

poziomie α = 0.05 (czyli mo»na rzec bª¡d). Dla porównania w tablicy 2.2

dyscyplina I s b
FCFS 5.4820 1.8722 0.1160
SPTF 5.8993 2.0259 0.1256
LPTF 5.0480 1.6908 0.1048

FCFSanthy 5.5536 0.8999 0.0558
SPTFanthy 5.9673 1.0127 0.0628
LPTFanthy 5.0913 0.6998 0.0434.

Tablica 2.1: Szacowanie C przy u»yciu CMC i anthy; N = 10, liczba replikacji
m = 1000.

podane s¡ wyniki symulacji z m = 100000 replikacji. Wszystkie symula-
cje s¡ robione na tych samych liczbach pseudolosowych, poniewa» algorytmy
zaczynaj¡ si¦ od rand('state',0).2

2.2 Wspólne liczby losowe

Przypu±¢my, »e chcemy sprawdzi¢ ró»nic¦ d = IE k1(X) − IE k2(X), gdzie
X jest wektorem losowym. Mo»na to zrobic na dwa sposoby. Najpierw
estymujemy IE k1(X) a nast¦pnie, niezale»nie IE k2(X) i wtedy liczymy d.
To nie zawsze jest optymalne, szczególnie gdy ró»nica d jest bardzo maªa.
Inny sposobem jest zapisanie d = IE (k1(X) − k2(X)) i nast¦pnie estymo-
wania d. W pierwszym przypadku, Y1 = k1(X1) jest niezale»ne od Y2 =
k2(X2), gdzie X1, X2 s¡ niezale»nymi replikacjami X. A wi¦c wariancja

2algorytmy: FCFS.m, FCFSanty.m, SPTF.m, SPTFanty.m, LPTF.m LPTFanty.m.
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dyscyplina I s b
FCFS 5.4909 1.7909 0.0111
SPTF 5.8839 1.9116 0.0118
LPTF 5.0472 1.5945 0.0099

FCFSanthy 5.5015 0.8773 0.0054
SPTFanthy 5.8948 0.9748 0.0060
LPTFanthy 5.0556 0.6858 0.0043.

Tablica 2.2: Szacowanie C przy u»yciu CMC i anthy; N = 10, liczba replikacji
m = 100000

Var (k1(X1) − k2(X2)) = Var (k1(X)) + Var (k2(X)). W drugim przypadku
Var (k1(X)−k2(X)) = Var (k1(X))+Var (k2(X))−2Cov (k1(X), k2(X)). Je-
sli wi¦c Cov (k1(X), k2(X)) > 0 to istotnie zmiejszymy wariancj¦. Tak b¦dzie
w przypadku gdy obie funkcje s¡ jednakowo monotoniczne.

Przykªad 2.3 Kontynuujemy przykªad 2.2. Tym razem pytamy si¦ o
oczekiwan¡ ró»nic¦ CSPTF − CLPTF, tj. I = IE (CSPTF − CLPTF). Mo»na
po prostu odj¡¢ obliczone odpowiednie wielko±ci w poprzednim przykªa-
dzie, ale wtedy za wariancj¦ trzeba by wzi¡¢ sum¦ odpowiednich warian-
cji, i przy tej samej dªugo±ci symulacji bª¡d byªby wi¦kszy. Mo»na te»
wykorzysta¢ metod¦ wspólnych liczb losowych. W tablicy 2.3 podajemy
wyniki symulacji I = IE (CSPTF) − CLPTF) przy u»yciu metody wspólnej
liczby losowej (JCN � Joint Common Number). Podobnie jak poprzednio,
robimy te» symulacje przy u»yciu zgrubnej metody Monte Carlo (CMC), dla
N = 10 zada«, z m = 1000 replikacjami, s jest odchyleniem standardowym√

Var ((CSPTF − CLPTF), oraz b jest poªow¡ dªugo±ci przedziaªu ufno±ci na
poziomie α = 0.05. 3 Wszystkie symulacje s¡ robione na tych samych licz-

dyscyplina I s b
SmLPTFjoint 0.8513 0.5431 0.0352
SmLPTF 1.0125 2.5793 0.1599

Tablica 2.3: Szacowanie I przy u»yciu JCN i CMC; N = 10, liczba replikacji
m = 1000

bach pseudolosowych, poniewa» algorytmy zaczynaj¡ si¦ od rand('state',0).
Dla porównania podajemy w tablicy 2.4 wyniki dla 100000 replikacji.

3skrypty SmLPTF.m, SmLPTFjoint.m.
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dyscyplina I s b
SmLPTFjoint 0.8366 0.5166 0.0032
SmLPTF 0.8455 2.4953 0.0155

Tablica 2.4: Szacowanie I przy u»yciu JCN i CMC ; N = 10, liczba replikacji
m = 100000

3 Metoda zmiennych kontrolnych

Zacznijmy, »e jak zwykle aby obliczy¢ I znajdujemy tak¡ zmienn¡ losow¡
Y , »e I = IEY . Wtedy Ŷ CMC =

∑n
j=1 Yj/n jest estymatorem MC dla

I, gdzie Y1, . . . , Yn s¡ niezale»nymi replikacjami Y . Wariancja tego esty-
matora wynosi Var Ŷ CMC

n = VarY/n. Teraz przypu±¢my, »e symulujemy
jednocze±nie drug¡ zmienn¡ losow¡ X (a wi¦c mamy niezale»ne replikacje
par (Y1, X2), . . . , (Yn, Xn)) dla której znamy IEX. Niech X̂n =

∑n
j=1Xj/n i

de�niujemy

Ŷ CV
n = Ŷ CMC

n + c(X̂n − IEX) = VarY + c2VarX + 2cCov (Y,X).

Obliczmy wariancj¦ nowego estymatora:

Var (Ŷ CV
n ) = Var (Y + cX)/n .

Wtedy Var (Ŷ CV ) jest minimalna gdy c,

c = −Cov (Y,X)

Var (X)

i minimalna wariancja wynosi σ2
Y (1 − ρ2)/n, gdzie ρ = corr (Y,X). A wi¦c

wariancja jest zredukowana przez czynnik 1 − ρ2. Widzimy wi¦c, ze nale»y
stara¢ si¦ mie¢ bardzo skorelowane Y z X. Ale musimy te» umie¢ symulowa¢
zale»n¡ par¦ (Y,X).

W praktyce nie znamy Cov (Y,X) ani Cov (X) i musimy te wielko±ci
symulowa¢ stosuj¡c wzory

ĉ = − Ŝ
2
Y X

Ŝ2
X
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gdzie

Ŝ2
X =

1

n− 1

n∑
j=1

(Xj − X̂)2

Ŝ2
Y X =

1

n− 1

n∑
j=1

(Yj − Ŷ )(Xj − X̂).

Przykªad 3.1 Kontynuujemy przykªad IV.1.1. Liczyli±my tam π za pomoc¡
estymatora Y = 4 1(U2

1 + U2
2 ≤ 1). Jako zmienn¡ kontroln¡ we¹miemy

X = 1(U1 + U2 ≤ 1), które jest mocno skorelowane z Y oraz IEX = 1/2.
Mo»emy policzy¢ 1 − ρ2 = 0.727. Teraz we¹miemy inn¡ zmienn¡ kontroln¡
X = 1(U1 + U2 >

√
2). Wtedy IEX = (2 −

√
2)2/2 i 1 − ρ2 = 0.242.

Zauwa»my (to jest zadanie) »e je±li we¹miemy za zmienn¡ kontroln¡ X lub
a+ bX to otrzymamy tak¡ sam¡ redukcj¦ wariancji.

Przykªad 3.2 Chcemy obliczy¢ caªk¦
∫ 1

0
g(x) dx metod¡ MC. Mo»emy po-

ªo»y¢ Y = g(U) i jako kontroln¡ zmienn¡ przyj¡¢ X = f(U) je±li znamy∫ 1

0
f(x) dx.

4 Warunkowa metoda MC

Punktem wyj±cia jest jak zwykle obliczanie I = IEY . Estymatorem CMC
jest wtedy

Ŷn =
1

n

n∑
j=1

Yj,

gdzie Y1, . . . , Yn s¡ niezale»nymi kopiami Y . Oprócz zmiennej Y mamy te»
X. Dla uªatwienia rozwa»a« zaªó»my, »e wektor (Y,X) ma ª¡czn¡ g¦sto±¢
fY,X(y, x). Wtedy brzegowa g¦sto±¢ X jest

fX(x) =

∫
fY,X(y, x) dy.

Niech

φ(x) = IE [Y |X = x]

=

∫
yfY,X(y, x) dy

fX(x)
.
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Z twierdzenia o prawdopodobie«stwie caªkowitym

I = IEY = IEφ(X).

Wtedy de�niujemy estymator warunkowy

Ŷ cond
n =

1

n

n∑
j=1

Y cond
j

gdzie Y cond
1 , . . . , Y cond

n s¡ replikacjami Y cond = φ(X). Estymator Ŷ cond
n jest

nieobci¡»ony. Poka»emy, »e ma mniejsz¡ wariancj¦ ni» estymator CMC. W
tym celu skorzystamy z nierówno±ci Jensena

IE [Y 2|X = x] ≥ (IE [Y |X = x])2 .

Je±li X ma g¦sto±¢ fX , to

Var (Y ) =

∫
IE [Y 2|X = x] fX(x) dx− I2

≥
∫

(IE [Y |X = x])2 fX(x) dx− I2

=

∫
φ2(x) fX(x) dx− I2

= Var (φ(V ))

Dla czytelników znaj¡cych ogóln¡ teori¦ warunkowych warto±ci oczekiwanych
wystarczy przytoczy¢ ogólny wzór

VarY = IE Var (Y |X) + Var IE (Y |X),

który mo»na uzasadni¢ nast¦puj¡co. Wychodz¡c prawej strony

IE [Var (Y |X)] + Var (IE [Y |X])

= IE (IE [Y 2|X]− (IE [Y |X])2 + IE (IE [Y |X])2 − (IE (IE [Y |X])2

= IEY 2 − (IEY )2.

St¡d mamy od razu
VarY ≥ Var IE (Y |X).
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Przykªad 4.1 Kontynuujemy przykªad IV.1.1. Liczyli±my tam π za pomoc¡
estymatora Y = 41(U2

1 + U2
2 ≤ 1). Przyjmuj¡c za X = U1 mamy

φ(x) = IE [Y |X = x] = 4
√

1− x2.

Estymator zde�niowany przez Y cond = 4
√

1− U2
1 ma wariancj¦

Var Ŷ cond
n =

1

n
(

∫ 1

0

16(1− x2) dx− π2) =
0.797

n
.

A wi¦c redukuje wariancj¦ 3.38 razy w stosunku do estymatora CMC z przy-
kªadu. Ten estymator b¦dziemy dalej analizowa¢ w przykªadzie 5.1. Za-
uwa»my, »e w przykªadzie IV.1.1 w przypadku metody CMC policzyli±my, »e
Var (Y ) = 2.6968.

Przykªad 4.2 Niech I = IP(ξ1 + ξ2 > y), gdzie ξ1, ξ2 s¡ niezale»nymi zmien-
nymi losowymi z jednakow¡ dystrybuant¡ F , która jest znana, a dla której
nie mamy analitycznego wzoru na F ∗2. Przez F jak zwykle oznaczamy ogon
dystrybuanty 1− F (x). Oczywi±cie za Y mo»emy wzi¡¢

Y = 1(ξ1 + ξ2 > y)

a za X = ξ1. Wtedy

Y cond = F (y − ξ1).

Niech X1, . . . , Xn b¦d¡ niezale»nymi zmiennymi losowymi o takim samym
rozkªadzie jak ξ1. Wtedy Ŷ cond

n = (1/n)
∑n

j=1 F (y −Xj) b¦dzie nieobci¡»o-
nym estymatorem I z wariancj¡ mniejsz¡ ni» w zgrubnym estymatorze.

Przykªad 4.3 B¦dziemy w pewnym sensie kontynuowa¢ rozwa»ania z przy-
kªadu 4.2. Niech Sn = ξ1 + . . . + ξn, gdzie ξ1, ξ2, . . . , ξn s¡ niezale»nymi
zmiennymi losowymi z jednakow¡ g¦sto±ci¡ f . Estymator warunkowy mo»na
te» u»ywa¢ do estymowania g¦sto±ci f ∗n(x) dystrybuanty F ∗n(x), gdy jest
dana jawna posta¢ f . Wtedy estymator warunkowy dla f ∗n(y) zbudujemy
na podstawie

Y cond = f(y − Sn−1) .
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5 Losowanie istotno±ciowe

Przypu±cmy, »e chcemy obliczy¢ I, które mo»emy przedstawi¢ w postaci

I =

∫
E

k(x)f(x) dx = IE k(Y ),

gdzie E jest podzbiorem IR lub IRd, f jest funkcj¡ g¦sto±ci na E, oraz funkcja
k(x) speªnia

∫
E

(k(x))2f(x) dx <∞. Na przykªad E jest odcinkiem [0, 1] lub
póªprost¡ [0,∞). Zakªadamy, »e Y okre±lona na przestrzeni probabilistycznej
(Ω,F , IP) jest o warto±ciach w E. Estymatorem CMC dla I jest

Ŷ CMC
n =

1

n

n∑
j=1

Yj,

gdzie Y1, . . . , Yn s¡ niezale»nymi kopiami Y . Niech f̃(x) b¦dzie g¦sto±ci¡ na
E, o której b¦dziemy zakªada¢, »e jest ±ci±le dodatnia na E i niech X b¦dzie
zmienn¡ losow¡ z g¦sto±ci¡ f̃(x). Wtedy

I =

∫
E

k(x)
f(x)

f̃(x)
f̃(x) dx = IE k(X)

f(X)

f̃(X)
= IE k1(X),

gdzie k1(x) = k(x)f(x)/f̃(x).
Teraz de�niujemy estymator istotno±ciowy (importance sampling )

Ŷ IS
n =

1

n

n∑
j=1

k(Xj)
f(Xj)

f̃(Xj)
,

gdzie X1, . . . , Xn s¡ niezale»nymi kopiami X. Oczywi±cie Ŷ IS
n jest nieobci¡-

»ony bo

IE k1(X) =

∫
E

k(x)
f(x)

f̃(x)
f̃(x) dx = I,

z wariancj¡

Var (Ŷ IS
n ) =

1

n
Var

[
k(X)

f(X)

f̃(X)

]
=

1

n
(

∫
E

(
k(x)

f(x)

f̃(x)

)2

f̃(x) dx− I2).

Okazuje si¦, »e odpowiednio wybieraj¡c f̃(x) mo»na istotnie zmniejszy¢ wa-
riancj¦. Niestety, jak pokazuje nast¦puj¡cy przykªad, mo»na te» istotnie
sytuacj¦ pogorszy¢.
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Przykªad 5.1 Funkcja ¢wiartki koªa jest zadana wzorem

k(x) = 4
√

1− x2, x ∈ [0, 1],

i oczywi±cie ∫ 1

0

4
√

1− x2 dx = π.

W tym przykªadzie Y = U jest o rozkªadzie jednostajnym na E = [0, 1].
Zauwa»my, »e f(x) = 1[0,1](x). Wtedy estymator CMC jest dany przez

Ŷ CMC
n =

1

n

n∑
j=1

4
√

1− U2
j . (5.5)

Jest to estymator który spotkali±my w przykªadzie [??examle:pi3??] i ma
wariancj¦

1

n
(

∫ 1

0

16(1− x2) dx− π2) =
0.797

n
.

Niech teraz f̃1(x) = 2x. Wtedy estymatorem istotno±ciowym jest

Ŷ IS
n =

1

n

n∑
i=1

4
√

1−X2
i

2Xi

,

gdzie X1, . . . , Xn s¡ niezale»nymi replikacjami liczby losowej X z g¦sto±ci¡
2x, ma wariancj¦

Var (Ŷ IS
n ) =

1

n
Var

k(X)

f̃1(X)
.

Na koniec policzymy, »e wariancja

Var
k(X)

f̃1(X)
= IE

(
4
√

1−X2

2X

)2

− I2 = 8

∫ 1

0

1− x2

x
dx− I2 =∞.

Teraz poka»emy inn¡ g¦sto±¢ f̃2 dla której estymator istotno±ciowy, jest
z mniejsz¡ wariancj¡ ni» dla estymatora (5.5). Niech teraz

f̃2(x) = (4− 2x)/3.

Wtedy

Ŷ IS
n =

1

n

n∑
i=1

4
√

1−X2
i

(4− 2Xi)/3
,
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i

Var
k(X)

f̃(X)
=

∫ 1

0

16(1− x2)

(4− 2x)/3
− π2 = 0.224

a wi¦c estymator IS jest ponad 3 razy lepszy od estymatora CMC.

Zaªó»my na chwil¦, »e funkcja k jest nieujemna i rozwa»my now¡ g¦sto±c

f̃(x) = k(x)f(x)/

∫
E

k(x)f(x) dx = k(x)f(x)/I.

Wtedy wariancja estymatora IS jest zero, poniewa»

VarY IS =

∫
E

(
k(x)f(x)

k(x)f(x)/I

)2
k(x)f(x)

I
/ dx− I2 = 0

Oczywi±cie taki estymator nie ma praktycznego sensu, bo do jego de�nicji
potrzebujemy I, które wªa±nie chcemy obliczy¢. Ale ta uwaga daje nam wska-
zówk¦ jak dobra¢ f̃ . Mianowicie ma to by¢ g¦sto±¢ przypominaj¡ca ksztaªtem
k(x)f(x). Proponujemy porówna¢ k(x)f(x) z odpowiednimi g¦sto±ciami f̃1 i
f̃2 z przykªadu 5.1.

Podany teraz materiaª jest opcjonalny. Zauwa»my, »e te same rozwa-
»ania mo»na przeprowadzi¢ formalnie inaczej. Niech (Ω,F) b¦dzie prze-
strzeni¡ mierzaln¡ i X1, X2, . . . b¦d¡ zmiennymi losowymi na tej przestrzeni.
Przyjmijmy, »e Fn jest generowana przez {X1 ∈ B1, . . . , Xn ∈ Bn}, gdzie
Bj ∈ B(IR) (j = 1, . . . , n) oraz, »e F = σ(

⋃
n≥1Fn). Teraz IP i ĨP s¡ miarami

probabilistycznymi na Ω takimi, »e odpowiednio X1, X2, . . . s¡ niezale»nymi
zmiennymi losowymi o jednakowym rozkªadzie odpowiednio z g¦sto±ci¡ f lub
f̃ .

Fakt 5.2 Niech f̃ > 0 p.w.. Wtedy na Fn

IP(dω) = Ln(ω)ĨP(dω),

gdzie

Ln =
n∏
j=1

f(Xj)

f̃(Xj)
. (5.6)

Je±li Y jest zmienn¡ losow¡ mierzaln¡ Fn, to

I = IEY = ĨE [Y Ln]. (5.7)
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Dowód Niech A = {X1 ∈ B1, . . . , Xn ∈ Bn} ∈ Fn. Wtedy

IP(A) = IP(X1 ∈ B1, . . . , Xn ∈ Bn) =

∫
B1

. . .

∫
Bn

f(x1) · · · f(xn) dx1 . . . dxn

=

∫
B1

. . .

∫
Bn

f(x1) · · · f(xn)

f̃(x1) · · · f̃(xn
f̃(x1) · · · f̃(xn) dx1 . . . dxn.

To znaczy
IE1(A) = ĨELn1(A).

St¡d aproksymuj¡c Y funkcjami prostym otrzymujemy (5.7). �
Zauwa»my, »e L zde�niowany przez (5.6) nazywa sie ilorazem wiarygod-

no±ci.

Przykªad 5.3 Policzymy teraz iloraz wiarygodno±ci dla przypadku, gdy f
jest g¦sto±ci¡ standardowego rozkªadu normalnego N(0,1), natomiast f̃ jest
g¦sto±ci¡ rozkªadu normalnego N(µ, 1). Wtedy

Ln = exp(−µ
n∑
j=1

Xj +
µ2

2
n). (5.8)

Post¦puj¡c odwrotnie zde�niujmy ĨP na Fn przez

d̃IP = L−1
n dIP.

Zauwa»my, ze teraz musimy zaªo»y¢, »e f(x) > 0 p.w.. Wtedy przy nowej
mierze probabilistycznej ĨP zmienne X1, X2, . . . s¡ niezale»ne o jednakowym
rozkªadzie N(µ,1).
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Zadania teoretyczne

4

5.1 Niech F ∼ Exp(λ) i Z1 = F−1(U), Z2 = F−1(1− U). Pokaza¢, »e

IEZi = 1/λ, IEZ2
i = 2/λ2,

oraz

corr (Z1, Z2) = −0.6449.

Wsk.
∫ 1

0
log x log(1− x) dx = 0.3551.

5.2 Asmussen and Glynn [4]. Niech X, Y maj¡ tak¡ sam¡ brzegow¡ dys-
trybuant¦ F . Pokaza¢, korzystaj¡c z teorii przedstawionej poni»ej, »e
dolne ograniczenie ª¡cznej dystrybuanty F (x, y) jest dane przez z twier-
dzenia Frécheta-Hoefdinga

F (x, y) ≥ FFH(x, y)

gdzie FFH(x, y) jest dwuwymiarow¡ dystrybuant¡ wektora F←(U), F←(1−
U). Korzystaj¡c z wzoru

IEXY =

∫ ∞
0

∫ ∞
0

[1− F (x)− F (y) + F (x, y)] dx dy

pokaza¢, »e

ρ = corr (X, Y ) = Cov (X, Y ) ≥ IE [logU log(1− U)]− 1 = −0.645.

41.12.2017
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5 7

5.3 Obliczy¢ warto±¢ oczekiwan¡ i wariancj¦ rozkªadu Pareto Par(α).

5.4 Niech Z1 = F−1(U), Z2 = F−1(1−U). Oszacowa¢ korelacj¦ corr (Z1, Z2)
gdy F jest dystrybuant¡:
(a) rozkªadu Poissona; λ = 1, 2, . . . , 10,
(b) rozkªadu geometrycznego Geo(p).

5Troch¦ teorii:
By copula we mean any two-dimensional distribution function with margins uniformly
distributed U(0, 1). We will denote it by C(t1, t2). Thus a function C : [0, 1] × [0, 1] is a
copula, if

1. limui→0 C(u1, u2) = 0, for i = 1, 2,

2. limu1→1 C(u1, u2) = u2 and limu2→1 C(u1, u2) = u1

3. C(v1, v2)− C(u1, v2)− C(v1, u2) + C(u1, u2) ≥ 0 for any u1 ≤ v1, u2 ≤ v2.

One can prove the following result. The general version for m-dimensional random vectors
is called Sklar's theorem.6

Theorem For any distribution function Fxy(t1, t2), there exists a copula C(u1, u2) such
that

Fxy(t1, t2) = C(Fx(t1), Fy(t2)), −∞ < t1, t2 <∞. (5.9)

If the margins are continuous, then C is unique. Conversely, if C is a copula, and Fx, Fy
are distribution functions, then the function F de�ned bu (5.9) is a joint distribution with
margins Fx, Fy.

Proposition Le F be a joint distribution function with continuous margins Fx, Fy.
Then the unique copula of F is given by

C(u1, u2) = F (F←x (u1), F
←
y (u2)).

In two dimensions, i.e. the bivariate case, the Fr¢het�Hoe�ding Theorem states

max(u+ v − 1) ≤ C(u, v) ≤ min(u, v).

7Wsk.∫ ∞
0

∫ ∞
0

xy dF (x, y) =

∫ ∞
0

∫ ∞
0

(

∫ ∞
0

∫ ∞
0

1(t ≤ x)1(s ≤ y) ds dt) dF (x, y).
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5.5 a) Napisa¢ algorytm na generowanie zmiennej losowej Y z g¦sto±ci¡

f(x) =

{
2x 0 ≤ x ≤ 1,
0 w pozostaªych przypadkach.

Uzasadni¢!

b. Przypu±cmy, »e chcemy symulowa¢ I = IEY , gdzie Y ma rozkªad
jak w cz¦sci a. Ile nale»y zaplanowa¢ replikacji aby otrzyma¢ I z do-
kªadno±ci¡ do jednego miejsca po przecinku, na poziomie istotno±co
α = 0.05, gdy

1. stosujemy zgrubny estymator Monte Carlo � CMC,

2. stosujemy metod¦ zmiennych antytetycznych.

Wsk: corr(rand1/2, (1− rand)1/2) = −0.9245. Przyj¡¢ b = 0.01.

5.6 Napisa¢ wzór na estymator warstwowy, je±li warstwy de�niowane s¡
przez zmienn¡ X, jak zostaªo to zaproponowane w cz¦±ci Mody�kacje
sekcji 1.

5.7 (Metoda zmiennych antytetycznych.) Zastosowa¢ metod¦ amiennych
antytetycznych do oszacowania

I =

∫ 1

0

ex dx

bior¡c Y2j−1 = eUj , Y2j = e1−Uj . O ile procent zredukujemy wariancj¦
w stosunku do estymatora CMC.

5.8 Zastosowa¢ metod¦ amiennych antytetycznych do oszacowania

I = 4

∫ 1

0

√
1− x2 dx

bior¡c Y2j−1 = 4
√

1− U2
j , Y2j = 4

√
1− (1− Uj)2. O ile procent zre-

dukujemy wariancj¦ w stosunku do estymatora CMC?

5.9 [Asmussen & Glynn [4]] Przedyskutowa¢ metod¦ redukcji wariancji dla
obliczenia ∫ ∞

0

(x+ 0.02x2) exp(0.1
√

1 + cos x− x) dx

metod¡ MC.
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5.10 (Losowanie istotno±ciowe) Poda¢ procedur¦ losowania istotno±ciowego
dla estymacji

I =

∫ 1

0

e−x
2

dx

bior¡c X o g¦sto±ci f̃(x) = re−x (wyliczy¢ r tak aby f̃ byªa g¦sto-
±ci¡ na (0, 1). U»y¢ komputera do wyliczenia odpowiednich caªek. O
ile procent zostanie zredukowana wariancja w stosunku do estymatora
CMC.

5.11 Poda¢ procedur¦ losowania istotno±ciowego dla estymacji

I =

∫ 1

0

xα−1e−x dx

dla α = 3/4, bior¡c X jak w zadaniu 5.10, przyjmuj¡c k(x) = xα−1e−x

oraz f(x) = 1. O ile procent zostanie zredukowana wariancja w sto-
sunku do estymatora CMC.

5.12 Chcemy oszacowa¢
∫ 1

0
k(x) dx gdzie k(x) = 4

√
1− x2. Niech Y =

k(U). Przeprowadzi¢ analiz¦ u»ycia metody zmiennych kontrolnych z
X = h(U), gdzie h(x) = 4− 4x.

5.13 Pokaza¢, »e w metodzie zmiennych kontrolnych otrzymamy to samo
1− ρ2 dla (Y, aX + b) niezale»nie od a 6= 0 i b.

5.14 Pokaza¢, »e estymator istotno±ciowy do obliczenia I =
∫
E
k(x)f(x)

zde�niowany przez
k(x)f(x)/I

ma wariancj¦ równ¡ zero.

5.15

Madras [?] . Chcemy oszacowa¢ caªk¦
∫ 4

0
x1/2e−x dxmetod¡ MC, przy u»yciu

metody losowania istotno±ciowego z g¦sto±ci¡ f̃(x) = e−x/(1− e−4).
(i) Zaprojektowa¢ algorytm przy u»yciu n liczb losowych U1, . . . , Un.
(ii) Czy ma sens zastosowanie matody zmiennych antytetycznych.
Zastanowi¢ si¦ nad innymi metodami MC obliczenia caªki.



5. LOSOWANIE ISTOTNO�CIOWE 129

5.16 [Madras [?]] (i) Chcemy symulowa¢ I =
∫∞

0
k(x) dx, gdzie przez

k(x) = sin(x)(1 + x)−2e−x/5

za pomoc¡ estymatora istotno±ciowego przy losowaniu zmiennych o roz-
kªadzie wykªadniczym z parametrem λ. Pokaza¢, »e dla pewnych wiel-
kos¢i λ wariancja estymatora istotno±ciowego jest niesko«czona.
(ii) Pokaza¢, »e jesli k(x) = sin(x)(1 + x)−2, to wariancja estymatora
istotno±ciowego przy u»yciu losowa« o rozkªadzie wykªadniczym jest
zawsze niesko«czona. Zaprojektowa¢ dobr¡ metod¡ symulacji I.
(iii) Przypu±¢my, »e caªka I jest zbie»na warunkowo (tzn. nie jest
zbie»na absolutnie). Pokaza¢, »e wtedy ka»dy estymator istotno±ciowy
ma niesko«czon¡ ±redni¡.

5.17 Niech I = IP(L > x), gdzie

L =
n∑
j=1

DnXn,

X1, . . . , Xn s¡ niezale»nymi zmiennymi losowymi o jednakowym rozkªa-
dzie N(0,1), niezale»nymi odD1, . . . , Dn. Niech P ma rozkªad Beta(1,19)
z g¦sto±ci¡ (1 − p)18/19, 0 < p < 1. Pod warunkiem P = p zmienne
D1, . . . , Dn s¡ niezale»nymi próbami Bernoulliego z prawdopodobie«-
stwem sukcesu p, niezale»nymi od X1, . . . , Xn. Poda¢ algorytm symula-
cji I = IP(L > x) warunkow¡ metod¡ MC, z warunkowaniem wzgl¦dem∑n

j=1 Dj. Wzi¡¢

x = 3IEL = 3nIEP IEX = 3 · 100 · 0.05 · 3 = 45.

(Asmussen&Glynn,p. 147).

5.18 (Kwadraty ªaci«skie) W przypadku symulacji I =
∫

[0,1]d
g(x) dx, gdy

d jest du»e, metoda warstw po ka»dej zmiennej b¦dzie nieu»yteczn¡
ze wzgl¦du na du»a liczb¦ warstw. Mianowicie, je±li na ka»dym boku
chcemy mie¢ n warstw, to razem w [0, 1]d mamy nd warstw. Wtedy
rozszerzaj¡c przykªad 1.6 z jednego wymiaru na d mieliby±my

V =

 V11 . . . V1n
... . . .

...
Vd1 . . . Vdn

 ,
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gdzie Vij = i−1
n

+
Uij
n
. Remedium jest wykorzystanie tzw. kwadratów

ªaci«skich. Niech U
(j)
i b¦d¡ niezale»nymi zmiennym losowymi o roz-

kªadzie U(0,1) oraz πi = (πi(1), . . . , πi(n)) b¦dzie ci¡giem niezale»nych
losowych permutacji (1, . . . , n), i = 1, . . . , d. Dla j = 1, . . . , n

V (j) = (V
(j)

1 , . . . , V
(j)
d ) ∈ [0, 1]d,

gdzie

V
(j)
i =

πi(j)− 1 + U
(j)
i

n
Pokaza¢, »e estymator

Ŷ LH
n =

1

n

n∑
j=1

g(V (j))

jest estymatorem nieobci¡»onym I. Pokaza¢, »e

Var Ŷ LH
n =

σ2
Y

n
+
n− 1

n
Cov (g(V (1)), g(V 2))

gdzie σ2
Y = Var g(U1, . . . , Ud).

Zadania laboratoryjne

5.19 Niech k1(x) = e
√
x i k2(x) = (1 +

√
x

50
)50 oraz X = U . Mo»na oszacowa¢,

»e |k1(x)− k2(x)| ≤ 0.03, a wi¦c d ≤ 0.03. Przprowadzi¢ eksperyment
oblicznenia I oraz b obiema metodami rozpatrywanymi w podrozdziale
2.2.

5.20 Niech F b¦dzie dystrybuant¡ rozkªadu standardowego normalnego. Niech
pi = 1/10. Korzystaj¡c z tablic rozkªadu normalnego wyznaczy¢ aj, ta-
kie, »e

a0 = −∞
a1 = F−1(1/10)

a2 = F−1(2/10)
... =

...

a9 = = F−1(9/10)

a10 = ∞.
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W pierwszym eksperymencie przeprowadzi¢ 100 replikacji i narysowa¢
histogram z klasami A1, . . . , A10. Natomiast drugi eksperyment prze-
prowadzi¢ przy losowaniu w warstwach losuj¡c w ka»dej 10 replikacji.
Porówn¡c otrzymane rysunki.
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Rozdziaª VI

Symulacje stochastyczne w

badaniach operacyjnych

1 W tym rozdziale poka»emy wybrane przykªady zastosowa« symulacji do
konkretnych zada« w szeroko poj¦tej teorii bada« operacyjnych, modelach
telekomunikacyjnych, itd. Oczywi±cie przykªadowe zadania podane b¦da w
postaci uproszczonej. Nowym elementem pojawiaj¡cym si¦ w tym rozdziale,
jest to, »e niektóre rozpatrywane procesy ewuuluj¡ losow¡ w ci¡gªym cza-
sie. B¦dziemy rozpatrywa¢ pewne procesy stochastyczne, ale do symulacji
b¦dziemy odwoªywa¢ si¦ do modelu a nie do konkretnej teorii procesów sto-
chastycznych.

Aby dobrze zanalizowa¢ postawione zadanie nale»y

• zidenty�kowa¢ pytania które chcemy postawi¢,

• pozna¢ system,

• zbudowa¢ model,

• zwery�kowa¢ poprawno±¢ zaªo»e« modelu,

• przeprowadzi¢ eksperymenty z modelem,

• wybra¢ rodzaj prezentacji.

Ewolucja interesuj¡cej nas wielko±ci zmieniaj¡cej si¦ wraz z czasem (np.
ilo±¢ oczekuj¡cych zada« w chwili t, gdzie 0 ≤ t ≤ Tmax, stan zapasów w

117.1.2018
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chwili t, itd.) jest losowa. Zmienna, która nas interesuje mo»e by¢ skalarem
lub wektorem. Zmienna ta mo»e si¦ zmienia¢ ci¡gle (patrz przykªad reali-
zacji ruchu Browna na rys. [????]) albo jedynie w chwilach dysktretnych.
Wszystkie procesy mo»emy symulowa¢ w chwilach 0,∆, 2∆, . . . i wtedy mamy
do czynienia z symulacj¡ synchroniczn¡ . Jednak»e dla specy�cznej klasy za-
da«, gdy ewolucja zmienia si¦ dyskretnie mo»emy przeprowadza¢ symulacj¦
asychroniczn¡, i to b¦dzie gªównym tematem rozwa»anym w tym rozdziale.

W wielu problemach mamy do czynienia ze zgªaszaj¡cymi si¦ »¡daniami/jednostkami
itp. w sposób niezdeterminowany. Do opisu takiego strumienia zgªosze«
potrzebujemy modeli z teorii procesów stochastycznych. W nast¦pnym po-
dorozdziale opiszemy tzw. proces Poissona (jednorodny i niejednorodny w
czasie), który w wielu przypadkach jest adekwatym modelem.

1 Procesy zgªosze«

1.1 Jednorodny proces Poissona

Zajmiemy si¦ teraz opisem i nast¦pnie sposobami symulacji losowego roz-
mieszczenia punktów. Tutaj b¦dziemy zajmowali si¦ punktami na IR+, które
modeluj¡ momenty zgªosze«. Proces zgªosze« jest na przykªad potrzebny
do zde�niowania procesu kolejkowego lub procesu ryzyka. Najprostszy spo-
sób jest przez zadanie tak zwanego procesu licz¡cego N(t). Jest to proces
N(t) (t ≥ 0), który zlicza punkty do momentu t. Zauwa»my, »e ponie-
wa» momenty zgªosze« na IR+ s¡ losowe, wi¦c N(t) jest procesem losowym,
który ma niemalej¡ce, kawaªkami staªe z jenostkowymi skokami realizacje i
N(0) = 0. Ponadto przyjmujemy, »e jako funkcja czasu t jest prawostronnie
ci¡gªy. Interpretacj¡ zmiennej losowej N(t) jest liczba punktów do chwili t
lub w odcinku (0, t]. Zauwa»my, »e N(t+h)−N(t) jest liczb¡ punktów w od-
cinku (t, t+h]. W dalszej cz¦±ci b¦dziemy oznacza¢ przez 0 < A1 < A2 < . . .
momenty zgªosze« na osi dodatniej (0,∞). Przez

τ1 = A1, τi = Ai − Ai−1, (i = 2, . . .) (1.1)

oznaczamy ci¡g odst¦pów mi¦dzy zgªoszeniami. Wtedy

N(t) = #{i : Ai ≤ t}

nazywamy procesem licz¡cym.
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Przez proces Poissona (lub jednorodny proces Poissona) o intensywno±ci
λ > 0 nazywamy proces licz¡cy dla którego (τj) s¡ niezale»nymi zmiennymi
losowymi o jednakowym rozkªadzie wykªadniczym Exp(λ). Mo»na udowod-
ni¢ (patrz np Billigsley2, »e (N(t))t≥0 jest procesem Poissona o intensywno±ci
λ wtedy i tylko wtedy gdy

1. liczby punktów w rozª¡cznych odcinkach s¡ niezale»ne,

2. liczba punktów w odcinku (t, t+ h] ma rozkªad Poissona z ±redni¡ λh.

Zauwa»my, »e

IP(N(t, t+ h] = 1) = λhe−λh = λh+ o(h), (1.2)

i dlatego parametr λ nazywa si¦ intensywno±ci¡ procesu Poissona. Inna in-
terpretacja to IEN(t, t + h] = λh, czyli λ jest ±redni¡ liczb¡ punktów na
jednostk¦ czasu. Zauwa»my, »e tutaj ta ±rednia, któr¡ cz¦sto zwie si¦ inten-
sywno±ci¡ λ, jest niezale»na od czasu t.

Przypomnijmy, »e w podrozdziale III.2 zauwa»yli±my nat¦puj¡cy fakt.
Niech τ1, τ2, . . . b¦d¡ niezale»nymi zmiennymi losowymi o jednakowym roz-
kªadzie Exp(1) oraz

N = #{i = 1, 2, . . . : τ1 + . . .+ τi ≤ λ}.

Wtedy zmienna losowa N ma rozkªad Poissona z ±redni¡ λ. Okazuje si¦, »e
tak naprawd¦ kolejne sumy niezale»nych zmiennych losowych o jednakowym
rozkªadzie wykªadniczym Exp(λ) de�niuj¡ co± wi¦cej, czyli proces Poissona.
A wi¦c i-ty punkt ma wspóªrz¦dn¡ Ai = τ1 +. . .+τi, natomiast proces licz¡cy
mo»na zapisa¢

N(t) = #{i = 1, 2, . . . : τ1 + . . .+ τi ≤ t}, t ≥ 0.

Podamy teraz procedur¦ matlabowsk¡ generowania procesu Poissona w
odcinku (0,tmax].

2Prawdopodobie«stwo i miara
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Procedura poipro

% poipro simulate Poisson process

% of intensity lambda.

%

% Inputs: tmax - simulation interval

% lambda - arrival intensity

%

% Outputs: n - number of arrivals in (0,tmax],

% arrtime - time points of arrivals,

% if n=0 then arrtime='empty'

arrtime=-log(rand)/lambda;

if (arrtime>tmax)

n=0; arrtime='empty'

else

i=1;

while (arrtime(i)<=tmax)

arrtime = [arrtime, arrtime(i)-log(rand)/lambda];

i=i+1;

end

n=length(arrtime); % arrival times t1,...,tn

end

1.2 Niejednorodny proces Poissona

Jednorodny w czasie proces Poissona nie zawsze oddaje dobrze rzeczywi-
sty proces zgªosze«, ze wzgl¦du na to »e intensywno±¢ jest staªa. Istniej¡
potrzeby modelowania procesu zgªosze« w którym intensywno±¢ zale»y od
momentu t. Na przykªad w cyklu caªodobowym jest naturalnym rozró»-
nienie intensywno±ci przyby¢ ze wzgl¦du na por¦ dnia. Zde�niujemy teraz
niejednorodny proces Poissona z funkcj¡ intensywno±ci λ(t). Je±li intensyw-
no±¢ jednorodnego procesu Poissona λ jest IP(N(dt) = 1) = λ dt (to jest
inny zapis wªasno±ci (1.2)), to w przypadku procesu niejednorodnego chcemy
IP(N(dt) = 1) = λ(t) dt. Formalnie de�niujemy niejednorodny proces Pois-
sona z funkcj¡ intensywno±ci λ(t) jako proces licz¡cy, taki »e

1. liczby punktów w rozª¡cznych odcinkach s¡ niezale»ne,
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2. liczba punktów w odcinku (t, t + h] ma rozkªad Poissona z ±redni¡∫ t+h
t

λ(s) ds.

Okazuje si¦, »e je±li w interesuj¡cym nas odcinku (0, tmax], λ(t) ≤ λmax to
proces niejednorodny mo»na otrzyma¢ z procesu Poissona o intensywno±ci
λmax przez niezale»ne przerzedzanie punktów jednorodnego procesu Pois-
sona; je±li jest punkt w punkcie t to zostawiamy go z prawdopodobie«stwem
p(t) = λ(t)/λmax. Mamy wi¦c schemat dwukrokowy. Najpierw generujemy
proces Poissona o staªej intensywno±ci λmax a nast¦pnie przerzedzamy ka»dy
punkt tego procesu, niezale»nie jeden od drugiego, z prawdopdobie«stwami
zale»nymi od poªo»enia danego punktu.

Podamy teraz procedur¦ matlabowsk¡ generowania procesu Poissona w
odcinku (0, tmax].

Procedura nhpoipro

% nhpoipro simulate nonhomogeneous Poisson process

% of intensity lambda(t).

%

% Inputs: tmax - simulation interval

% lambda - arrival intensity function lambda(t)

%

% Outputs: n - number of arrivals in (0,tmax],

% arrtime - time points of arrivals,

% if n=0 then arrtime='empty'

arrt=-log(rand)/lambdamax;

if (arrt>tmax)

n=0; arrtime='empty';

else

i=1;

while (arrt(i)<=tmax)

arrtime=arrt;

arrt = [arrt, arrt(i)-log(rand)/lambdamax];

i=i+1;

end

m=length(arrtime);

b= lambda(arrtime)/lambdamax;
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c= rand(1,m);

arrtime=nonzeros(arrtime.*(c<b))

n=length(arrtime);

end

1.3 Proces odnowy

Je±li odst¦py mi¦dzy zgªoszeniami τ1, τ2, . . . tworz¡ ci¡g niezale»nych nie-
ujemnych zmiennych losowych o jednakowym rozkªadzie, to mówimy »e ci¡g
A1, A2, . . . zde�niowany przez (1.1) jest procesem odnowy. W szczególno-
±ci, je±li o rozkªadzie wykªadniczym, to mamy proces Poissona. Niestety
taki proces, je±li nie jest procesem POisson, nie ma wªasno±ci stacjonarno±ci
przyrostów, tj. gdy wektory

(N(s+ t2)−N(s+ t1), . . . , N(s+ tn)−N(s+ tn−1))

maj¡ rozkªad niezale»ny od s > 0 (n = 2, 3, . . . , 0 ≤ t1 < t2 < . . .).

1.4 Co to jest proces Poissona na E i jak si¦ go symuluje

Podamy teraz co si¦ rozumie przez proces punktowy na E ⊂ IRd. Niech
E b¦dzie przestrzeni¡ stanów. Jak zwykle (Ω,F , IP) jest podstawow¡ prze-
strzeni¡ probabilistyczn¡. W przypadku procesów Poissona z poprzednich
podrozdziaªow E = R+ lub E = [0, tmax. Mówimy, »e N(·) jest procesem
punktowym na E je±li dla ka»dego B N(B) jest zmienn¡ losow¡ przyjmuj¡c¡
warto±ci {0, . . . ,∞ i dla ka»dego ω, Nω(·) jest miar¡.

Mówimy, »e proces punktowy N na E jest procesem Poisson z miar¡
intensywno±ci Λ je±li

P1 dla rozª¡cznych B1, . . . , Bn ∈ E zmienne losowe N(B1), . . . , N(Bn) s¡
niezale»ne,

P2 N(B) ∼ Poi(Λ(B)).

Matematyczna konstrukcja procesu Poissona daje narz¦dzia do symulacji
procesu Poisson na dowolnej przestrzeni.
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Konstrukcja procesu Poissona na E. Zakªadamy Λ(E) <∞.
Krok 1o. Wylosuj ν o rozkªadzie Poissona Poi(Λ(E).
Krok 2o. Jesli ν = k wylosuj niezale»nie k punktów ξ1, . . . , ξk z E z rozkªadu
Λ(dx)/Λ(E).
Poªó»my N(dx) =

∑ν
j=1 1(ξ ∈ dx). Proces punktowy N jest szukanym pro-

cesem Poissona z miar¡ intesywno±ci Λ.
Zaªó»my, »e Λ(E) = ∞, ale istniej¡ rozª¡czne E1, . . . , Em takie, »e E =
E1 ∪ . . . ∪ Em i Λ(Ej) < ∞ dla j = 1, . . . , n. Wtedy na ka»dej podprzed-
srzeni Ei konstuujemy proces Poissona z miar¡ intensywno±ci Λi(·) = Λ(·∩Ei.
Wa»ne jest aby przy konstrukcji przestrzegano niezale»no±ci pomi¦dzy prze-
strzeniami. Proces Poissona N na E jest sum¡ poszczególnych procesów
Poissona na Ei.

2 Metoda dyskretnej symulacji po zdarzeniach

Wiele procesów stochastycznych modeluj¡cych interesuj¡ce nas ewolucje ma
prost¡ struktur¦. Przestrze« stanów takiego procesu E jest przeliczalna a
proces zmienia stan od czasu do czasu. Moment zmiany stanu nazywamy
tutaj 'zdarzeniem'. Tak wi¦c aby symulowa¢ system musimy przechodzi¢
od zdarzenia do zdarzenia. Taka metoda nazywa sie w j¦zyku angielskim
discrete event simulation. Zadania które mo»emy symulowa¢ w ten sposób
spotykamy w wielu teoriach, mi¦dzy innymi

• zarz¡dzania produkcj¡,

• zapasów,

• systemów telekomunikacyjnych,

• niezawodno±ci.

Przykªad 2.1 Najprostszym przykªadem jest symulacja procesu on-o�, który
przyjmuje warto±ci E = {0, 1}. Jest to proces L(t) alternuj¡cy pomi¦dzy 1
(stan on � wª¡czenia) i 0 (stan o� � wyª¡czenia). Kolejne czasy wª¡cze« i
wyª¡cze« s¡ niezale»ne, czasy wª¡cze« s¡ o tym samym rozkªadzie Fon i czasy
wª¡cze« s¡ o tym samym rozkªadzie Foff . Zdarzeniami s¡ kolejne momenty
wª¡cze« i wyª¡cze«. Zakªadamy niezale»no±c wszystkich czasów on i o�.
Jednym z wska¹ników jest tak zwany wspóªczynnik gotowo±ci � stacjonarne
prawdopodobie«stwo tego, »e system jest sprawny. Je±li IET on < ∞ jest
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±rednim czasem bycia w stanie on a IET off < ∞ jest ±rednim czasem bycia
w stanie o� to wiadomo jest, »e stacjonarny wspóªczynnik gotowo±ci wynosi
IET on/(IET on + IET on). Symulacja L(t) jest bardzo prosta. Na zmian¦ mu-
simy generowa¢ T on i T off tak dªugo a» przkroczymy horyzont tmax. Teraz
mo»emy obliczy¢ estymator

ρ̂(tmax) =
1

tmax

∫ tmax

0

L(s) ds.

Mo»na pokaza¢, »e je±li dystrybuanty Fon, Foff s¡ ci¡gªe, to estymator ρ̂(t)
wspóªczynnika ρ jest zgodny, ale nie jest on nieobci¡»ony. Jesli jednak»e
proces L(t) zaczniemy losowo,

IP(L(t) = 1) = IET on/(IET on + IET on)

oraz
IP(L(t) = 0) = IET off/(IET on + IET on)

to estymator ρ̂(tmax) byªby nieobci¡»ony, ale oczywi±cie taki przypadek wy-
maga znajomo±ci I = ρ

Przykªad 2.2 [Zagadnienie konserwatora] W urz¡dzeniu jest N elementów,
które maj¡ bezawaryjny czas pracy o rozkªadzie F ; jesli który± z elementów
popsuje si¦, to czas naprawy przez konserwatora ma rozkªad G. Zaªózmy, »e
jest jeden konserwator. Je±li wi¦c jest on zaj¦ty, to pozostaªe popsute musz¡
czeka¢. Przyjmujemy, »e wszystkie zmienne s¡ niezale»ne. Mo»emy si¦ py-
ta¢, na przykªad o liczb¦ niesprawnych elementów L(t) w momencie t ≤ tmax.
Jest to oczywi±cie zmienna losowa dla której mo»emy chcieliby±my policzy¢
funkcj¦ prawdopodobie«stwa lub w szególno±ci ±redni¡ IEL(t). Przy odpo-
wiednich zaªó»eniach regularno±ci ta wielko±¢ d¡»y do pewnej staªe l, która
jest oczekiwan¡ stacjonarn¡ liczb¡ niesprawnych elementów. Mo»emy si¦
równiez pyta¢ o czas B do pierwszego momentu gdy wszystkie maszyny s¡
zepsute. Ile wynosi IEB? Je±li rozkªady F i G s¡ dowolne, to nie znamy
wzorów na postawione pytania. A wi¦c pozostaje symulacja. Zdarzeniami
s¡ w momenty awarii i naprawy elementu. W przypadku awarii liczba nie-
sprawnych zwi¦ksza si¦ o jeden natomiast naprawy zmniejsza si¦ o jeden.
Estymatorem l jest

l̂ =
1

tmax

∫ tmax

0

L(s) ds.
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Ogólny opis metody jest nast¦puj¡cy. Przypu±cmy, »e chcemy symulo-
wa¢ n � stan systemu do momentu tmax - horyzont symulacji. Jedyne sto-
chastyczne zmiany systemu s¡ mo»liwe w pewnych momentach A1, A2, . . ..
Pomi¦dzy tymi momentami system zachowuje si¦ deterministycznie (przyj-
mujemy, »e jest staªy chocia» istniej¡ modele pozwalajaj¡ce opu±ci¢ to za-
ªo»enie - tzw. procesy kawaªkami deterministyczne Markowa). Przypu±cmy,
»e mamy N typów zdarze« Ai (i = 1, . . . , N). Pomysª polega na utworze-
niu listy zdarzeniowej LZ w której zapisujemy momenty nast¦pnych zdarze«
po momencie obecnego; zdarzenie Ai b¦dzie w momencie tAi . Je±li które±
zdarzenie nie mo»e w nast¦pnym kroku nast¡pi¢, to w li±cie zadaniowej nie
b¦dzie zarejestrowany jego moment pojawienia si¦. Tak mo»e by¢ na przy-
kªad z momentami zgªosze« do systemu po zadanym horyzoncie tmax.

Algorytm znajduje najbli»sze zdarzenie, podstawia now¡ zmienn¡ czasu,
wykonuje odpowiednie aktywno±ci, itd. Oczywi±cie aby symulacja bya mo»-
liwa musz¡ by¢ poczybione odpowiednie zaªo»enia niezale»no±ci.

Przykªad 2.3 Narysujemy teraz realizacje systemu kolejkowego M/M/1 z
intensywno±ci¡ zgªosze« λ i intensywno±ci¡ obsªugi µ. Interesuje nas proces
L(t) liczby zada« w systemie w chwili t. Odsyªamy do dodatku ([????])
po informacje z teorii kolejek, w szczeglólno±ci systemu M/M/1. Realizacje
takiego procesu mo»na otrzyma¢ korzystaj¡c z symulacji po zdarzeniach,
jednak»e my tutaj wykorzystamy ze specjalnej struktury procesów narodzin
i ±mierci. Proces L(t) jest bowiem procesem narodzin i ±mierci (B&D) z
intesywno±cia narodzin λ i intensywno±ci¡ ±mierci µ. Korzystaj¡c wi¦c z
teorii procesów B&D (patrz dodatek XI.7.2) wiemy, »e

• je±li system jest niepusty to czasy do kolejnych skoków s¡ wykªadnicze
z parametrem λ+µ, skok gór¦ jest z prawdopodobie«stwem λ/(λ+µ),
natomiast w dóª z prawdopodobie«stwem µ/(λ+ µ),

• je±li system jest pusty to najbli»szy skok (do jedynki) jest po czasie
wykªadniczym z parametrem λ.

Podamy teraz prosty algorytm na generowania realizacji dªugo±ci kolejki gdy
λ = 8/17 i µ = 9/17 a» do 100-nego skoku. Zauwa»my, »e tutaj λ + µ = 1,
i »e L(0) = 5. 3 Do wykre±lenia realizacji b¦dziemy u»ywa¢ matlabowskiego
polecenia

3mm1v1.m
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stairs (x,y)

gdzie x = (x1, . . . , xn), y = (y1, . . . , yn) które przy zaªo»eniu, »e x1 < . . . <
xn, wykre±la ªaman¡ ª¡cz¡c¡ punkty

(x1, y1), (x2, y1), (x2, y2), . . . , (xn, yn).

clc;clear;

t=0;

s=5;

jumptimes=[t];

systemsizes=[s];

for i=1:1000

if s>0

t=t-log(rand);

s=s+(2*floor((17/9)*rand)-1);

else

t=t-17*log(rand)/8;

s=1;

end

jumptimes=[jumptimes,t];

systemsizes=[systemsizes,s];

end

stairs(jumptimes,systemsizes)

Na rysunkach 2.1 i 2.2 s¡ przykªadowe symulacje jednej realizacji dla
wybranych parametrów λ i µ.

Zmody�kujemy teraz algorytm tak aby otrzyma¢ realizacj¦ na odcinku
[0, tmax]. Realizuj¡c algorytm otrzymamy dwa ci¡gi (0, t1, . . . , tmax), (s0, s1, . . . , smax),
które nast¦pnie sªu»¡ do wykre±lenia realizacji za pomoc¡ polecenia �stairs�.

2.1 Mody�kacja programu na odcinek [0, tmax].

clc;clear;

t=0;

s=5;

tmax=1000;

jumptimes=[t];

systemsizes=[s];
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until t<tmax;

if s>0

t=t-log(rand);

s=0,s+(2*floor((17/9)*rand)-1);

else

t=t-7*log(rand)/8;

s=1;

end

jumptimes=[jumptimes,t];

systemsizes=[systemsizes,s];

end

jumptimes =[jumptimes, tmax];

systemsizes =[systemsizes,s];

stairs(jumptimes,systemsizes)

Teraz zastanowimy si¦ jak obliczy¢
∫ tmax

0
L(s) ds w celu obliczenia ±redniej

dªugo±ci kolejki

srednia =

∫ tmax

0
L(s) ds

tmax

.

4

clc;clear;

t=0;

s=5; Lint=0;tdiff=0;

tmax=1000000;

while t<tmax

told=t;

if s>0

t=t-log(rand);

tnew=min(t,tmax);

tdiff=tnew-told;

Lint=Lint+tdiff*s;

s=s+(2*floor((17/9)*rand)-1);

else

t=t-17*log(rand)/8;

s=1;

4mm1sredniav2
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end

end

srednia=Lint/tmax

Przeprowadzono eksperyment otrzymuj¡c nast¦puj¡ce wyniki
tmax=1000;srednia =8.2627
tmax=100000;srednia = 8.1331
tmax=10000000;srednia = 7.9499
Z teorii (patrz dodatek [????]) wiadomo, »e z prawdopodobie«stwem 1

lim
→∞

∫ t
0
L(s) ds

t
= 8.

W rozdziale VII (patrz przykªad [??ex.mm1.analiza??])zastanowimy si¦
jak odpowiednio dobra¢ tmax.

Ogólny algorytm dyskretnej symulacji po zdarzeniach

INICJALIZACJA

podstaw zmienn¡ czasu równ¡ 0;

ustaw parametry pocz¡tkowe 'stanu systemu' i liczników;

ustaw pocz¡tkow¡ list¦ zdarzeniow¡ LZ;

PROGRAM

podczas gdy zmienna czasu < tmax;

wykonaj

ustal rodzaj nast¦pnego zdarzenia;

przesu« zmienn¡ czasu;

uaktualnij 'stan systemu' & liczniki;

generuj nast¦pne zdarzenia & uaktualnij list¦ zdarzeniow¡ LZ

koniec

OUTPUT

Obliczy¢ estymatory & przygotowa¢ dane wyj±ciowe;
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Rysunek 2.1: Realizacja liczby zada«; λ = µ = .5.
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Rysunek 2.2: Realizacja liczby zada«; λ = 8/17, µ = 9/17.
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2.2 Symulacja kolejki z jednym serwerem

Metod¦ zilustrujemy na przykªadzie algorytmu symulacji liczby zada« w ko-
lejce GI/G/1. W dodatku XI.6 znajduj¡ si¦ fakty z teorii kolejek, a w szcze-
gólno±ci opis systemu z jednym serwerem typu GI/G/1. Rozpatrujemy sys-
tem w przedziale czasowym [0, tmax]. Dalej b¦dziemy pisa¢ tmax =tmax.
Interesuj¡ nas dwie ewolucje:

• proces liczby zada« L(t) w systemie w chwili t; 0 ≤ t ≤ tmax,

• ci¡g czasów odpowiedzi D(i).

Metoda opisana poni»ej jest odpowiednia dla symulacji dªugo±ci kolejki, a
przy okazji zbadania czasu odpowiedzi. W przypadku symulacji jedynie ko-
lejnych czasów odpowiedzi, dla systemu GI/G/1 z dyscyplin¡ FIFO mo»emy
wykorzysta¢ prost¡ rekurencj¦ podan¡ w dodatku w wzorze (XI.7.11).

Zajmiemy si¦ wi¦c symulacj¡ procesu liczby zada« L(t) w systemie w
chwili t. Zakªadamy, »e dyscyplina obsªugi jest zachowuj¡ca prac¦, tj. w mo-
mencie sko«czenia obsªugi zadania przez serwer, nie jest wa»ne które zadanie
jest wybierane do obsªugi (o ile w tym momencie czekaj¡ przynajmniej dwa
zadania) ale tylko to, »e serwer natychmiast podejmuje prac¦.

Dla systemu GI/G/1 mamy dwa zdarzenia:

• zgªoszenie � A1=A,

• odej±cie � A2=O.

Poszczególne elementy algorytmu zale»¡ od stanu listy zdarzeniowej � LZ, tj.
od wielko±ci tA,tO - czasów nast¦pnego odpowiednio zgªoszenia i odej±cia.
Mo»liwe stany listy zdarzeniowej LZ to {tA},{tO}, {tA,tO}, ∅.

B¦dziemy oznacza¢ przez

• t � zmienn¡ czasu,

• n � zmienn¡ systemowa; liczba zada« w systemie,

Dane zbieramy (output variables) w:

• t(i),n(i) - zmienne otrzymane (output variables) � moment kolejnego
i-tego zdarzenia oraz stan systemu tu» przed tym momentem; zbierane
w macierzy JS (jumptimes,systemsizes). Pocz¡tkowe warto±ci JS to
t = 0 oraz stan pocz¡tkowy s.
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Niech F b¦dzie dystrybuant¡ odst¦pu τi mi¦dzy zgªoszeniami oraz G dys-
trybuant¡ rozmiaru zadania. Na przykªad w systemie M/M/1, F jest roz-
kªadem wykªadniczym z parametrem lambda natomiast G jest rozkªadem
wykladniczym z parametrem mi. Zauwa»my, »e na podstawie znajomo±ci
JS={(t(j),n(j))} mo»emy wykre±li¢ realizacj¦ L(s), 0 ≤ s ≤ tmax.
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Podamy teraz algorytm na symulacj¦ stanów kolejki z jednym serwerem.
B¦dziemy zakªada¢, »e rozkªady F i G s¡ ci¡gªe. Na pocz¡tku przyjmujemy,
»e w chwili t = 0 system jest pusty (n=0). Je±li n = 0, to odpowiada mu
przypadek LZ={tA} jesli tA<tmax, lub LZ=
empty} w przeciwnym razie. Na rysunku 2.3 ilustrujemy pierwsze kroki
algorytmy dla przypadku gdy tA<tmax i pierwszy rozmiar zadania S1 jest
mniejszy od odst¦pu pomi¦dzy zgªoszeniem zadania pierwszego i drugiego.

Algorytm

POCZ�TEK (gdy w chwili 0 system jest pusty).

utwórz wektory/macierze:

JS -- macierz dwu-wierszowa; JS=[0;0]

Losujemy Tau o rozkªadzie F.

Je±li Tau>tmax, to LZ=emptyset.

Je±li Tau=< tmax,

to doª¡czamy do JS t=n=0,

oraz podstawiamy tA=Tau i LZ={tA}.

Nast¦pna cz¦±¢ zale»y ju» od stanu listy LZ.

PRZYPADEK 1. LZ={tA}.

doª¡cz do JS: t:=tA, n:=n+1

generuj: zm. los. Tau o rozkªadzie F do najbli»szego zgªoszenia

generuj: zm. los. S o rozkªadzie G (rozmiar nast¦pnego zadania)

resetuj: tO=t+S

resetuj: je±li t+Tau>tmax to: nowy LZ={tO}

resetuj: jesli t+Tau=< tmax, to tA=t+Tau; nowy LZ={tA,tO}

PRZYPADEK 2. LZ={tA,tO}, gdzie tA =< tO.

doª¡cz do JS: t=tA, n=n+1

generuj: Tau o rozkladzie F

resetuj: je±li t+Tau>tmax to podstaw tO; nowy LZ={tO}

resetuj: jesli t+Tau < tmax

to podstaw tA=t+Tau; nowy LZ={tA,tO}
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PRZYPADEK 3. LZ={tA,tO}, gdzie tA > tO.

doª¡cz do JS: t=tO, n=n-1

je±li n>0: je±li to generuj: Y o rozkladzie G i resetuj tO=t+Y,

nowa lista zdarzeniowa LZ={tA,tO}

jeli n=0 to nowa LZ={tA}

PRZYPADEK 4: LZ={tO}

doª¡cz do JS: t=t0, n=max(0,n-1), nowa lista zdarzeniowa

LZ={emptyset}.

PRZYPADEK 5: LZ={emptyset}

doª¡cz do JS: t=tmax, n=n.

KONIEC -- sko«cz symulacje.

Teraz zrobimy kilka uwag o rozszerzeniu stosowalno±ci algorytmu.

Dowolne warunki pocz¡tkowe W przypadku, gdy w chwili 0 system nie
jest pusty, musimy zada¢/zna¢ liczb¦ zada« w systemie w chwili 0, czas do
zgªoszenia tA oraz czas do zako«czenia obslugi tO. To znaczy musimy zada¢
list¦ zdarzeniow¡ {tA,tO} oraz zmienn¡ 'n'. Zauwa»my, »e w najogólniej-
szym przypadku gdy system w chwili 0 jest juz od pewnego czasu pracuj¡cy,
to (n,tA,tO) jest wektorem losowym o zadanym rozkªadzie. Oczywi±cie mo-
»emy przyj¡¢, »e (n,tA,tO) jest deterministyczne. W ogólnym przypadku
podanie tego rozkªadu jest spraw¡ bardzo trudn¡. Ale na przykªad w przy-
padku systemu M/M/1, tA ma rozkªad wykªadniczy z parametrem lambda
(je±li n > 0) oraz tO ma rozkªad wykladniczy z parametrem mi. Jest to
konsekwencja braku pami¦ci rozkªadu wykªadniczego; patrz XI.5.6.

2.3 Czasy odpowiedzi, system z c serwerami

Wyobra¹my sobie, »e do systemu wpªywaj¡ zadania � k-te w chwili Ak roz-
miaru Sk. Jest c serwerów. Serwer i-ty (i = 1, . . . , c) pracuje z szybko±ci¡
h(i). Bez straty ogólno±ci mo»emy zaªo»y¢, »e h(1) ≥ h(2) ≥ . . . ≥ h(c).
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A wi¦c zadanie rozmiaru Sk na i-tym serwerze jest jest obsªugiwane przez
Sk/h(i) jednostek czasu. Teraz b¦dzie wa»na dyscyplina obsªugi � zgodna
z kolejno±ci¡ zgªosze«. Zauwa»my, »e w przypadku wi¦kszej liczby kanaªów
nie ma równowa»no±ci z dyscyplin¡ FIFO. W przypadku gdy kilka serwerów
jest pustych, zostaje wybrany najszybszy, czyli z najmniejszym numerem.
Interesuj¡c¡ nas charakterystyk¡ jest czas odpowiedzi (response time) � czas
od momentu zgªoszenia zadania do opuszczenia przez niego systemu.

W tym wypadku mamy c + 1 zdarze«: zgªoszenie, odej±cie z pierwszego
serwera,...,odej±cie z c-tego serwera. Poszczególne elementy algorytmu za-
le»¡ od stanu listy zdarzeniowej � LZ, tj. od wielko±ci tA,tO(1),...tO(c) -
czasów nast¦pnego odpowiednio zgªoszenia i odej±cia z odpowiedniego ser-
wera. W li±cie zdarzeniowej musimy te» przechowywa¢ razem z tO(i) numer
K(i) zadania, które w tym momencie opuszcza system. W przypadku c = 1
wystarczyªoby rejestrowanie kolejnych momentów gªosze« An i kolejnych mo-
mentów odej±¢ z systemów, poniewa» w tym przypadku kolejno±¢ zgªosze«
odpowiada kolejno±ci odej±¢. Przez krok b¦dziemy rozumieli przejscie od
jednego zdarzenia do nast¦pnego.

Mo»liwe stany listy zdarzeniowej LZ s¡ podzbiorami {tA,tO(1),...,tO(c)}
(wª¡cznie ze zbiorem pustym ∅).

B¦dziemy potrzebowa¢

• nmax � liczba zada« symulowanych,

oraz

• n � zmienna systemowa; liczba zada« w chwili t,

• NK � numer aktualnie czekaj¡cego na obsªug¦ zadania,

• NA � liczba zgªosze« do aktualnego kroku,

• NO � liczba odej±¢ do aktualnego kroku.

B¦dziemy te» zbiera¢ nast¦puj¡ce dane (output variables):

• (A(i),O(i)) - zmienne otrzymane (output variables) � moment zgªosze-
nia oraz moment wykonania i-tego zadania; zbierane w wektorach A,
O.

Niech F b¦dzie dystrybuant¡ odst¦pu Tau mi¦dzy zgªoszeniami oraz G
dystrybuanta rozmiaru zadania S. Zakªadamy, »e dystrybuanty F,G s¡ ci¡-
gªe. Zauwa»my:
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• Na podstawie A(i),O(i) mo»emy znale¹¢ ci¡g czasów odpowiedziD(i) =
O(i)− A(i).

3 ALOHA

W chwilach n (n = 0, 1, 2, . . .) 'u»ytkownicy' komunikuj¡ si¦ przez wspól-
nie u»ytkowany kanaª. Kiedy u»ytkownik ma wiadomo±¢ do nadania mo»e
j¡ przesyªa¢ przez kanaª. Wiadomo±¢ jest podzielona na pakiety jednako-
wej dªugo±ci, które wysyªane s¡ w 'szczelinach' (slots) czasowych (tej samej
dªugo±ci co pakiety). Je±li w tej samej szczelinie chce transmitowa¢ wi¦cej
ni» jeden u»ytkownik, wtedy nast¦puje 'kolizja' o której dowiaduj¡ si¦ u»yt-
kownicy i transmisja jest nieudana. Udana transmisja jest wtedy i tylko
wtedy gdy dokªadnie jeden pakiet jest transmitowany w szczelnie. Oczy-
wi±cie, gdyby w nast¦pnej szczelinie zaªo»y¢, »e dotychczasowi u»ytkownicy
b¦d¡ znowu próbowa¢ nadawa¢, to nawet gdyby nie pojawiªy si¦ nowe wia-
domo±ci, na pewno nast¡piªaby kolizja. Aby rozwi¡za¢ ten problem i mo¢
nadawa¢ w takim kanale opracowano rozmaite protokoªy, na przykªad tak
zwany szczelinowa ALOHA slotted ALOHA. W tych protokoªach zakªada
si¦, »e u»ytkownicy mog¡ jedynie sªysze¢ kolizje, ale nie znaj¡ liczby pa-
kietów oczekuj¡cych u poszczególnych u»ytkowników. Je±li wi¦cej ni» jedna
stacja zdecyduje si¦ transmitowa¢ w tej samej szczeline, wtedy mamy koli-
zj¦ i »aden pakiet nie zostaª przesªany, i wszyscy musz¡ czeka¢ do momentu
n+ 1. Je±li natomiast tylko jedna stacja zdecyduje si¦ na transmisj¦, to trwa
ona 1 jednostk¦ czasu i ko«czy si¦ sukcesem.

Pomysª jest taki, »eby nadawanie pakietu po kolizji byªo opó¹nione. Jak
to zrobi¢ zale»y od protokóªu.

Aby mo¢ zbada¢ protokóªy zbudujemy model matematyczny. O± czasowa
jest podzielona na szczelny; i-ta jest [i, i+ 1), i = 0, 1, . . .. Aby opisa¢ model
potrzebujemy nast¦puj¡ce skªadniki:

• Xn � liczba pakietów czekaj¡cych na transmisj¦ na pocz¡tku szczeliny
n-tej

• An � liczba nowych pakietów gotowych do nadawania na pocz¡tku
szczeliny n-tej.

• {hi, 1 ≤ i ≤ K} � strategia nadawania, gdzie 0 < hi < 1, K ≤ ∞
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Powy»ej 0 < hi < 1 oznacza, »e po i nieudanych transmisjach pakiet jest
nadawany w nast¦pnej szczelinie z prawdopodobie«stwem hi. Zakªada si¦,
»e {An} s¡ niezale»ne o jednakowym rozkªadzie z wspóln¡ funkcj¡ prawdo-
podobie«stwa IP(An = i) = ai, i = 0, 1, . . . z IEAn = λ < ∞. Mo»emy
rozpatrywa¢ nast¦puj¡ce strategie retransmisji.

• hi = h � szczelinowa ALOHA; hi = h

• hi = 2−i � ETHERNET ( exponential back-o�).

Niech

• Zn � liczba pakietów podchodz¡cych do transmisji w i-tej szczelinie.

Zauwa»my, »e

Xi+1 = Xi + Ai − 1(Zi = 1), i = 0, 1 . . . (3.3)

Niech

N s
n =

n∑
i=1

1(Zi = 1), n = 1, . . .

b¦dzie liczb¡ pakietów przetransmitowanych w pierwszych n szczelinach; n =
1, 2, . . .. De�niujemy przepustowo±¢ (throughput) jako

lim
n→∞

N s
n

n
= γ.

Zauwa»my, »e w protokóle szczelinowa ALOHA, rozkªad Zn pod warun-
kiem Xn = k jest taki sam jak A + B(k), gdzie {B(k)} jest zmienn¡ losow¡
niezale»n¡ od A z funkcj¡ prawdopodobie«stwa

IP(Bn(k) = i) = bi(k) =

(
k

i

)
hi(1− h)k−i, i = 0, 1, . . . , k

Warunkowy dryf de�niuje si¦ jako

IE [Xn+1 −Xn|Xn = k] = λ− b1(k)a0 − b0(k)a1. (3.4)

Gdy k →∞ to
IE [Xn+1 −Xn|Xn = k]→ λ > 0
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co sugeruje, »e jak ci¡g osi¡gnie wysoki puªap to ma dryf do niesko«czono±ci.
W teorii ªa«cuchów Markowa formalnie dowodzi si¦ chwilowo±ci ci¡gu (Xn).

Do symulacji b¦dziemy zakªada¢, »e An maj¡ rozkªad Poi(λ). Przykªa-
dowa symulacja (Xn) jest pokazana na rys. 3.4.

Natomiast na rys. 3.5 pokazane s¡ lokalne przepustowo±ci

Bn =
n∑
i=1

1(Zi = 1)/n; n ≤ N.

4 Prawdopodobie«stwo awarii sieci

Rozwa»my sie¢ poªacze«, która jest spójnym grafem skªadaj¡cym si¦ z w¦-
zªów, z których dwa s i t s¡ wyró»nione. W¦zªy s¡ poªaczone kraw¦dziami
ponumerowanymi 1, . . . , n. Ka»da kraw¦d¹ mo»e by¢ albo sprawna � 0 lub
nie � 1. W przypadku niesprawnej kraw¦dzi b¦dziemy mówili o przerwaniu.
mo»emy te» mówi¢ o usuni¦ciu kraw¦dzi, i wtedy nowy graf nie musi byc
dalej spójny.

Stany kraw¦dzi opisuje wektor e1, . . . , en, gdzie ei = 0 lub 1. Sie¢ w
caªo±ci mo»e by¢ sprawna � 0 je±li jest poª¡czenie od s do t lub nie (t.j. z
przerw¡) � 1, tzn graf powstaªy po usuni¦ciu niesprawnych kraw¦dzi nie jest
spójny. Niech S = {0, 1}n i e = (e1, . . . , en). Formalnie mo»emy opisa¢ stan
systemu za pomoc¡ funkcji k : S → {0, 1}. Mówimy, »e sie¢ jest niesprawna
i oznaczamy to przez 1 je±li nie ma poªaczenia pomi¦dzy w¦zªami s i t, a
0 w przeciwnym razie. To czy sie¢ jest niesprawna (lub sprawna) decyduje
podzbiór B niesprawnych kraw¦dzi, tj ej = 1, j ∈ B, ej = 0, /∈ B. Podamy
teraz przykªady. Oznaczmy |e| =

∑n
j=1 ej.

• Ukªad szeregowy jest niesprawny gdy jakakolwiek kraw¦d¹ ma przerwa-
nie. A wi¦c k(e) = 1 wtedy i tylko wtedy gdy |e| ≥ 1.

• Ukªad równolegªy jest niesprawny je±li wszystkie elementy s¡ niesprawne.
A wi¦c k(e) = 1 wtedy i tylko wtedy gdy |e| = n.

Teraz przypu±¢my, »e ka»da kraw¦d¹ mo»e mie¢ przerwanie z prawdopodo-
bie«stwem q niezale»nie od stanu innych kraw¦dzi. Opiszemy to za pomoc¡
wektora losowego X przyjmuj¡cego warto±ci z S. Zauwa»my, »e X jest dys-
kretn¡ zmienn¡ losowa z funkcj¡ prawdopodobie«stwa

IP(X = e) = p(e) = q
∑n
j=1 ej(1− q)n−

∑n
j=1 ej ,
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dla e ∈ S. Naszym celem jest obliczenie prawdopodobie«stwa, »e sie¢ jest
niesprawna. A wi¦c

I = IE k(X) =
∑
e∈S

k(e)p(e)

jest szukanym prawdopodobie«stwem, »e sie¢ jest niesprawna. Z powy»szego
widzimy, »e mo»emy u»ywa¢ estymatora dla I postaci

X̂CMC
n =

1

n

n∑
i=1

k(Xi),

gdzie X1, . . . , Xn s¡ niezale»nymi replikacjami X. Poniewa» k(X) = 0 lub 1,

I = IP(k(X) = 1) = IE k(X) oraz Var k(X) = I(1− I).

Proponujemy zrobi¢ symulacj¦ dla konkretnego przykªadu pochodz¡cego
z ksi¡»ki Madrasa [?]. Sie¢ ma 11 w¦zªów poª¡czonych 22 kraw¦dziami i jest
przedstawiona na rys. 4.6.

Poniewa» typowo prawdopodobie«stwo I jest bardzo maªe, wi¦c aby wy-
liczy¢ szukane prawdopodobie«stwo awarii musimy zrobi¢ wiele replikacji.
Dlatego jest bardzo wa»ne optymalne skonstruowanie dobrego estymatora
dla I.

Zanalizujemy teraz estymator istotno±ciowy z p̃(e) = β|e|(1 − β)n−|e|.
Mamy

I =
∑
e∈S

k(e)p(e) =
∑
e∈S

k(e)p(e)

p̃(e)
p̃(e).

Teraz zauwa»my, »e k(e) = 1 wtedy i tylko wtedy gdy sie¢ jest niesprawna a
w pozostaªych przypadkach równa si¦ zero. A wi¦c

I =
∑

e:k(e)=1

p(e)

p̃(e)
p̃(e),

gdzie
p(e)

p̃(e)
=

q|e|(1− q)n−|e|

β|e|(1− β)n−|e|
=

(
1− q
1− β

)n(
q(1− β)

β(1− q)

)|e|
,

gdzie |e| =
∑n

j=1 ej. B¦dziemy przyjmowali, ze β ≥ q co poci¡ga

q(1− β)

β(1− q)
≤ 1.
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Niech teraz d b¦dzie najmniejsz¡ liczb¡ kraw¦dzi z przerwaniem, powoduj¡ca
niesprawno±¢ caªej sieci. Na przykªad dla sieci szeregowej d wynosi 1, a dla
równolegªej n. Dla sieci z Rys. 4.6 mamy d = 3. A wi¦c, jesli k(e) = 1, to
|e| ≥ d.

Przy zaªo»eniu |e| ≥ d(
1− q
1− β

)n(
q(1− β)

β(1− q)

)|e|
≤

(
1− q
1− β

)n(
q(1− β)

β(1− q)

)d
, |e| ≥ d

=
(1− q)n−dqd

βd(1− β)n−d
.

Teraz pytamy dla jakiego β ≥ q prawa strona jest najmniejsza. Od-
powied¹ na to pytanie jest równowa»na szukaniu maksimum funkcji βd(1 −
β)n−d. Przyrównuj¡c pochodn¡ do zera mamy

dβd−1(1− β)n−d − (n− d)βd(1− β)n−d−1 = 0.

St¡d β = d/n. A wi¦c dla |e| ≥ d mamy(
1− q
1− β

)n(
q(1− β)

β(1− q)

)|e|
≤

(
1− q
1− d

n

)n(
q(1− d

n
)

d
n
(1− q)

)d

= δ.

Je±li d/n ≥ q, to oczywi±cie δ ≤ 1. Teraz

ĨE k2(X)
p2(X)

p̃2(X)
=

∑
{e:k(e)=1}

p2(e)

p̃2(e)
p̃(e)

=
∑

{eκ(e)=1}

p(e)

p̃(e)
p(e)

=
∑

{e: k(e)=1}

(
1− q
1− β

)n(
q(1− β)

β(1− q)

)|e|
p(e)

≤ δ
∑

{e: |e|≥d}
p(e) = δI.

Poniewa» I zazwyczaj jest maªe, wi¦c

Var Ŷn =
I(1− I)

n
≈ I

n
.
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Z drugiej strony

Var Ŷ IS
n ∼

δ

n
I.

A wi¦c estymator IS ma 1/δ razy mniejsz¡ wariancj¦ ani»eli by to robi¢ za
pomoc¡ zgrubnego estymatora.

W szczególno±ci przyjmijmy dla sieci z Rys. 4.6 prawdopodobie«stwo
przerwania q = 0.01. Dla tej sieci mamy β = 3/22 i st¡d δ = 0.0053. Czyli
u»ywaj¡c estymatora IS potrzebne b¦dzie

√
1/δ ≈ 14 razy mniej replikacji.

Przykªad 4.1 Obliczenie prawdopodobie«stwa awarii sieci metod¡
warstw. Rozwa»my schemat poª¡cze« z rys. 4.6. Poniewa» typowo prawdo-
podobie«stwo I jest bardzo maªe, wi¦c aby je obliczy¢ u»ywaj¡c estymatora
CMC musimy zrobi¢ wiele replikacji. Dlatego jest bardzo wa»ne optymalne
skonstruowanie dobrego estymatora dla I. Mo»na na przykªad zaproponowa¢
estymator warstwowy, gdzie j-t¡ warstw¡ S(j) jest podzbiór S(j) skªadaj¡-
cych si¦ z tych B takich, »e |B| = j. Zauwa»my, »e

pj = IP(X ∈ S(j)) = IP(dokªadnie j kraw¦dzi ma przerw¦) =

(
n

j

)
qj(1−q)n−j .

Ka»dy A ⊂ S ma jednakowe prawdopodobie«stwo qj(1− q)|S|−j oraz

IP(X = A|X ∈ S(j)) = 1/

(
n

j

)
A ⊂ S .

Aby wi¦c otrzyma¢ estymator warstwowy generujemy npj replikacji na ka»dej
warstwie S(j) z rozkªadem jednostajnym.

5 Uwagi bibliogra�czne

O procesach Poissona mo»na przeczyta¢ w wielu ksi¡»kach z procesów sto-
chastycznych. Jednak»e warto poleci¢ ksi¡»ki specjalistycznej, jak na przy-
kªad Kingmana [20, 21]. Metoda symulacji niejednorodnego procesu Poisson
przez przezedzanie pochodzi z pracy [32]. Metoda symulacji po zdarzeniach
(discrete event simulation) ma bogat¡ literatur¦. W szczególno±ci mo»na po-
leci¢ podr¦cznika Fishmana [15], Bratleya i wspóªautorów [7]. Jesli procesy
pomi¦dzy zdarzeniami nie s¡ staªe ale zmieniaj¡ si¦ w sposób determini-
styczny, to takie procesy mo»na modelowa¢ za pomoc¡ procesów kawaªkami
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deterministycznie Markowa (piecewise deterministic Markov process); patrz
monogra�a Davisa [10].

O zagadnieniu konserwatora i innych problemach teorii niezawodno±ci
mo»na poczyta¢ w ksi¡»ce Kopoci«skiego [25]

O protokoªach w transmisji rozproszonej mo»na poczyta¢ w ksi¡»kach:
Ross [1], str. 148, Bremaud [8], str. 108�110, 173�178, lub w pracach Kelly
(1985) i Kelly & MacPhee [18, 19], Aldous (1987) [3].

Analiza przepªywu w sieci z rys. 4.6 jest wzi¦ta z ksi¡zki Madrasa [?].
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Rysunek 2.3: Ilustracja pierwszych kroków algorytmu dla G/G/1.
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Rysunek 3.4: Liczba oczekuj¡cych pakietów Xn (n ≤ 5000) w ALOHA;
λ = 0.31, h = 0.1.
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Rysunek 3.5: Szczelinowa ALOHA; Przepustowo±¢ Bn/n (n ≤ 5000); λ =
0.31, h = 0.1.

Rysunek 4.6: Schemat poª¡cze« w sieci.
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Zadania teoretyczne

5.1 W szczelinowym modelu ALOHA z λ = 0.31 oraz h = 0.1 policzy¢
funkcj¦

φ(k) = IE [Xn+1−Xn|Xn = k] = λ−b1(k)a0−b0(k)a1, k = 0, 1, . . . ,

gdy Ai maj¡ rozkªad Poissona. Zrobi¢ wykres. Czy mo»na na podsta-
wie tego wykresu skomentowa¢ rys. 3.4 i 3.5.

5.2 Dla sieci z rys. 4.6 oszacowa¢ dwustronnie I i nast¦pnie przeprowadzi¢
analiz¦ symulacji dla zgrubnego estymatora.

5.3 Dla przykªadu 2.1 pokaza¢, »e estymator ρ̂(t) jest zgodny.

5.4 Zastanowi¢ si¦ w jaki sposób optymalnie przeprowadzi¢ symulacj¦ nie-
jednorodnego procesu Poissona z

λ(t) =

{
1 + sint 0 ≤ t ≤ tmax/
10 + sint tmax < t ≤ tmax.

Porówna¢ z metod¡ z podrozdziaªu 1.2 oczekiwane liczby replikacji po-
trzebne do wygenerowania jednej realizacji procesu Poissona na [0, tmax)

Zadania laboratoryjne

5.5 Wygenerowa¢ A1, A2, . . ., w odcinku [0, 1000], gdzie A0 = 0 oraz A1 <
A2 < . . . s¡ kolejnymi punktami w niejednorodnym procesie Poissona
z funkcj¡ intensywno±ci λ(t) = a(2− sin(2π

24
t)). Przyj¡¢ a = 10. Niech

A(t) b¦dzie liczb¡ punktów w odcinku [0, t]. Zastanowi¢ si¦ jaki ma
rozkªad A(t) i znale¹¢ jego ±redni¡. Policzy¢ z symulacji A(1000)/1000
� ±redni¡ liczb¡ punktów na jednostk¦ czasu, zwan¡ asymptotyczn¡
intensywno±cia λ̄. Porówna¢ z∫ 24

0

λ(t) dt/24 .

5.6 Kontynuacja zad. refzad.proc.Poissona. Wygenerowa¢ τ1, τ2, . . . , τ1000,
gdzie τi = Ai − Ai−1, A0 = 0 oraz A1 < A2 < . . . s¡ kolejnymi
punktami w niejednorodnym procesie Poissona z funckcj¡ intensyw-
no±ci λ(t) = a(2 − sin(2π

24
t)). Przyj¡¢ a = 10. Obliczy¢ ±redni odst¦p

mi¦dzy punktami τ̂ =
∑1000

j=1 τi/1000.
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5.7 Zbada¢ jak szybko P (L(t) = 1) w alternuj¡cym procesie on � o� zbiega
do wspólczynnika gotowo±ci. Rozpatrzy¢ kilka przypadków:

• Fon Foff s¡ wykªadnicze,

• Fon Foff s¡ Erlanga odpowiednio Erl(3,λ) i Erl(3,µ),

• Fon Foff s¡ Pareto.

Przyj¡¢ IET on = 1 i IET off = 2.

5.8 Obliczy¢ ±redni¡ IEL(i) (i = 1, . . . , 10) w systemie M/M/1 z
a. λ = 1/2 i µ = 1,
b. λ = 1 i µ = 1, je±li L(0) = 0.

5.9 Przeprowadzi¢ symulacje dobroci czystego protokóªu ALOHA. Bardziej
dokªadnie, przypu±¢my, »e pakiety przybywaj¡ zgodnie z procesem Po-
issona z intensywno±ci¡ λ i wszystkie s¡ dªugo±ci 1. W przypadku
kolizji, ka»dy z pakietów jest retransmitowany po czasie wykªadniczym
z parametrem µ. Zakªadamy, »e wszystkie zmienne s¡ niezale»ne. W
modelu musimy obliczy¢ nast¦puj¡ce zmienne. Na podstawie symulacji
zastanowi¢ si¦ nad przepustowo±ci¡ γ przy tym protokóle.

5.10 Napisa¢ algorytm na symulacj¦ protokóªu ETHERNET.

5.11 Obliczy¢ ±redni czas do awarii systemu skªadaj¡cego si¦ z N elemen-
tów poª¡czonych równolegle z jednym konserwatorem, je±li czas »ycia
elementu ma rozkªad wykªadniczy Exp(1/2), natomiast czas naprawy
przez konserwatora Exp(1)). Policzy¢ dla N = 1, . . . , 10. Porówna¢
z ±rednim czasem do awarii systemu skªadaj¡cego si¦ z N elementów
poª¡czonych równolegle, ale bez konserwatora.
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Projekt

Projekt 3 Zbada¢ dobro¢ protokóªu szczelinowa ALOHA ze wzgl¦du
na parametr λ. Przez symulacj¦ znale¹¢ warto±ci krytyczne dla λ i
okre±li¢ typowe zachowanie si¦ protokóªu. Zbada¢ inn¡ mody�kacj¦
protokóªu szczelinowa ALOHA, w której dopuszcza si¦, »e u»ytkow-
nicy maj¡ te» dodatkow¡ wiedz¦ o stanie Xn, i wtedy w n-tej szczelinie
przyjmowa¢ h = 1/Xn. Czy ten protokóª mo»e by¢ stabilny, tzn. ma-
j¡cy przepustowo±¢ γ > 0; je±li tak to kiedy.

Projekt 4A Produkt jest skªadany z komponentów na dwóch stano-
wiskach. Po zako«czeniu prac na pierwszym stanowisku jest dalej opra-
cowywany na drugim, z którego wychodzi gotowy produkt. Produkcja
trwa ka»dego dnia przez 8 godzin. Na pocz¡tku dnia w magazynie jest
przygotowane n1 komponentów, które sukcesywnie s¡ dostarczane na
stanowisko pierwsze. Przed stanowiskiem drugim mo»e oczekiwa¢ co
najwy»ej k1, w przeciwnym razie praca na stanowisku pierwszym jest
zablokowana. Ile nale»y przygotowa¢ komponentów n1 i jak du»y bu-
for k1 aby z prawdopodobie«stwem nie mniejszym 0.9 byªa zapewniona
produkcja przez caªy dzie«, tj. 8 godzin. Przez zaprzestanie produkcji
rozumiemy, »e zarówno magazyn jak i bufor przestaj¡ pracowa¢. Jak
du»y nale»y przygotowa¢ magazyn n1 + k1. Przyj¡¢, »e

• czas pracy na pierwszym stanowisku ma rozkªad Erlanga Erl(2,10),

• natomiast na drugim stanowisku jest mieszank¡ rozkladów wy-
kªadniczych z g¦sto±ci¡ 0.8× 9e−9x + 0.2× 3e−3x,

• koszty magazynowania przed rozpocz¦ciem pracy czy w oczekiwa-
niu na prace na drugim stanowisku s¡ liniowe od n1 + k1.

Projekt 4B Produkt jest skªadany z komponentów na dwóch sta-
nowiskach. Po zako«czeniu prac na pierwszym stanowisku jest dalej
opracowywany na drugim, z którego wychodzi gotowy produkt. Pro-
dukcja trwa ka»dego dnia przez 8 godzin. Na pocz¡tku dnia w ma-
gazynie jest przygotowane n komponentów, które sukcesywnie s¡ do-
starczane na stanowisko pierwsze (zakªadamy, »e nie ma przetstojów).
Przed stanowiskiem drugim mo»e oczekiwa¢ co najwy»ej k produktów,
w przeciwnym razie praca na stanowisku pierwszym jest zablokowana.
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To znaczy, »e je±li w buforze przed stanowiskiem drugim jest k produk-
tów, to wtedy maszyna pierwsza po sko«czeniu pracy nad produktem
staje. Taki model nazywamy (n, k).
1. Niech k = 5. Jak du»e musi by¢ n (poda¢ minimalne) aby z praw-
dopdobie«stwm nie mniejszym od 0.9 wyprodukowa¢ 35 produktów?
2. Ze wzgl¦dów technicznych przestój maszyny pierwszej jest kosz-
towny i musi by¢ brany pod uwag¦. Niech f1 oznacza frakcj¦ czasu
w ci¡gu dnia gdy maszyna 1-sza nie pracuje. Zauwa»my, »e f1 jest
zmienn¡ losow¡. Funkcja kosztu jest CIE f1 +k. Oczywi±cie przy k = n
mamy f1 = 0. Przyjmijmy n = 120. Niech k0(C) b¦dzie k które mini-
mizuje funkcje kosztu w zale»no±ci od C. Zbada¢ k(C).
3. Ustalmy n = 120. Jaki du»y musi by¢ bufor k aby IP(f1 = 0) ≥ 0.9.

Przyj¡¢, »e

• czas pracy na pierwszym stanowisku ma rozkªad Erlanga Erl(2,10),

• natomiast na drugim stanowisku jest mieszank¡ rozkladów wy-
kªadniczych z g¦sto±ci¡ 0.8× 9e−9x + 0.2× 3e−3x,

Projekt 5 Mamy dwa nast¦puj¡ce warianty pracy 2-ch procesorów.
1. Dwa procesory pracuj¡ osobno. Zadania napªywaj¡ do i-tego pro-
cesu zgodnie z procesem Poissona z intensywno±ci¡ λi i maj¡ rozkªad
rozmiaru G(i). Niech D(i)(t) b¦dzie liczb¡ zada« obsªu»onych przez i-ty
procesor to chwili t. Zakªadamy, »e λi <

∫∞
0
xdG(i)(x), i = 1, 2. Wtedy

przepustowo±¢
lim
t→∞

D(i)(t)/t = λi,

a wi¦c dwa procesory, je±li pracuj¡ osobno maj¡ przepustowo±¢ λ1 +λ2.
2. Mo»emy tak zmieni¢ konstrukcj¦, »e w przypadku gdy jeden z pro-
cesów nie ma pracy, to drugi pracuje z szybko±ci¡ 2.

Zbada¢ o ile efektywniejszy jest zparowany procesor, w zale»no±ci od
intesywno±ci wej±cia i rozkªadów rozmiarów zada«. Przyj¡c λ1 = 1.

Projekt 6 W banku jest c stanowisk obsªugi. Klienci zgªaszaj¡ si¦
zgodnie z procesem Poissona z intensywno±ci¡ λ i ich czasy obsªugi
maj¡ rozkªad G. Zbada¢ nast¦puj¡ce protokóªy kolejkowania.
1. Przed ka»dym okienkiem jest osobna kolejka. Klienci wybieraj¡
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okienko w sposób losowy.
2. Przed ka»dym okienkiem jest osobna kolejka. Klienci wybieraj¡ ko-
lejne okienko, tj. 1, 2, . . . , c, 1, 2, . . ..
3. Jest jedna kolejka i gdy nadchodzi czas klient idzie do akurat uwol-
nionego okienka.



Rozdziaª VII

Analiza symulacji stabilnych

procesów stochastycznych.

1 Przypu±cmy, »e chcemy obliczy¢ warto±¢ I, gdy wiadomo, »e z prawdopo-
dobie«stwem 1

I = lim
t→∞

∫ t
0
X(s) ds

t
,

dla pewnego procesu stochastycznego (X(s))s≥0. Wtedy naturalnym esty-
matorem jest

X̂(t) =

∫ t
0
X(s) ds

t
, (0.1)

który jest (mocno) zgodnym estymatorem I. Jednak»e zazwyczaj X̂(t) nie
jest nieobci¡zonym estymatorem, tzn. IE X̂(t) 6= I.

Modelem w pewien sposób idealnym jest sytuacja gdy proces stocha-
styczny jest stacjonarny. Wtedy estymator (0.1) jest nieobci¡»ony. Zajmiemy
si¦ tym przypadkiem w nast¦pnym podrozdziale. Przypomnijmy, »e przez
proces stochastyczny (X(t))T z przestrzeni¡ parametrów T nazywamy kolek-
cj¦ zmiennych losowych. Za T mo»emy przyj¡¢ np. T = [0,∞), T = [a, b],
itp. W tym rozdziale T = [0,∞).

117.1.2018
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1 Procesy stacjonarne i analiza ich symulacji

Rozwa»my proces stochastyczny (X(t))t≥0 dla którego IEX(t)2 <∞, (t ≥ 0).
Mówimy, »e jest on stacjonarny je±li speªnione s¡ nast¦puj¡ce warunki.

(1) Wszystkie rozkªady X(t) s¡ takie same. W konsekwencji wszystkie
IEX(t) s¡ równe je±li tylko pierwszy moment m = IEX(0) istnieje.

(2) Dla ka»dego h > 0, ª¡czne rozkªady (X(t), X(t+ h)) nie zale»¡ od t. W
konsekwencji wszystkie kowariancje

R(h) = Cov (X(t), X(t+ h)),

(je±li tylko drugie momenty istniej¡) nie zale»¡ od t.

(k) Dla ka»dego 0 < h1 < . . . < hk−1, ª¡czne rozkªady (X(t), X(t +
h1), . . . , X(t+ hk−1)) nie zale»¡ od t.

Dla procesów stacjonarnych jest prawdziwe tzw. twierdzenie ergodyczne;
dla procesu stacjonarnego (X(t))t≥0 takiego, »e IE |X(t)| <∞, to z prawdo-
podobie«stwem 1

lim
t→∞

1

t

∫ t

0

X(s) ds

istnieje. Ponadto je±li proces jest ergodyczny, granica jest staª¡, a wi¦c musi
równa¢ si¦ I = IEX(0).

Nie b¦dziemy tytaj zajmowali si¦ szczegóªami teorii ergodycznej.2 �a-
two jest poda¢ przykªad procesu stacjo narnego, który nie jest ergodyczny.
We¹my na przykªad proces X(t) = ξ, gdzie ξ jest zmienn¡ losow¡. Wtedy w
trywialny sposób

lim
t→∞

1

t

∫ t

0

X(s) ds = ξ .

Jesli ponadto s¡ speªnione tzw. warunki mieszania, (to jest mocniejszy
warunek ni» egodyczno±¢) to wtedy dla pewnej staªej σ̄2 > 0 (to nie jest
VarX(t)) proces ∫ t

0
X(s) ds− tI
σ̄
√
t

(1.2)

2referencje ?
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dla t → ∞, zbiega wedªug rozkªadu do N(0, 1). Zastanówmy si¦, ile wynosi
σ̄2. Zmienna

W =

∫ t
0
X(s) ds− tI
σ̄
√
t

musi by¢ asymptotycznie ustandaryzowana, to jest z ±redni¡ zero (trywialnie
speªnione) oraz wariancj¡ d¡»¡ca do 1. Mamy

VarW =
Var

∫ t
0
X(s) ds

σ̄2t
. (1.3)

Policzymy teraz mianownik.
Przepiszmy (1.2) w wygodnej dla nas formie∫ t

0
X(s) ds− tI
σ̄
√
t

=

√
t

σ̄
(X̂(t)− I).

Chcemy aby (X̂(t)−I) byªo ustandaryzowane. Oczywi±cie IE (X̂(t)−I) = 0,
natomiast aby wariancja byªa równa 1 musimy unormowa¢

X̂(t)− I√
Var X̂(t)

.

Musimy zbadamy zachowanie asymptotyczne mianownika. W tym celu udo-
wodnimy nast¦puj¡cy lemat.

Lemat 1.1 Je±li
∫∞

0
|R(v)| dv <∞ i

∫∞
0
R(s) ds 6= 0, to dla t→∞

Var (

∫ t

0

X(s) ds) ∼ 2t

∫ ∞
0

R(v) dv.

Dowód. Mamy

IE

∫ t

0

X(s) ds =

∫ t

0

IEX(s) ds = mt .
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Dalej bez straty ogólno±ci mo»emy zaªo»y¢ m = 0. Wtedy

Var (

∫ t

0

X(s) ds)

= IE (

∫ t

0

X(s) ds)2

= IE [

∫ t

0

∫ t

0

X(w)X(v) dw dv]

=

∫ t

0

∫ t

0

IE ((X(w)X(v)) dw dv

=

∫
(w,v)∈[0,t]2:w≤v

IE (X(w)X(v)) dw dv +

∫
(w,v)∈[0,t]2:w>v

IE (X(w)X(v)) dw dv.

Teraz dla v ≤ w mamy IEX(w)X(v)) = R(w− v). Mamy równie» dla h > 0
poniewa»

R(−h) = IEX(x)X(x+ h) == IEX(x− h)X(x) = R(h).

i st¡d∫
(w,v)∈[0,t]2:w≤v

IEX(w)X(v) dw dv +

∫
(w,v)∈[0,t]2:w>v

IEX(w)X(v) dw dv

= 2

∫ t

0

dv

∫ v

0

R(v − w) dv

∼ t 2

∫ ∞
0

R(w) dw .

�
Poniewa»

VarW =
Var

∫ t
0
X(s) ds

σ̄2t
→ 1,

wi¦c

σ̄2 = 2

∫ ∞
0

R(s) ds.

St¡d mamy nast¦puj¡cy fakt.

Fakt 1.2 Je±li (X(t)t≥0 jest procesem stacjonarnym i ergodycznym, IEX(t)2 <

∞ oraz
∫∞

0
|R(v)| dv < ∞ i

∫∞
0
R(s) ds 6= 0, to estymator X̂(t) jest nieob-

ci¡zony (ma warto±¢ oczekiwan¡ I) oraz

lim
t→∞

tVar (X̂(t)) = σ̄2 = 2

∫ ∞
0

R(s) ds . (1.4)
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Dowód. Mamy

IE X̂(t) =
1

t

∫ t

0

IEX(s) ds = IEX(0) = I.

Aby udowodni¢ (1.4) korzystawmy z (1.3) oraz Lematu 1.1. �

Zrobimy teraz kilka uwag.

• Przepiszmy (1.2) w wygodnej dla nas formie∫ t
0
X(s) ds− tI
σ̄
√
t

=

√
t

σ̄
(X̂(t)− I).

Oczywi±cie przy odpowiednich zaªo»eniach ten proces zbiega wedªug
rozªadu do N(0,1).

• Wielko±¢ σ̄2 = 2
∫∞

0
R(s) ds zwie si¦ TAVC (od time average variance

constant) lub asymptotyczn¡ wariancj¡.

Podsumujmy. Podobnie jak w rozdziale IV mo»emy napisa¢ fundamen-
talny zwi¡zek

b = z1−ε/2
σ̄√
t
. (1.5)

pomi¦dzy bª¦dem b, poziomem ufno±ci α oraz horyzontem symulacji t. Na-
tomiast przedziaª ufno±ci na poziome α wynosi(

X̂(t)−
z1−α/2σ̄√

t
, X̂(t) +

z1−α/2σ̄√
t

)
.

co zapisujemy krótko

(X̂(t)±
z1−α/2σ̄√

t
).

Niestety w typowych sytuacjach nie znamy σ̄2 a wi¦c musimy t¡ wielko±¢
wyestymowa¢ z symulacji.3

3Czytaj dalej str. 540 Fishmana
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2 Przypadek symulacji obci¡»onej

B¦dziemy teraz analizowali przypadek symulacji liczby I dla estymatora X̂
speªniaj¡cego:

1. I = limt→∞ X̂(t) (z prawdopodobie«stwem 1),

2.
√
t
σ̄

(X̂(t)− I) zbiega wg rozkªadu do N (0, 1), gdzie

tVar (

∫ t

0

X(s) ds)→ σ̄2,

gdy t→∞ dla pewnej sko«czonej liczby σ̄2 > 0.

Poniewa» nie zakªadamy stacjonarno±ci, wi¦c estymator X̂(t) jest zgodny
ale nie jest nieobci¡»ony. Powstaje wi¦c problem analizy jak szybko b(t) =
IE X̂(t)− I zbiega do zera. Zanalizujemy przypadek gdy β =

∫∞
0

(IEX(s)−
I) ds zbiega absolutnie, tzn.

∫∞
0
|IEX(s)− I| ds <∞. Wielko±¢ β mo»na te»

przedstawi¢ jako

β = lim
t→∞

∫ t

0

(IEX(s)− I) ds

= lim
t→∞

(IE

∫ t

0

X(s) ds− tI)

= lim
t→∞

t(IE X̂(t)− I)

nazywamy asymptotycznym obci¡»eniem. Wtedy

IE X̂(t)− I

=

∫ t
0
(IE (X(s))− I)

t

=

∫∞
0

(IE (X(s))− I) ds−
∫∞
t

(IE (X(s))− I)

t

=
β

t
+ o(1/t) .

Poniewa»
√

Var X̂(t) ∼ σ̄/
√
t a wi¦c zmienno±¢ naszego estymatora jest

rz¦du O(t−1/2) czyli wi¦ksza ni» jego obci¡»enie.
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Przykªad 2.1 Aby uzmysªowi¢ czytelnikowi trudno±ci jakie mo»na napotka¢
podczas symulacji rozpatrzymy przypadek symulacji ±redniej liczby zada« w
systemie M/G/∞ (po wi¦cej informacji patrz dodatek XI.7.1). B¦dziemy
rozpatrywa¢ liczb¦ zada« L(t) dla

1. λ = 5, i S =d Exp(1), Tmax = 1000,

2. λ = 5, i S =d 0.2X, gdzie X =d Par(1.2),Tmax = 1000,

3. λ = 5, i S =d 0.2X, gdzie X =d Par(1.2),Tmax = 10000,

4. λ = 5, i S =d 0.2X, gdzie X =d Par(1.2),Tmax = 100000,

5. λ = 5, i S =d 1.2X, gdzie X =d Par(2.2),Tmax = 1000,

6. λ = 5, i S =d 2.2X, gdzie X =d Par(3.2),Tmax = 1000,

We wszystkich tych przykªadach ρ = λIES = 5 a wi¦c powinni±my otrzyma¢
zawsze ±redni¡ oczekowan¡ liczb¦ zgªosze« w systemie w warunkach stacjo-
narnych l̄ = 5 (patrz dodatek XI.7.1). Na rysunkach odpowiednio 2.1-2.6
pokazana jest wysymulowana realizacja

L̂(t) =

∫ t
0
L(s) ds

t

w przedziale 1 ≤ t ≤ tmax.
Mo»emy zauwa»y¢, »e symulacja 1-sza szybko zbiega do granicznej warto-

±ci 5, chocia» horyzont tmax jest krótki. W tym przypadku R(t) = 5 exp(−t),
a wi¦c σ̄2 = 2

∫∞
0
R(s) ds = 10, sk¡d σ̄ = 3.1622.

Natomiast z 2-g¡ jest co± dziwnego i dlatego warto ten przypadek bli»ej
przeanalizowa¢. Policzymy najpierw σ̄2 ze wzoru (XI.7.8). Mamy

R(t) = 5

∫ ∞
t

(1 +
s

0.2
)−1.2 ds = 5(1 +

t

0.2
)−0.2

sk¡d mamy, »e

σ̄2 = 2

∫ ∞
0

R(t) dt =∞ .

A wi¦c nasze zaªo»enie o bezwzgl¦dnej caªkowalno±ci R(t) nie jest speªnione.
Nie mo»na zatem stosowa¢ fundamentalnego zwi¡zku, chocia» oczywi±cie ten
estymator zbiega do 5. Zobaczymy to na dalszych przykªadach na rys. 2.3,
2.4 (symulacja 3-cia i 4-ta).
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Rysunek 2.1: λ = 5, Exp(1), Tmax = 1000; l̄ = 5.0859
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Rysunek 2.2: λ = 5, Par(1.2)× 0.2,Tmax = 1000; l̄ = 3.2208
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Rysunek 2.3: λ = 5, Par(1.2)× 0.2,Tmax = 10000; l̄ = 3.9090
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Rysunek 2.4: λ = 5, Par(1.2)× 0.2, Tmax = 100000; l̄ = 4.8395
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Rysunek 2.5: λ = 5, Par(2.2)× 1.2, Tmax = 1000; l̄ = 4.8775
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Rysunek 2.6: λ = 5, Par(3.2)× 2.2, Tmax = 1000; l̄ = 5.1314
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W przypadku sumulacji 5-tej mamy α = 2.2 i wtedy S = 1.2X, gdzie
X =dPar(2.2). St¡d

R(t) = 5

∫ ∞
t

(1 +
t

1.2
)−2.2 ds = 5(1 +

t

1.2
)−1.2 .

Widzimy wi¦c, ze σ̄2 = 2
∫∞

0
R(t) dt = 60, sk¡d mamy »e aby b = 0.5 (jedna

cyfra wiod¡ca) wystarczy Tmax = 922. Nale»y ostrzec, »e nie wzi¦li±my pod
uwag¦ rozp¦dówki, przyjmuj¡c do oblicze«, »e proces L(t) jest od pocz¡tku
stacjonarny.

Jesli α = 3.2 i wtedy S = 2.2X, gdzie X =dPar(3.2). St¡d

R(t) = 5

∫ ∞
t

(1 +
s

2.2
)−3.2 ds = 5(1 +

t

2.2
)−2.2 .

Widzimy wi¦c, ze σ̄2 = 2
∫∞

0
R(t) dt = 18.3, sk¡d mamy »e aby b = 0.5 (jedna

cyfra wiod¡ca) wystarczy Tmax = 281. Natomiast aby b = 0.05 to musimy
mi¦c Tmax wi¦ksze od 28100.

3 Symulacja gdy X jest procesem regeneruj¡-

cym si¦.

B¦dziemy zakªada¢ nast¦puj¡c¡ struktur¦ procesu stochastycznego X. Przy-
pu±¢my, »e istniej¡ chwile losowe 0 ≤ T1 < T2 < . . . takie, »e pary zmiennych
losowych ((Zi, Ci))i≥1 s¡ niezale»ne i pocz¡wszy od numeru i ≥ 2 niezale»ne,
gdzie

Z0 =

∫ T1

0

X(s) ds, Z1 =

∫ T2

T1

X(s) ds, . . .

oraz C0 = T1, C1 = T2 − T1, . . .. Takie procesy nazywamy procesami regene-
ruj¡cymi si¦. Wtedy mamy nast¦puj¡cy rezultat (patrz Asmussen & Glynn
[4]):

Fakt 3.1 Z prawdopodobie«stwem 1, dla t→∞

X̂(t)→ I =
IE
∫ T2
T1
X(s) ds

IEC1

, (3.6)

oraz
t1/2(X̂(t)− I)→d N (0, σ̄2), (3.7)
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i TAVC wynosi

σ̄2 =
IE ζ2

1

IEZ1

gdzie
ζk = Zk − ICk .

Patrz¡c na posta¢ (3.6) widzimy, »e mo»na te» u»y¢ innego estymatora, który
jest krewniakiem estymatora X̂. Mianowicie mo»emy wzi¡¢

Îk =
Z1 + . . .+ Zk
C1 + . . .+ Ck

.

Jest oczywiste, »e z prawdopodobie«stwem 1

Îk → I

poniewa»
Z1 + . . .+ Zk
C1 + . . .+ Ck

=
(Z1 + . . .+ Zk)/k

(C1 + . . .+ Ck)/k
→ IEZ1

IEC1

.

Wtedy mamy nast¦puj¡ce twierdzenie (patrz Asmussen & Glynn [4], Prop.
4.1).

Twierdzenie 3.2 Dla k →∞

k1/2(Îk − I)→d N (0, η2),

gdzie

η2 =
IE ζ2

1

IEC1

i
ζ1 = Z1 − IC1 .

St¡d asymptotyczny 100(1− ε)% przedziaª ufno±ci jest dany przez

Îk ± z1−ε/2η̂
2/
√
k

gdzie

η̂2 =
1

k − 1

k∑
l=1

(Cl − ÎkZl)2/(
1

k

k∑
l=1

Cl) .
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Przykªad 3.3 Proces L(t) w M/M/1 jest regeneruj¡cy poniewa»

T1 = inf{t > 0 : L(t−) > 0, L(t) = 0}

oraz

Tn+1 = inf{t > Tn : L(t−) > 0, L(t) = 0}

de�niuje momenty regeneracji procesu L(t). Wynika to z wªasno±ci braku
pami¦ci rozkªadu wykªadniczego (patrz XI.5.6). Po osi¡gni¦ciu przez pro-
ces L(t) zera, niezale»nie jak dªugo czekali±my na nowe zgªoszenie, czas do
nowego zgªoszenia ma rozkªad wykªadniczy Exp(λ).

4 Przepisy na szacowanie rozp¦dówki

W wielu przypadkach proces po pewnym czasie jest ju» w przybli»eniu w wa-
runkach stacjonarno±ci. Nast¦puj¡cy przykªad ilustruje ten pomysª w sposób
transparentny.

Przykªad 4.1 Z teorii kolejek wiadomo, »e je±li w systemie M/M/1 wystar-
tujemy w chwili t = 0 z rozkªadu geometrycznego Geo(ρ), to proces liczby
zada« L1(t) jest stacjonarny. Dla uproszczenia wystartujmy proces niesta-
cjonarny z L2(0) = 0. Zakªadamy przypadek ρ < 1. Wtedy proces L1(t)
osi¡ga stan 0 w sko«czonym czasie. Poniewa» oba procesy maj¡ tylko skoki
±1, wi¦c mamy »e procesy L1(t) i L2(t) musz¡ si¦ spotka¢, tzn.

T = inf{t > 0 : L1(t) = L2(t)}

jest sko«czone z prawdopodobie«stwem 1. Od tego momentu procesy ewulu-
uj¡ jednakowo. To pokazuje, »e od momentu T proces L2(t) jest stacjonarny.
Jednak»e jest to moment losowy.

Bardzo wa»nym z praktycznych wzgl¦dów jest ustalenie pocz¡tkowego okresu
s którego nie powinni±my rejestrowa¢. Ten okres nazywamy dªugo±ci¡ roz-
p¦dówki lub krótko rozp¦dówk¡ (warm-up period). W tym celu de�niujemy
nowy estymator

X̂(s, t) =

∫ t
s
X(v) dv

t− s
. (4.8)
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Jedna realizacja � metoda ±rednich p¦czkowych Dla tych czytelni-
ków, którzy znaj¡ teori¦ procesów stochastycznych, kluczow¡ wªasno±ci¡ za-
kªadan¡ przez proces X(t) jest speªnienie funkcjonalnej wersji centralnego
twierdzenia granicznego

(ε1/2(X(t/ε)− It/ε))t≥0
D→ (σ̄B(t))t≥0, (4.9)

gdzie (B(t))t≥0 jest standardowym ruchem Browna.
Dzielimy odcinek symulacji [0, t] na l p¦czków jednakowej dªugo±ci t/l

(dla uªatwienia zaªó»my, »e l dzieli t) i zde�niujmy ±rednie p¦czkowe

X̂k(t) = X̂((k − 1)t/l, kt/l) =
1

t/l

∫ kt/l

(k−1)t/l

X(s) ds,

gdzie k = 1, 2, . . .. Je±li t ale równie» t/l s¡ du»e, to mo»na przyj¡¢, »e

(P1) X̂k(t) (k = 1, . . . , l) ma w przybli»eniu rozkªad normalny N (I, σ̄2l/t);
(k = 1, . . . , l),

(P2) X̂k(t) (k = 1, . . . , l) s¡ niezale»ne.

Formalne uzasadnienie mo»na przeprowadzi¢ korzystaj¡c z zaªo»enia, »e speª-
niona jest funkcjonalna wersja centralnego twierdzenia granicznego (4.9). Po-
niewa»

X̂(t) =
X̂1(t) + . . .+ X̂l(t)

l
,

wi¦c dla t→∞

l1/2
X̂(t)− I
ŝl(t)

→d Tl−1

gdzie Tl−1 zmienn¡ losow¡ o rozkªadzie t-Studenta z l−1 stopniami swobody
i

ŝ2
l (t) =

1

l − 1

l∑
i=1

(X̂i(t)− X̂(t))2 .

A wi¦c je±li t1−ε/2 jest 1 − ε/2 kwantylem zmiennej losowej Tl−1, to asymp-
totyczny przedziaª ufno±ci dla I jest

X̂(t)± t1−ε/2
ŝl(t)√
l
.

Asmussen & Glynn [4] sugeruj¡ aby 5 ≤ l ≤ 30.
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4.1 Metoda niezale»nych replikacji

Efekty symulacji podczas rozp¦dówki nie musimy rejestrowa¢ a dopiero po
tym czasie zaczynamy rejestrowa¢ i nast¦pnie opracowa¢ wynik jak dla pro-
cesu stacjonarnego. Problemem jest, »e nie wiemy co to znaczy po pewnym
czasie. Fishman [14, 15] zaproponowaª nast¦puj¡c¡ gra�czn¡ metod¦ szaco-
wania rozp¦dówki. Zamiast symulowania jednej realizacjiX(t) (0 ≤ t ≤ tmax)
symulujemy teraz n realizacjiX i(t), (0 ≤ t ≤ tmax), gdzie i = 1, . . . , n. Ka»d¡
zaczynamy od pocz¡tku z tego samego punktu, ale z rozª¡cznymi liczbami
losowymi. Niech

X̂ i(s, t) =

∫ t
s
X i(v) dv

t− s
b¦dzie opó¹nion¡ ±redni¡ dla i-tej replikacji realizacji procesu (i = 1, . . . , n).
De�niujemy

X̂ ·(t) =
1

n

n∑
i=1

X i(t), 0 ≤ t ≤ tmax,

oraz

X̂ ·(t, tmax) =
1

n

n∑
i=1

∫ tmax

t
X i(v) dv

tmax − t
, 0 ≤ t ≤ tmax .

Je±li proces X jest stacjonarny to obie krzywe X̂ ·(t) i X̂ ·(t, tmax) powinny wy-
gl¡da¢ podobnie. Pomijamy �uktuacje spowodowane niedu»ym n dla X̂ ·(t)
oraz krótko±ci¡ odcinka dla X̂ ·(t, tmax). Dlatego porównuj¡c na jednym wy-
kresie

(X̂ ·(s), X̂ ·(s, tmax)), 0 ≤ s ≤ tmax

mo»emy oszacowa¢ jakie s nale»y przyj¡¢.

4.2 Efekt stanu pocz¡tkowego i zaªadowania systemu

Na dªugo±c rozp¦dówki maj¡ istotny wpªyw przyj¦ty stan pocz¡tkowy symu-
lacji oraz zaªadowanie systemu.

Przykªad 4.2 Tytuªowy problem zilustrujemy za prac¡ Srikanta i Whitta
[43] o symulacji prawdopodobie«stwa straty

pblock =
ρc/c!∑c
j=0 ρ

j/j!



180ROZDZIA� VII. ANALIZA SYMULACJI STABILNYCH PROCESÓW STOCHASTYCZNYCH.

(jest to tzw. wzór Erlanga) w systemie M/M/c ze stratami (patrz dodatek
XI.7.3). Zadania wpªywaj¡ z intensywno±ci¡ λ natomiast ich ±redni rozmiar
wynosi µ−1. Jak zwykle oznaczamy ρ = λ/µ. Dla tego systemu oczywi-
±cie znamy prawdopodobie«stwo straty jak i wiele innych charakterystyk, co
pozwoli nam zrozumie¢ problemy jakie mog¡ wyst¦powa¢ przy innych sy-
mulacjach. Zacznijmy od przegl¡du kandydatów na estymatory. Niech A(t)
b¦dzie liczb¡ wszystkich zada« (straconych i zaakceptowanych) które wpªy-
n¦ªy do chwili t a B(t) jest liczba straconych zada« do chwili w odcinku [0, t].
Wtedy

B(t) =

A(t)∑
j=1

Jj

gdzie Jj jest zde�niowane w (XI.7.13). A wi¦c

B(t)/A(t)→ pblock

z prawdopdobie«stwm 1. To uzasadnia propozycj¦ estymatora pblock

B̄N(t) =
B(t)

A(t)
.

Estymator ten nazwiemy estymatorem naturalnym. Innym estymatorem jest
tak zwany prosty estymator

B̄S(t) =
B(t)

λt
,

lub niebezpo±redni estymator ( indrirect estimator)

B̄I(t) = 1− L̂(t)

ρ
.

Podamy teraz krótkie uzasadnienia dla tych estymatorów. Czy s¡ one zgodne?
Pierwszy jest oczywi±cie zgodny. Podobnie wygl¡da sytuacja z estymatorem
prostym BS. Mianowicie

lim
t→∞

B(t)

A(t)
= lim

t→∞

B(t)

t

t

A(t)

= lim
t→∞

B(t)

λt
.
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poniewa» dla procesu Poissona, mamy t/A(t)→ λ z prawdopdobie«stwem 1.
Natomiast dla estymatora niebezpo±redniego aby pokaza¢ zgodno±¢ trzeba
wykorzysta¢ tzw. wzór Little'a 4:

l̂ = λ(1− pblock)/µ ,

gdzie l̂ jest ±redni¡ Je±li natomiast by zaªo»y¢, »e system jest w warunkach
stacjonarno±ci, to mo»na pokaza¢, »e estymatory prosty i niebezpo±redni s¡
nieobci¡»one. W pracy Srikanta i Whitta [43] opisano nast¦puj¡cy ekspery-
ment z λ = 380, µ = 1 i c = 400. Dla tego systemu wysymulowano, startuj¡c
z pustego systemu, przy u»yciu estymatora niebezpo±redniego, z tmax = 5400,
mamy pblock = 0.00017. Tutaj TAVC wynosi okoªo 0.00066. W tym zadaniu
mo»na policzy¢ numerycznie asymptotyczne obci¡»enie co przedstawione jest
w tabl. 4.1 z α = ρ/c. Zauwa»my, »e w przypadku N(0) = 0, TAVC jest

α N(0) = 0 N(0) = c
0.7 1.00 -0.42
0.8 1.00 -0.24
0.9 0.99 -0.086
1.0 0.85 -0.0123
1.1 0.66 -0.0019
1.2 0.52 -0.0005

Tablica 4.1: Asymptotyczne obci¡»enie β dla B̂I

tego samego rz¦du co obci¡»enia (β/5400 i 0.00066).

W nast¦pnym przykªadzie zajmiemy si¦ wpªywem zaªadowania systemu.

Przykªad 4.3 Pytanie o to jak dªugi nale»y dobra¢ horyzont symulacji tmax

aby osi¡gn¡¢ zadan¡ precyzj¦ zale»y cz¦sto od wspólczynnika zaªadowania
systemu który symulujemy. W systemie M/M/1 mozna policzy¢ TAVC σ̄2,
która to wielko±¢ poprzez fundamentalny zwi¡zek rzutuje na tmax. Mianowi-
cie (patrz Whitt [47]) mamy

σ̄2 =
2ρ(1 + ρ)

(1− ρ)4
.

Oczywi±cie musimy zaªo»y¢ ρ < 1.

4Sprawdzi¢ to»samo±¢.
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St¡d wida¢, »e σ̄2 gwaªtownie ro±nie, gdy ρ → 1, czyli w warunkach
wielkiego zaªadowania. Wzór powy»szy jest szczególnym przypadkiem wzoru
otrzymanego dla procesów narodzin i ±mierci bez obliczania funkcji R(t);
patrz Whitt [47]. St¡d, korzystaj¡c z fundamentalnego zwi¡zku, mamy »e
tak samo szybko ro±nie horyzont symulacji aby utrzyma¢ zadan¡ dokªadno±¢.
Przeprowadzimy teraz analiz¦ jak dobra¢ tmax do symulacji ±redniej liczby za-
da« w systemie. Takie symulacje przeprowadzali±my w podrozdziale VI.2.1.
Przypomnijmy, »e do eksperymentu przyj¦to λ = 8/17 oraz µ = 9/17. Wtedy
±rednia liczba zada« w systemie wynosi l̄ = 8 (patrz wzór XI.7.10). Poniewa»
ρ = 8/9 wi¦c

σ̄2 = 22032.

Je±li ponadto przyjmiemy b = 0.5 i α = 0.05 to wtedy tmax = 338550. Nato-
miast gdy w jednym naszym z eksperymentów przyj¦li±my tmax = 10000000
przy którym otrzymali±my wynik l̄ = 7.9499, to korzystaj¡c z fundamental-
nego wzoru [??eq.stac.fund.zw??] orzymamy, »e poªowa przedziaªu ufno±ci
wynosi 0.0920.

5 Uwagi bibliogra�czne

Caªy cykl prac na temat planowania symulacji w teorii kolejek napisaª Whitt
z wspóªpracownikami; [45, 46, 47, 43]. Tym tematem zajmowaª si¦ równie»
Grassmann [49]
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Zadania teoretyczne

5.1 Uzasadni¢ zgodno±¢ estymatorów z podrozdziaªu [??whit.srinikant??].
Pokaza¢, »e estymatory BI oraz BS sa nieobci¡»one je±li proces stanu
systemu L(t) jest stacjonarny.

Zadania laboratoryjne

5.2 Przeprowadzi¢ nast¦puj¡ce eksperymenty dla M/M/1. Napisa¢ pro-
gram kre±l¡cy realizacj¦ L(t) dla 0 ≤ t ≤ 10. Eksperyment przeprowa-
dzi¢ dla
(a) λ = 1, µ = 1.5 oraz L(0) = 0.
(b) λ = 1, µ = 1.5 i L(0) = 2.
(c) λ = 1, µ = 1.5 i L(0) = 4.
(d) L(0) ∼ Geo(ρ), gdzie ρ = λ/µ = 2/3.

5.3 Kontynuacja zad. 5.2. Obliczy¢ L̂(tmax), gdzie L̂(t) = (
∫ t

0
L(s) ds)/t

gdy L(0) = 0.
(a) Przeprowadzi¢ eksperyment przy λ = 1, µ = 1.5 oraz L(0) = 0
dla tmax = 5, 10, 50, 100, 1000. Policzy¢ dla ka»dej symulacji poªowy
dªugo±ci przedziaªy ufno±ci na poziomie 95%.
(b) Przeprowadzi¢ eksperyment przy λ = 1, µ = 1.1 oraz L(0) = 0 dla
tmax = 5, 10, 50, 100, 1000.

5.4 Kontynuacja zad. 5.2. Przez replikacje rozumiemy teraz pojedyncz¡
realizacj¦ L(t) dla 0 ≤ t ≤ 10. Dla replikacji Li(t) zachowujemy wek-
tor li = (Li(1), Li(2), . . . , Li(10)) i niech 1000 b¦dzie liczb¡ replikacji.
Obliczy¢

l̂ = (
1

1000

1000∑
j=1

Lj(0.5),
1

1000

1000∑
j=1

Lj(1), . . . ,
1

1000

1000∑
j=1

Lj(10)) .

Zrobi¢ wykres ±redniej dªugo±ci kolejki w przedziale 0 ≤ t ≤ 10.
(a) Przeprowadzi¢ eksperyment dla L(0) = 0.
(b) Przeprowadzi¢ eksperyment dla L(0) ∼ Geo(ρ).

5.5 Napisa¢ algorytm na generowanie dla systemu M/G/∞ estymatora

1

tmax − tmin

∫ tmax

tmin

L(t) dt
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(patrz wzór (4.8)). Wsk. Zobacz algorytm w dodatku XI.7.1 z tmin = 0.
Przeprowadzi¢ eksperymenty omówione w przykªadzie 2.1 z rozmaitymi
tmin.



5. UWAGI BIBLIOGRAFICZNE 185

Projekt

5.6 Napisa¢ program symuluj¡cy realizacj¦ procesu liczby zada« L(t) w
systemie M/G/∞. Przeprowadzi¢ eksperyment z
(a) λ = 5 oraz G = Exp(µ) z µ = 1.
(b) λ = 5 oraz rozmiary zada« maj¡ rozkªad Pareto z α = 1.2 prze-
mno»onym przez 0.2 (tak aby mie¢ ±redni¡ 1).
Przyj¡¢ L(0) = 0, L(0) = 10 oraz L(0) ma rozkªad Poissona Poi(5).
Dla wszystich wypadków oszacowa¢ rozp¦dówk¦.
Na jednym wykresie umie±ci¢

∫ t
0
L(s) ds/t dla 1 ≤ t ≤ 100 z symulacji

(a) i (b). Przyj¡¢ L(0) = 0.
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Rozdziaª VIII

�a«cuchy Markowa i Metody

Monte Carlo

1

1 �a«cuchy Markowa

Przez ªa«cuch Markowa rozumiemy ci¡g zmiennych (elementów) losowych
X0, X1, X2, . . . o warto±ciach w przestrzeni E i zwi¡zany z sob¡. W tym
podrozdziale b¦dziemy zakªada¢, »e E jest sko«czona z elementami E =
{s1, s2, . . . , sm}. Dla wygody b¦dziemy dalej przyjmowa¢ E = {1, . . . ,m}.
Przez macierz przej±cia P = (pij)i,j∈E rozumiemy macierz, której elementy
speªniaj¡:

pij ≥ 0, i, j ∈ E
oraz ∑

j∈E

pij = 1, i ∈ E .

Czasami, w oderwaniu od teorii ªa«cuchów Markowa mówimy te» macierz
stochastyczna. Niech µ = (µj)j∈E b¦dzie rozkªadem (funkcj¡ prawdopdo-
bie«stwa) na E .

Mówimy, »e X0, X1, . . . jest ªa«cuchem Markowa z rozkªadem pocz¡tko-
wym µ i macierz¡ przej±cia P je±li dla i0, . . . , ik ∈ E

IP(X0 = i0, X1 = i1, . . . , Xk = ik) = µi0pi0i1 · · · pik−1ik .

117.1.2017
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Wa»nym poj¦ciem jest rozkªad stacjonarny, tj. π = (πj)j∈E (oczywi±cie
jest to ci¡g liczb nieujemnych sumuj¡cych si¦ do 1) i speªniaj¡cy

πj =
∑
i∈E

πipij, j ∈ E .

Podamy teraz kilka potrzebnych dalej de�nicji. Elementy pot¦gi macierzy
P n oznaczamy p

(n)
ij . Dwa stany i, j ∈ E sa skomunikowane, je±li istniej¡

n0, n1 takie, »e p(n0)
ij > 0 oraz p(n1)

ji > 0. Macierz P jest nieredukowalna, je±li
wszystkie stany s¡ skomunikowane.

Mówimy, »e macierz P jest regularna (ergodyczna), je±li istnieje n0, takie
»e P n0 ma wszystkie elementy ±ci±le dodatnie (P n0 > 0). Mo»na pokaza¢, »e
P jest regularna wtedy i tylko wtedy gdy jest nieredukowalna i nieokresowa
(odsyªamy po de�nicj¦ okresowo±ci do specjalistycznych ksi¡»ek z ªa«cuchów
Markowa lub [?]).

Przykªad 1.1 Rozwa»my dwie macierze przej±cia P 1 i P 2 dla ªa«chucha z
stanami {1, 2, 3, 4}.

P 1 =


1/2 1/2 0 0
1/2 1/2 0 0
0 0 1/2 1/2
0 0 1/2 1/2


oraz

P 2 =


0 0 1/2 1/2
0 0 1/2 1/2

1/2 1/2 0 0
1/2 1/2 0 0

 .

Macierz P 1 jest przykªadem macierzy redukowalnej, natomiast P 2 macierzy
nieredukowalnej z okresem 2.

Fakt 1.2 Je±li P jest regularna, to istnieje tylko jeden rozkªad stacjonarny
π, którego elementy s¡ ±ci±le dodatnie, oraz

P n → Π,

gdy n→∞, gdzie

Π =

 π
...
π

 .
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Jak symulowa¢ ªa«cuch Markowa Xn podaje nast¦puj¡cy fakt.

Fakt 1.3 Niech P i µ b¦d¡ dane. Istnieje funkcja ϕ : E × [0, 1] → E taka,
»e je±li Y0 ma rozkªad µ, to Y0, Y1, . . . zde�niowane rekurencyjnie

Xn+1 = ϕ(Xn, Un+1), n = 0, 1, . . .

gdzie U1, . . . jest ci¡giem niezale»nych zmiennych losowych o jednakowym
rozkªadzie jednostajnym na [0, 1], jest ªa«cuchem Markowa z rozkªadem po-
cz¡tkowym µ i macierz¡ przej±cia P .

Dowód Zde�niujmy

ϕ(i, x) =


1, x ∈ [0, pi1)
2, x ∈ [pi1, pi1 + pi2)
...

...
m, x ∈ [pi1 + · · ·+ pi,m−1, 1].

�

Reprezentacja powy»sza nie jest jednoznaczna.
Naszym tradycyjnym celem b¦dzie obliczenie

I =
∑
j∈E

f(j)πj,

gdy do dyspozycji mamy ªa«cuch Markowa (Xj) z rozkªadem stacjonarnym
π. Analogicznie do rozwa»a« rozdziaªu IV wprowadzamy estymator

Ŷn =
1

n

n−1∑
j=0

f(Xj). (1.1)

Jak si¦ oka»e poni»ej, ten estymator jest mocno zgodny, ale przewa»nie
nie jest nieobci¡»ony.

Fakt 1.4 Je±li macierz prawdopodobie«stwa przej±cia jest nieredukowalna,
to

Ŷn → I =
m∑
j=1

πjf(j), p.n.p. (1.2)
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gdy n→∞. Ponadto
√
n(Ŷn − I)→d N(0, σ̄2),

gdzie
σ̄2 = lim

n→∞
nVar Ŷn. (1.3)

Co wi¦cej granice w (1.2) i (1.3) nie zale»¡ od rozkªadu pocz¡tkowego µ.

Uwaga Zamiast formalnego dowodu poka»emy jego pomysª. Niech i ∈ E
oraz podstawmy Yj = f(Xj). Poniewa» P jest nieredukowlana, wi¦c ªa«cuch
(Xn) niesko«czenie cz¦sto odwiedza stan i. To jest fakt z teorii ªa«cuchów
Markowa. Ustalmy wi¦c i takie, »e X0 = i. Niech γj, j = 1, 2, . . . b¦d¡
momentami odwiedzin (Xn) w i. Poniewa» (Xn) jest ªa«cuchem Markowa,
wi¦c caªy ci¡g f(Xn) rozpada si¦ na niezale»ne cykle {f(X0), . . . , f(Xγ1−1)},
{f(Xγ1), . . . , f(Xγ2−1)},. . . . Zauwa»my teraz, »e

Wl =

γl+1−1∑
j=γl

f(Xj), i = 1, 2,

s¡ niezaleznymi zmiennym losowymi o jednakowym rozkªadzie. Ponadto z
teorii ªa«cuchów Markowa wiadomo, »e IE (γl+1 − γl) <∞ oraz IEW 2

l <∞.
Kluczem do dalszych rozwa»a« jest przedstawienie

Y1 + · · ·+ Yn = W1 + · · ·+Wν(n) +Rn

gdzie ν(n) = max{j : γj ≤ n}, oraz Rn nie zale»y od Wj-ów. Teraz nale»y
wykorzysta¢ wariant mocnego prawa wielkich liczb oraz centralnego twier-
dzenia granicznego z losowym indeksem.

W rozdziale IV zde�niowali±my poj¦cie stacjonarno±ci procesu stocha-
stycznego X(t). Jest to poj¦cie wa»ne gdy parametr procesu jest IR lub IR+

ale te» gdy ZZ lub ZZ+. Przypomnijmy wi¦c to poj¦cie dla ciagu zmiennych
losowych Zn, n ∈ ZZ+. Mówimy, »e jest on stacjonarny je±li speªnione s¡
nast¦puj¡ce warunki.

(k) Dla ka»dego k = 1, 2, . . . oraz 0 < h1 < . . . < hk−1, ª¡czne rozkªady
(Yj, Yj+h1 , . . . , Yj+hk−1

) nie zale»¡ od j.

Konsekwwncj¡ de�nicji jest
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(1) Wszystkie rozkªady Yj s¡ takie same (j ∈ ZZ+). W konsekwencji wszyst-
kie IEYj s¡ równe je±li tylko pierwszy moment m = IEY0 istnieje.

(2) Dla ka»dego h = 1, . . ., ª¡czne rozkªady (Yj, Yj+h) nie zale»¡ od j. W
konsekwencji funkcja kowariancji ρh = Cov (Zj, Zj+h) zale»y of h, je±li
tylko drugi moment istnieje.

Niech π b¦dzie rozkªadem stacjonarnym i (Xn)n=0,1,... b¦dzie ªa«cuchem
Markowa z rozkªadem pocz¡tkowym µ = π i macierz¡ przej±cia P . Wtedy
(Yn)n=0,1,..., gdzie Yn = f(Xn) jest ci¡giem stacjonarnym i funkcj¡ kowariancji
tego ci¡gu jest

ρk = Cov (Yn, Yn+k).

Je±li przestrze« stanów jest sko«czona i P jest regularna, to mamy
∑

j |ρj| <
∞. Wymaga to dowodu, na przykªad z u»yciem twierdzenia Perrona-Frobeniusa.

Zauwa»my, »e podobnie jak rozdziale IV staª¡ σ̄2 mo»emy nazywa¢ TAVC.
Poka»emy teraz inny wzór na TAVC.

Lemat 1.5 Je±li P jest regularna to

σ̄2 = ρ0 + 2
∞∑
k=1

ρk.

Dowód Poniewa» σ̄2 zde�niowane w (1.3) nie zale»y od warunku pocz¡tko-
wego µ wi¦c rozwa»my stacjonarny ci¡g (Zn). Bez straty ogólno±ci mo»emy
zaªo»y¢ IEZj = 0. Wtedy

nVar Ŷn =
1

n
Var (Y0 + · · ·+ Yn−1)

=
1

n
(nVarY0 + 2

∑
0≤i<j≤n

Var (Yi, Yj))

= ρ0 +
2

n

∑
0≤i<j≤n

ρj−i

= ρ0 +
2

n

n∑
i=0

i∑
h=1

ρh

∼ ρ0 + 2
∞∑
h=1

ρh.
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�
Jak estymowa¢ ρk i σ̄2? Mo»emy to zrobi¢ przy u»yciu estymatorów

ρ̂k =
1

n− k

n−k∑
j=1

(Yj − Ŷn)(Yj+k − Ŷn)

oraz

σ̂2 ≈
N∑

k=−N

ρ̂k

Estymator Ŷn jest oczywi±cie zgodny (d¡»y z prawdopodobie«stwem 1
do I =

∑m
j=1 πjf(j)), ale je±li rozkªad pocz¡tkowy µ zmiennej X0 nie jest

rozkªadem stacjonarnym, to nie jest nieobci¡»onym. Jak szybko IE Ŷn zbiega
do I mówi nast¦pujacy fakt.

Fakt 1.6 Dla pewnej sko«czonej staªej A

IE Ŷn = I +
A

n
+ o(

1

n
).

Dowód Podstawmy aj = IEYj−ȳ. Poniewa» E jest sko«czona, wi¦c
∑

j |aj| <
∞ (tego nie b¦dziemy dowodzi¢). Teraz

IE Ŷn =
1

n

n∑
j=0

(IEYj − I + I) = I +
1

n

n−1∑
j=0

aj = I +
1

n

∞∑
j=0

aj −
1

n

∞∑
j=n

aj

a poniewa» 1
n

∑∞
j=n aj = o(1/n) wi¦c dowód jest sko«czony. �

Uwaga Fakt 1.6 jest prawdziwy dla ªancuchów ze sko«czon¡ liczba stanów.

Fakt 1.7 Niech (Yn) b¦dzie ªancuchem Markowa z macierz¡ prawdopodobie«-
stwa P . Zaªo»my, »e istniej¡ ±ci±le dodatnie liczby vj, j ∈ E takie, »e

vipij = vjpji, i, j ∈ E (1.4)

Wtedy
πj =

vj∑
i∈E vi

, j ∈ E

jest rozkªadem stacjonarnym.
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Dowód Bez straty ogólno±ci mo»emy zaªo»y¢, »e vj w (1.4) sumuj¡ si¦ do
jedno±ci. Teraz ∑

i∈E

vipij =
∑
i∈E

vjpji = vj
∑
i∈E

pji = vj.

�
Warunek (1.4) b¦dziemy nazywa¢ DBC (od detailed balance condition).

Dla stacjonarnych ªancuchów Markowa jest on równowa»ny odwracalno±ci.
Mówimy, »e stacjonarny ªancuch Markowa Y0, Y1, . . . jest odwracalny, jesli dla
n = 0, 1, 2, . . .

(Y0, Y1, . . . , Yn) =d (Yn, Yn−1, . . . , , Y0).

Zostawiamy czytelnikowi pokazanie nast¦puj¡cego wniosku.

Wniosek 1.8 Je±li macierz przej±cia P jest symetryczna, tj. pij = pji, to
rozkªad stacjonarny jest jednostajny na E czyli π = 1/|E|, j ∈ E.

W dalszej cz¦±ci rozdziaªu b¦dziemy mieli do czynienia z pewn¡ klas¡
ªa«cuchów Markowa z przestrzeni¡ stanów maj¡c¡ struktur¦ grafu. Dlatego
te» zrobimy teraz bardzo krótkie wprowadzenie tego poj¦cia.

Podstawowe poj¦cia dotycz¡ce grafów Graf G skªada si¦ z wierzchoª-
ków V oraz kraw¦dzi E. Zbiór kraw¦dzi mo»na uto»sami¢ z jakim± podbio-
rem zbioru par (nieuporz¡dkowanych) (i, j), i 6= j, i, j ∈ V . Mówimy, »e (i, j)
sa s¡siadami, je±li jest kraw¦d¹ ª¡cz¡ca i z j. Liczb¦ s¡siadów wierzchoªka
i oznaczamy przez deg(i). Mówimy, »e graf jest spójny, je±li jest mo»li-
wo±¢ przej±cia po kraw¦dziach z ka»dego wierzchoªka do wszystkich innych,
niekoniecznie w jednym kroku. Innym poj¦ciem jest okresowo±¢ która jest
zwi¡zana z poj¦ciem bipartite.2 Drog¡ pomi¦dzy dwoma wierzchoªkami grafu
nazywamy kraw¦d¹ pomi¦dzy nimi. Natomiast drog¡ jest trasa, polegaj¡ca
na podró»owaniu od wierzchoªka do wierzchoªka po ª¡cz¡cych je kraw¦dziach.

Przykªad 1.9 Proste bª¡dzenie przypadkowe na gra�e G. W pro-
stym (symetrycznym) bª¡dzeniu przypadkowym z stanu i przechodzimy do
dowolnego s¡siada z tym samym prawdopodobie«stwem. A wi¦c

qij =

{
1

deg(i)
, jesli j jest s¡siadem i,

0, w przeciwnym razie.
(1.5)

2A graph is bipartite if and only if it does not have cycles with an odd number of edges.
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�atwo sprawdzi¢, »e jesli vi = deg(i) to równo±¢ (1.4) jest speªniona. A wi¦c

πi =
deg(i)∑
j∈V deg(j)

, j ∈ V

jest rozkªadem stacjonarnym. Polecamy si¦ zastanowi¢ kiedy macierz Q jest
regularna a kiedy nieredukowalna. Podstaw¡ jest poj¦cie grafu spójnego,

Przykªad 1.10 Bª¡dzenie przypadkowe na hiperkostce. Rozwa»my
zbiór wierzchoªków {0, 1}m. Elementami s¡ ci¡gim-elementowe zer i jedynek.
S¡siaduj¡ce elementy s¡ oddalone o 1 tj. jesli s1 = (e11, . . . , e1m) oraz s1 =
(e21, . . . , e2m), s¡ one s¡siadami je±li

∑m
j=1 |e1j − e2j| = 1. A wi¦c z ka»dego

wierzchoªka wychodzi m kraw¦dzi, czyli deg(i) = m. Rozkªad stacjonarny
jest wi¦c rozkªadem jednostajnym na V .

Powy»sze przykªady maj¡ jedn¡ cech¦ wspóln¡. W jednym kroku ªa«-
cuch si¦ przemieszcza do najbli»szego s¡siada. Zamiast wi¦c peªnej struk-
tury grafowej (V,E) wystarczy poda¢ dla ka»dego stanu i ∈ V list¦ jego
s¡siadów N (i). Polecamy czytelnikowi zastanowi¢ si¦ nad równowa»no±ci¡
opisów przez zde�nowanie wszystkich wierzchoªków a zde�niowanie zbioru
s¡siadów dla wszystkich stanów.

Formalnie rodzina {N (i) : i ∈ V } podzbiorów V jest systemem s¡siedz-
twa je±li i 6= N (i). Je±li natomiast dla dowolnych i 6= j ∈ V istnieje droga
i1, . . . , il, tzn. i1 ∈ N (i), i2 ∈ N (i1). . . . , j ∈ N (il), to mówimy, »e system
s¡siedztwa jest skomunikowany.

2 MCMC

Omówimy teraz pewn¡ metod¦ Monte Carlo ªa«cuchów Markowa (ang. Mar-
kov chain Monte Carlo; st¡d MCMC). Naszym zadaniem jest generowanie
obiektu losowego o warto±ciach w E = {s1, . . . , sm} o rozkªadzie π, tj. o
masie πj na elemencie sj (na razie to nie jest rozkªad stacjonarny poniewa»
jeszcze nie mamy macierzy przej±cia). Bardziej dokªadnie, chcemy obliczy¢∑

j∈E f(j)πj. Do tego celu skonstruujemy ªa«cuch Markowa (Yn) z macierz¡

przej±cia P , dla którego π jest rozkªadem stacjonarnym. Wtedy Ŷn zde�-
niowany w (1.1) b¦dzie szukanym estymatorem

∑
j∈E f(j)πj. Przy pewnych

warunkach (regularno±¢ P ) Yn w prybli»eniu ma rozkªad π. Rozkªad π na-
zywa si¦ rozkªad celowy (ang. target distribution).
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2.1 Algorytmy Metropolisa

Niech π b¦dzie naszym celowym rozkªadem na E . Wybieramy macierz przej-
±cia Q = (qij)i,j∈E , która b¦dzie graªa role macierzy generuj¡cej kandydatów
. Rozkªad π nie jest rozkªadem stacjonarnym dla Q. Zde�niujmy teraz
macierz prawdopodobie«stw przej±cia P generuj¡c¡ ªa«cuch Markowa (Yn):

pij =


qij min(1, πj/πi), je±li i 6= j

1−
∑

k 6=i qik min(1, πk/πi), je±li i = j.
(2.6)

Zostawiamy czytelnikowi sprawdzenie, »e P = (pij) jest macierz¡ przej±cia.
Odpowiadaj¡cy jej ªa«cuch Markowa jest (Yn). Nast¦puj¡ce twierdzenie jest
podstaw¡ algorytmu Metropolisa.

Fakt 2.1 [Metropolis] Zaªó»my, »e Q jest regularn¡ symetryczn¡ macierz¡
prawdopodobie«stw przej±cia oraz π jest rozkªadem na E z ±ci±le dodatnimi
elementami. Wtedy P jest macierz¡ regularn¡ z stacjonarnym rozkªadem π.

Dowód Z wzoru (2.6) widzimy, »e qij > 0 wtedy i tylko wtedy gdy pij > 0.
Poniewa» Q jest regularna, wi¦c P te» musi by¢. Sprawdzimy teraz (1.4) z
vj = πj. Mamy

πipij = πiqij min(1, πj/πi) = qij min(πi, πj) = qji min(πj, πi) = πjpji

�
Na podstawie tego twierdzenia podamy teraz algorytm Metropolisa na

generowanie ªa«cucha Markowa Y0, Y1, . . . z rozkªadem stacjonarnym π, na
podstawie macierzy generuj¡cej kandydatów Q.

1. Yk = i

2. generuj X zgodnie z rozkªadem qi = (qi1, . . . , qim).

3. podstaw α = min(1, πY /πi)

4. losuj rand; je±li rand≤ α to podstaw Yk+1 = X,

5. w przeciwnym razie id¹ do 1.
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Chcemy si¦ pozby¢ zaªo»enia symetryczno±ci. Zastanówmy si¦ najpierw
nad ogólnym pomysªem. Jest to w pewnym sensie metoda podobna do me-
tody eliminacji z rozdziaªu III. Mo»emy przepisa¢ (2.6) w postaci

pij =


qijαij, je±li i 6= j,

1−
∑

k 6=i qikαik, je±li i = j.

gdzie αij = min(1, πj/πi). Teraz mo»emy si¦ spyta¢ czy istniej¡ inne podsta-
wienia dla αij takie, »e

(I) P jest macierz¡ przej±cia regularn¡,

(II) π jest rozkªadem stacjonarnym dla P ,

(III) macierz P jest macierz¡ ªa«cucha odwracalnego, tj. speªniaj¡cego
warunek DBC (1.4).

Zauwa»my, »e je±li qij = πj, αi = 1 (i, j ∈ E), to mamy niezale»ne replika-
cje (Yj) o rozkªadzie π. Uogólnieniem metody Metropolisa niewymagaj¡cej
symetryczno±ci Q jest podane w nast¦puj¡cym fakcie

Fakt 2.2 [Metropolis-Hastings] Niech Q b¦dzie regularn¡ macierz¡ przej±cia
tak¡, »e qij > 0 wtedy i tylko wtedy gdy qji > 0. Je±li

αij = min

(
1,
πjqji
πiqij

)
, i 6= j

to P speªnia postulaty (I)-(III) powy»ej.

Dowód To, »e P jest macierz¡ stochastyczn¡ jest oczywiste. Teraz spraw-
dzimy, »e dla vj = πj jest speªniony warunek DBC (1.4). Mamy

πiqij min

(
1,
πjqji
πiqij

)
= min (πiqij, πjqji) = πjqji min

(
1,
πiqij
πjqji

)
.

�

Uwaga Ogólny schemat jest nast¦puj¡cy. Dla macierzy przej±cia generuj¡c¡
kandydatów Q, szukamy tzw. prawdopdobie«stw akceptacji αij. Problemem
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jest aby P zde�nowana przez pij = αijqij byªa macierz¡ przej±cia. Dotychcza
mieli±my

αij = min(1,
πj
πi

) (2.7)

lub
αij = min(1,

πjqji
πiqij

). (2.8)

Niech
αij =

sij
1 + tij

dla pewnej macierzy symetrycznej (sij) i

tij =
πiqij
πjqji

Musi by¢ speªniony warunek

sij ≤ 1 + min(tij, tji).

W przypadku równo±ci mamy (pokaza¢; zad. 3) (2.8). Je±li qij s¡ staªe, to
mamy (2.7). Innym przypadkiem jest tzw. algorytm Barkera:

αij =
πjqij

πjqji + πiqij
.

W szczególnym przypadku gdy qij = 1/|E|, to

αij =
π

πi + πj
.

2.2 Przykªad: Algorytm Metropolisa na gra�e G.

Rozwa»my graf G z przykªadu 1.9. Niech N = maxi∈V deg(i) oraz N (i)
jest zbiorem wszystkich s¡siadów wierzchoªka i ∈ V . Zde�niujmy na prze-
strzeni stanów V ªa«cuch Markowa bª¡dz¡cy po �s¡siednich� wierzcholkach
z macierz¡ przej±cia P :

qij =



1
M
, j ∈ N (i)

0, i 6= j&j 6= N (i)

1− deg(i)
M

, i = j

, (2.9)

3Zadanie
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gdzieM ≥ N . Zakªadamy, »e ªa«cuch Markowa z tak¡ macierz¡ przej±cia jest
nieprzywiedlny i nieokresowy. To zaªo»enie wynika ze struktury s¡siedztwa.
Mo»na te» nietrudno pokaza¢, »e jest odwracalny. St¡d tez ju» ªatwo wida¢,
»e rozkªad stacjonarny tego ªa«cucha jest jednostajny U(V ).

Chcemy teraz na przestrzeni stanów V skonstruowa¢ ªa«cuch Markowa
(Yn) z rozkªadem stacjonarnym πj = bj/B, gdzie bj > 0 oraz B =

∑
j∈V bj.

W zastosowaniach cz¦sto przestrze« stanów V jest bardzo du»a i nie ma
mo»liwo±ci obliczy¢ B, natomiast bez trudno±ci policzymy bj/bk. Je±li jed-
nak chcemy tylko generowa¢ zmienne o warto±ciach w V z rozkªadem π, to
mo»emy skorzysta¢ z nast¦puj¡cego lematu, na podstawie którego zbudujemy
algorytm.

Lemat 2.3 Rozwa»my graf G z przykªadu 1.9. Niech N = maxi∈V deg(i)
oraz N (i) jest zbiorem wszystkich s¡siadów wierzchoªka i ∈ V . Zde�niujmy
na przestrzeni stanów V ªa«cuch Markowa bª¡dz¡cy po s¡siednich wierzchol-
kach z macierz¡ przej±cia:

pij =



1
M

min(1, πj/πi), j ∈ N (i)

0, i 6= j&j ∈ N (i)

1−
∑

k 6=i pik, i = j

,

gdzie M ≥ N . Je±li Q zde�niowana przez (2.9) jest regularna, to P te» z
rozkªadem stacjonarnym π.

Dowód Poka»emy, »e DBC jest speªnione i st¡d z Faktu 1.7 wynika teza. Dla
i 6= j, jesli πi ≤ πj, to pij = 1 oraz pji = πi/πj St¡d mamy DBC. Podobnie
analizujemy przypadek πi ≥ πj. �

Zauwa»my teraz, »e M = |V | ≥ maxi∈V deg(i). Wykorzystamy to w
nast¦puj¡cym algorytmie.

Algorytm ITM

1. �a«cuch jest w stanie i

2. Losuj j z s¡siedztwa i z V z prawdopodobie«stwem 1/M

3. Akceptuj z prawdopodobie«stwem min(1,pi_j/pi_i), gdzie j jest

proponowanym nowym stanem

4. je±li zaakceptowane, to nowy stan jest j,

przeciwnym razie id¹ do 1.
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2.3 Zastosowanie algorytmu Metropolisa do losowania
dozwolonej kon�guracji w modelu z tward¡ skorup¡

Rozwa»my teraz spójny graf (V,E). Chcemy pomalowa¢ niektóre wierzchoªki
grafu na czarno, pozostawiaj¡c reszt¦ biaªymi. W wyniku otrzymamy tzw.
kon�guracj¦ czyli element z {c,b}V . Interesuje nas model z tward¡ skorup¡
(ang. hard core), który nie dopuszcza dwóch s¡siednich wierzcholków po-
malowanych na czarno. Tak¡ kon�guracj¦ nazywamy dozwolon¡. Niech zG
b¦dzie liczb¡ dozwolonych kon�guracji.

Na zbiorze wszystkich kon�guracji de�niujemy rozkªad

πG(ξ) =

{
1
zG

jesli ξ jest kon�guracja dozwolon¡,
0 w przeciwnym razie.

(2.10)

Element losowy o takim rozkªadzie przyjmuje warto±ci w zbiorze Λ kon�gura-
cji dozwolonych. Pytaniem jest jak losowa¢ taki element losowy. Problemem
jest, »e w przypadku skomplikowanych grafów zG jest du»e i trudne do ob-
liczenia. W tym celu posªu»ymy si¦ wi¦c metod¡ MCMC. Skonstruujemy
nieredukowalny i nieokresowy ªa«cuch Markowa (Yn), którego rozkªad sta-
cjonarny jest πG. �a«cuch ten startuje z dowolnej kon�guracji dozwolonej.
Poniewa» rozkªad Yn zbiega do π, wi¦c b¦dziemy przyjmowa¢, »e Yn ma roz-
kªad π. Jak zwykle pytaniem jest jakie du»e nale»y wzi¡¢ n »eby mo»na byªo
rozs¡dnie przybli»a¢ rozkªad π przez rozkªad Yn.

�a«cuch Yn ewoluuje na zbiorze kon�guracji dozwolonych Λ. B¦dziemy
oznacza¢ przez Yn(v) kolor wierzchoªka v. Niech pξ,ξ′ oznacza prawdopodo-
bie«stwo przej±cia od kon�guracji dozwolonej ξ do ξ

′
. Algorytm zaczynamy

od wyboru dozwolonej kon�guracji Y0. Przej±cie z Yn do Yn+1 otrzymamy
nast¦puj¡co.

1. Wylosuj �losowo� wierzchoªek v ∈ V i rzu¢ monet¡.

2. Je±li pojawi si¦ �orzeª� oraz wylosowany zostaª wierzchoªek v, którego
wszyscy s¡siedzi s¡ �biali�, to pomaluj go na czarno; w przeciwnym
razie w n+ 1-kroku wierzchoªek v jest biaªy.

3. Kolory wszystkich pozostaªych wierzchoªkow s¡ niezmienione.

Niech ξ ∈ Λ b¦dzie kon�guracj¡. Dla wierzchoªka v oznaczamy przez ξ(v)
kolor wierzchoªka v oraz przezm(ξ) oznaczamy liczb¦ czarnych wierzchoªkow.
Struktur¦ s¡siedztwa na zbiorze kon�guracji dozwolonych Λwprowadzamy
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nast¦puj¡co. Mówimy, »e ξ
′ ∈ N (ξ) je±li m(ξ) + 1 = m(ξ

′
); dla pewnego

v mamy ξ(v) = 0, ξ
′
(v) = 1 oraz ξ(w) = ξ

′
(w) = 0 dla w ∼ v lub je±li

m(ξ
′
) + 1 = m(ξ); dla pewnego v mamy ξ(v) = 1, ξ

′
(v) = 0. Funkcja

prawdopodobie«stwa przej±cia pξξ′ jest nast¦puj¡ca:

pξξ′ =


1

2|V | je±liξ
′ ∈ N (ξ)

|V |−m(ξ)
2|V | je±li ξ

′
= ξ

0 je±li |m(ξ)−m(ξ
′
)| ≥ 2

Fakt 2.4 �a«cuch Markowa z macierz¡ prawdopodobie«stwa P jest niere-
dukowalny i nieokresowy z rozkªadem stacjonarnym πG zadanym w (2.10).

2.4 Rozkªad Boltzmana na gra�e G = (V,E).

Rozwa»my teraz graf G = (V,E) z funkcj¡ kosztu (ang. cost function) H :
V → IR+ ∪∞. Tutaj V jest zbiorem wierzchoªków a E zbiorem kraw¦dzi.

B¦dziemy rozwa»a¢ drogi nie zawieraj¡ca dwóch tych samych kraw¦dzi.
Innym opisem, który ma znaczenie w rozwa»anej teorii jest s¡siedztwo. Dla
wierzchoªka i ∈ V , przezN (i) oznaczamy zbiór tych j 6= i dla których istnieje
kraw¦d¹ ªacz¡ca i z j. Mówiemy wtedy, »e j jest s¡siadem i. Istotnym faktem
w tym podrozdziale jest, »e bª¡dzimy tylko po s¡siadach.

Jednym z wa»nych problemów jest szukanie minimum funkcji H, ale o
tym pó¹niej. Przez D∗ oznaczamy zbiór elementów z V na którym funkcja
H osi¡ga globalne minimum. Interesuje nas rozkªad Bolzmana na V

πi(T ) =
e−H(i)/T∑
j∈V e

−H(j)/T
, i ∈ V.

Z uogólnionionego algorytmu Metropolisa-Hastingsa (patrz fakt 2.2) aby ge-
nerowa¢ rozkªad πi(T ) na V musimy poªo»y¢ pij(T ) = qijαij(T ), gdzie Niech
Q jest pewn¡ macierz¡ generuj¡c¡ kandydata i

αij = αij(T ) =
1

deg(i)
min

(
1,

deg(i)

deg(j)
e(H(i)−H(j))/T

)
, i, j ∈ V

jest macierz¡ prawdopodobie«stwa akceptacji.

Lemat 2.5 Rozkªadem stacjonarnym dla macierzy przej±cia P (T ) zde�nio-
wanej przez

pij(T ) = qijαij(T ) (2.11)
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jest

πi(T ) =
e−H(i)/T∑
j∈V e

−H(j)/T
. (2.12)

Mo»na pokaza¢ ten lemat przez wªasno±¢ DBC (pokaza¢; zad4)

Symulowane wy»arzanie

Symulowane wy»arzanie (od angielskiego simulated annealing) dalej w skró-
cie SA, jest metod¡ probabilistyczn¡ znalezienia globalnego minimum funkcji
H (czasami zwanej funkcj¡ kosztu) posiadaj¡cej wi¦cej ni» jedno lokalne mi-
nimum. Przykªadowe zastosowania s¡ m.inn. do zagadnienie komiwoja»era,
wprowadzonego w rozdziale I.

Jest to problem optymizacyjny, który ogólnie mo»na sformuªowa¢ nast¦-
puj¡co. Zadaniem jest znalezienie globalnego minimum funkcji H : V →
IR+ ∪∞. Niech D∗ = {j ∈ V : H(j) = mini∈V H(i)}. Pomysª na algorytm
podpowiada nast¦puj¡cy fakt.

Fakt 2.6

lim
T→0

πi(T ) =

{ 1
|D∗| i ∈ D∗

0 w przeciwnym razie

}
Dowód Niech i ∈ D∗. Mamy

πi(T ) =
e−H(i)/T∑

j∈D∗ e
−H(j)/T +

∑
j∈E−D∗ e

−H(j)/T

=
1∑

j∈D∗ 1 +
∑

j∈E−D∗ e
−H(j)+H(i)/T

→ 1

|D∗|
.

�
Niech Y0, Y1, . . . b¦dzie ªa«chuchemMarkowa z macierz¡ prawdopdobie«stw

przej±cia

pij(T ) = qij exp(− 1

T
(H(j)−H(i))+).

Je±li s¡ speªnione warunki twierdzenie Metropolisa (fakt 2.1), to ten ªa«cuch
ma rozkªad stacjonarny πj(T ) zadany przez (2.12).

Powy»szy fakt daje podstawy heurystyczne dla nast¦puj¡cego algorytmu
korzystaj¡cego z mechanizmu schªadzania. Jest to zadany ci¡g temperatur

4Dac zadanie



202ROZDZIA� VIII. �A�CUCHYMARKOWA IMETODYMONTE CARLO

T1 ≥ T2 ≥ . . .→ 0, i de�niuje si¦ tym razem niejednorodny w czasie ªa«cuch
Markowa Z0, Z2, . . . z macierz¡ prawdopodobie«stwa n-tym kroku P (Tn).

Przej±cie od stanu i do stanu j podane jest poni»ej.

Algorytm SA

1. Z_n jest w stanie i

2. Losuj j z s¡siedztwa i z V z prawdopodobie«stwem q_{ij}

3. je±li H(j)\le H(i), to Z_{n+1}=j

4. je±li H(j)>H(i), to Z_{n+1}= j z prawdopodobie«stwem

exp(-(J(j)-J(i))/T_n), oraz Z_{n+1}=i w przeciwnym razie.

Matematyczne podstawy do konstrukcji algorytmu podaje twierdzenie
Hajka (1988) 5. Mo»na postawi¢ nast¦puj¡ce pytania.

• Czy Zn �zbiega� do D∗,

• jak szybko.

Zde�niujmy co rozumiemy przez �zbiega�. Mówimy, »e algorytm SA z schªa-
dzaniem Tn jest zbie»ny do D∗, je±li

lim
n→∞

IP(Zn ∈ D∗) = 1.

Dokªadniej okazuje si¦, »e zbie»no±¢ (Zn) jest tylko wedªug prawdopodo-
bie«stwa do rozkªadu jednostajnego D∗. Aby wysªowi¢ twierdzenie Hajka
potrzebujemy poj¦cia �stan i komunikuje si¦ z D∗ na wysoko±ci h. Przez
drog¦ (ang. path) z i do D∗ rozumiemy scie»k¦ z i do jakiego± stanu z D∗.
Natomiast, »e jest na wysoko±ci h oznacza, »e najwy»sze przewy»szenie we-
dªug H wzdªu» ±cie»ek jest h. Przez d∗ rozumiemy najmniejsz¡ warto±¢ tak¡,
»e ka»dy stan i ∈ V komunikuje si¦ z D∗ na wysoko±ci h∗.

Twierdzenie 2.7 Algorytm SA z schªadzaniem (Tn) jest zbie»ny wtedy i
tylko wtedy gdy Tn → 0 i ∑

n

exp(−d∗/Tn) =∞.

5Hajek, B. 1988, Cooling schedules for simulated annealing, Math. Oper. Res. 13,
311�329
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A wi¦c mamy zbie»no±¢ wtedy i tylko wtedy gdy∑
n

exp(−d/Tn) =∞

dla pewnego d ≥ d∗. Najpopularniejszym wyborem schªadzania jest Tn =
d/ log n. W pracy Geman & Geman pokazano wcze±niej, »e d ≥ ∆ =
|V |(maxi∈V (H(i)−minH(i)).

Szczególn¡ metod¡ schªadzania metod¡ jest z kawaªkami staª¡ tempera-
tur¡. Mianowicie k-ta zmiana jest w chwili nk, gdzie n1 = ed oraz nk+1 =
nk + edk oraz w przedziale nk ≤ n < nk+1 temperatura wynosi 1/k. Zo-
stawiamy czytelnikowi do pokazania, »e warunek z twierdzenia Hajka jest
speªniony.6

2.5 Zastosowanie algorytmu SA do problemu komiwo-
ja»era

W przykªadzie [??ex.zagadnienie??] wprowadzili±my tzw. zagadnienie ko-
miwoja»era. Zacznijmy od przykªadu. Odlegªo±ci mi¦dzy miastami s¡ dane
w tablicy 2.1 Nale»y znale¹¢ najkrótsz¡ tras¦ z wychodz¡c¡ z Kutna, prze-

Kutno W-wa Pozna« Kraków
Kutno 0 130 180 300
W-wa 130 0 320 350
Pozna« 180 320 0 360
Kraków 300 350 360 0

Tablica 2.1: Odlegªo±ci mi¦dzy miastami w km.

chodz¡c¡ jednokrotnie przez wszystkie pozostaªe miasta i ko«cz¡c¡ w Kutnie.
Ogólnie problem sformuªujemy nast¦puj¡co. Dane jest n miast 1, . . . , n

oraz miasto wyj±ciowe oznaczone numerem 0. Drog¡ jest ξ = (0, e, 0), gdzie
e jest permutacj¡ 1, . . . , n. Zbiór wszystkich dróg ξ b¦dzie zbiorem wierz-
choªków V . Teraz wprowadzamy struktur¦ s¡siedztwa. Niech

ξ = (0, e1, . . . , ei, . . . , ej, . . . , en, 0) ∈ V

6nk = ed(edk − 1)/(ed − 1) ≈ Constedk, sk¡d k ≈ log n/d.
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. Niech i < j, i przepisujemy ξ zaznaczaj¡c blok (i, j)

ξ = (0, e1, . . . , ei−1, ei, . . . , ej︸ ︷︷ ︸, ej+1 . . . , en, 0).

Wtedy ξ
′
jest sasiadem ξ (tj. ξi ∈ N (ξ)) je±li

ξ
′
= (0, e1, . . . , ei−1, ej, ej−1, . . . , ei︸ ︷︷ ︸, ej+1, ej+2, . . . , en, 0).

A wi¦c ka»dy ξ ma n(n−1)/2 s¡siadów. Macierz przej±ciaQ jest zde�niowana
przez bª¡dzenie przypadkowe po s¡siadach jak w przykªadzie 1.9. A wi¦c

pξξ′ (Tn) =


2

n(n−1)
min(e(H(ξ)−H(ξ

′
))/Tn , 1), ξ

′ ∈ N (ξ)

0, w przeciwnym razie.
.

Rozwa»my teraz P (n) = P (Tn) dla pewnego schematu schªadzania speª-
niaj¡cego warunki twierdzenia Hajka. Niech Z0, Z1, . . . b¦dzie stanem ªa«cu-
cha po n krokach. Wiemy, »e (Zn) jest zbie»ny do zbioru stanów D∗. Mo»na
pokaza¢, »e dla schematu Tn = d/ log n (d ≥ d∗)

max
i∈V

IP(Zn 6= D∗|Z0 = i) ≥ A/ta,

gdzie staªe A, a s¡ dodatnie zale»ne od funkcji H i systemu s¡siedztwa. A
wi¦c je±li chcemy, zeby z prawdopodobie«stwem mniejszym od ε mieliby±my
Zn /∈ D∗ musimy mie¢ n ≥ (A/ε)1/a7

2.6 Troch¦ teorii niejednorodnych ªa«cuchów Markowa

Stany Z0, Z1, . . . w metodzie SA tworz¡ niejednorodny ªa«cuch Markowa za-
dany przez kolekcj¦ macierzy przej±cia P (n) = P (Tn) (n = 1, 2, . . .).

Ogólnie de�niujemy niejednorodny ªa«cuch Markowa (Xn)n=0,1,... przyj-
muj¡cy warto±ci w przestzeni stanów E zadany przez kolekcj¦ macierzy przej-
±cia P (n) = P (Tn) (n = 1, 2, . . .) i rozkªad pocz¡tkowy µ jesli

IP(X0 = i0, . . . , Xk = ik) = µi0pi0i1(1) · · · pik−1ik(k)

dla dowolnych i0, . . . , ik ∈ E . A wi¦c

pij(k) = IP(Zk+1 = j|Xk = i).

7Uwaga w pracy Bertsimasa i Tsitsiklisa.
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Oznaczmy przez P (k, l) = P (k)P (k + 1) · · ·P (l) dla k < l. Oczywi±cie

IP(Xl = j|Xk = i) = (P (k, l))ij.

B¦dziemy potrzebowali do nast¦pnej de�nicji poj¦cia odlegªo±ci wedªug
wahania pomi¦dzy dwoma rozkªadami µ,ν na E :

dtv(µ,ν) =
1

2

∑
i∈E

|µ(i)− ν(i)|.

8 Wprowadza sie poj¦cie mocnej ergodyczno±ci, jesli istnieje rozkªad π na E
taki, »e dla ka»dego k ≥ 0

lim
l→∞

sup
µ
dtv(µP (k, l),π) = 0.

Wracaj¡c do sekcji o SA okazuje si¦, »e je±li mamy schªadzani Tn = ∆/ log n
(w oznaczeniach sekcji 2.4), to Zn →tv π (jest to zbie»no±¢ wg wahania,
ale poniewa» przestrze« stanów jest sko«czona, jest to zwykªa zbie»no±c wg
rozkªadu), gdzie π jest rozkªadem jednostajnym na D∗. 9

2.7 Rozkªady Gibbsa

Rozpatrzmy sko«czony graf (V,E). Na V de�niujemy kon�guracje jako funk-
cje λ : V → D, gdzie D jest skonczonym zbiorem. Wszystke dozwolone
kon�guracje oznaczymy przez Λ. Na przykªad D = {c,b} okre±la kolory
wierzchoªków odpowiednio biaªy i czarny. Teraz de�niujemy funkcj¦ H od
kon�guracji λ (nazywana energi¡ tej kon�guracji). Na przykªad

H(λ) =
∑
v∈V

U(λ(v)),

lub
H(λ) =

∑
v′∈N (v)

W (v, v
′
) +

∑
v∈V

U(λ(v)),

gdzie U,W s¡ nieujemnymi funkcjami. Rozkªad Gibbsa na zbiorze kon�gu-
racji Λ jest zde�niowany prze funkcj¦ prawdopdobie«stwa

p(λ) = Z(T )e−H(λ)/T ,

8Zadanie: Pokaza¢, »e dtv(µ,ν) = supE⊂E |µ(E)− ν(E)|.
9Bremaud[8]: str. 314
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gdzie Z(T ) jest tak zwan¡ funkcj¡ partycji

Z(T ) =
∑
λ∈Λ

p(λ).

W zastosowaniach problemem jest trudno±¢ obliczenia Z(T ). Ale nawet nie-
znaj¡c Z(T ) mo»emy generowa¢ (w przybli»eniu) element losowy na Λ o szu-
kanym rozkªadzie Gibbsa przy u»yciu algorytmu Metropolisa w nast¦puj¡cej
formie.

3 Uwagi bibliogra�czne

O metodzie MCMC mozna przeczytac w ksi¡»ce Asmussena i Glynna [4],
Bremaud [8], Häggström [17]. Metoda simulated anneling jest omówiona w
pracy Bersimas i Tsitsiklis [6].
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4 Zadania

10

Zadania teoretyczne

4.1 Napisa¢ algorytm na generowanie bª¡dzenia przypadkowego na hi-
perkostce {0, 1}m.

4.2 Niech B =
∑∞

i=1 i
−2. Ta wielko±¢ jest znana (B = π2/6) ale to

jest nam niepotrzebne. Zaprojektowa¢ przy u»yciu metody Metropo-
lisa symulacj¦ rozkªadu πi = 1/Bi2, i = 1, 2, . . .. Wsk. S¡siedzi dla
dowolnego i > 1 to i− 1, i+ 1 oraz dla i = 1 s¡siadem jest tylko 2.

101.2.2015
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Rozdziaª IX

Symulacja procesów matematyki

�nansowej

W tym rozdziale poka»emy wybrane przykªady zastosowa« symulacji w ma-
tematyce �nansowej. Klasyczna matematyka �nansowa opiera sie na ruchu
Browna (RB) z którego ªatwo otrzyma¢ geometryczny ruch Browna (GRB).
Bardziej skomplikowane procesy s¡ opisywane przez stochastyczne równa-
nia ró»niczkowe (SDE). Niesposób tu formalnie wyªo»y¢ do±¢ zaawansowan¡
wspóªcze±nie analiz¦ stochastyczn¡, ale postaramy si¦ w sposób przyst¦pny
opisa¢ symulowane procesy (tutaj i w dodatku XI.2).

Zauwa»my na pocz¡tku, »e chocia» realizacje badanych tutaj procesów
s¡ ci¡gªe, to czego± takiego nie mo»na wylosowa¢ na konmputerze. Jedynie
co mo»emy zrobi¢, to zamiast wylosowania realizacji X(t), 0 ≤ t ≤ T , losu-
jemy realizacj¦ (X(0), X(t1), . . . , X(tn)) w momentach 0 = t0, t1, . . . , tn ≤ T .
B¦dziemy przyjmowali, ze t1 < . . . < tn. Rozwa»ana procesy s¡ procesami
dyfuzyjnymi, a wi¦c z ciagªymi realizacjami procesy Markowa. Dla nas to
oznacza, »e rozkªad X(tj) pod warunkiem X(tj−1), . . . , X0 zale»y jedynie od
X(tj−1) (j = 1, . . . , n). A wi¦c b¦dziemy losowali rekurencyjnie, wiedz¡c, »e

X(tj−1) = y

losujemy X(tj). Do tego nam jest potrzebna znajomo±¢ funckji przej±cia
pt(x, dy) i algorytm jak generowa¢ zmienn¡ losow¡ o rozkªadzie pt(x, dy) dla
dowolnych ustalonych t i x. Niestety znajomo±c funkcji pt(x, dy) jest wy-
j¡tkowa, nie mówi¡c ju» o algorytmie generowania tego rozkªadu. Dlatego
b¦dziemy te» omawia¢ metody numeryczne dla stochastycznych równa« ró»-
niczkowych, w szczególno±ci tzw. metod¦ Eulera. Jednak»e w odró»nieniu do

209
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rozwa»a« poprzednich w wyniku zastosowania metod numerycznych otrzy-
mamy realizacj¦ aproksymacji procesu, a wi¦c X̃(t1), . . . , X̃(tn). Je±li chcemy
mie¢ proces stochastyczny z ci¡gªymi realizacjami, mo»emy poª¡czy¢ punkty
X(0), X̃(t1), . . . , X̃(tn) w sposób ci¡gªy, na przykªad prostymi, i taka losowa
ªamana b¦dzie przybli»aªa proces X(t), 0 ≤ t ≤ T . Zwró¢my uwag¦, »e
mamy do czynienia z dwoma bª¦dami; bªad spowodowany metod¡ Eulera
oraz bª¡d dyskretyzacji. Zacznikimy od przykªadu.

Przykªad 0.1 Niech {S(t), 0 ≤ t ≤ T} b¦dzie ewolucj¡ ceny akcji. Przez
opcj¦ azjatyck¡ nazywamy mo»liwo±c zakupu akcji za cen¦ K je±li cena w
chwili T speªnia warunek S(T ) ≥ K, w przeciwnym razie rezygnacj¦ z
zakupu. Jest to tzw. opcja europejska call . Inn¡ opcj¡ jest tzw. azja-
tycka, gdzie zamiast warto±ci S(T ) bierzemy po owag¦ u±rednion¡ cen¦ ∈T0
S(s) ds/T . W takimi razie korzy±¢ kupuj¡cego jest odpowiednio

(S(T )−K)+) lub

(∫ T
0
X(s) ds

T
−K

)
+

.

Je±li wi¦c r jest bezryzykownym nat¦»eniem stopy procentowej, to cena takich
opcji byªaby

e−rT IE (S(T )−K)+) lub e−rT IE

(∫ T
0
X(s) ds

T
−K

)
+

.

Przypu±¢my, »e znamy proces S(t), który opisuje ewolucje ceny akcji. Ma-
tematycznie jest to zazwyczaj opisane przez stochasyczne równanie ró»nicz-
kowe.Poniewa» nie mamy mo»liwo±ci symulacji realizacji {S(t), 0 ≤ t ≤ T}
wi¦c symulujemy S̃(0), S̃(T/N), . . . , S̃(T ). Dla opcji azjatyckiej b¦dziemy
obliczali jej cen¦ za pomoc¡

Y = e−rT

(∑N
j=1 S̃(jT/N)

T
−K

)
+

.

A wi¦c estymator zde�niowany przez Y nie b¦dzie nieobci¡»ony, mimo, »e
czasami rozkªad S̃(0), S̃(T/N), . . . , S̃(T ) pokrywa si¦ z rozkªadem S(0), S(T/N), . . . , S(T )
(o takich przypadkach b¦dziemy dalej mówili).

Jednak»e nie zawsze jeste±my w stanie symulowa¢ rozkªad dokªadny, ze
wzgl¦du na to, »e nie znamy tego rozkªadu ani procedury jego generowa-
nia. W przypadku gdy proces S(t) jest zadany przez stochastyczne równanie



1. RUCH BROWNA 211

ró»niczkowe, to istnieje procedura numeryczna, generowania aproksymacji
S̃(0), S̃(T/N), . . . , S̃(T ), który to wektor ma jedynie rozkªad przybli»ony do
S(0), S(T/N), . . . , S(T ). B¦dzie to metoda Eulera, Milsteina, omawiane w
dalszej cz¦±ci tego rozdziaªu. S Mo»emy interpolowa¢ S̃(0), S̃(T/N), . . . , S̃(T )
do procesu {S̃(t), 0 ≤ t ≤ T} w sposób ci¡gªy i nast¦pnie bada¢ jak szybko
d¡»y do zera bª¡d postaci

IE

∫ T

0

|S̃(t)− S(t)|p

lub
IE sup

0≤t≤T
|S̃(t)− S(t)|.

Innym bª¦dem zbadanym teoretycznie jest

es(N) = IE |S(1)− S̃(1)|.

1 Ruch Browna

Ze wzgl¦du na to, »e ruch Browna ma przyrosty niezale»ne (patrz dodatek
XI.2.1) realizacj¦ B(t) (0 ≤ t ≤ T ) mo»emy symulowa¢ w punktach t0 =
0, t1 = ∆, 2∆, . . . , tn = T , gdzie ∆ = T/n. Jednak»e dla algorytmu który
podamy nie jest istotne, »e ∆ = ti− ti−1. Mo»emy wysymulowa¢ w punktach
0 < t1 < . . . < tn−1 < tn = T . Korzystaj¡c z tego, »e

B(ti)−B(ti−1) =d

√
ti − ti−1Zi,

gdzie Z1, . . . , Zn s¡ iid standardowe normalne. Bardziej ogólny model to ruch
Browna z dryfem BM(µ, σ), gdzie dryf µ ∈ IR i wspóªczynnikem dyfuzji σ > 0.
Taki proces de�niujemy przez

X(t) = σB(t) + µt (1.1)

gdzie B(t) jest standardowym ruchem Browna. W j¦zyku stochastycznych
równa« ró»niczkowych proces X zde�niowany w (1.1) mo»emy zapisa¢

dX(t) = µ dt+ σ dB(t). (1.2)

Proces X(t) ma dalej niezale»ne przyrosty (pokaza¢ samemu!) a wi¦c w
punktach 0 < t1 < . . . < tn−1 < tn = T warto±ci tego procesu mozna
otrzyma¢ rekurencyjnie, zadaj¡c X(0) = x oraz

X(ti+1) = X(ti) + µ(ti − ti−1) + σ
√
ti − ti−1Zi+1
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dla i = 1, . . . , n, i Z1, . . . , Zn s¡ niezale»nymi zmiennymi losowymi o jedna-
kowym rozkªadzie N(0,1). Wynika to z tego, »e X(ti+1) −X(ti) = µ(ti+1 −
ti) + σ(W (ti+1 −W (ti))) ma rozkªad normalny N(µ(ti+1 − ti), σ2(ti+1 − ti)).

Zostawiamy czytelnikowi zaproponowanie algorytmu symulacji procesu
zadanego

dX(t) = a(t) dt+ σ(t) dW (t)

z warunkiem pocz¡tkowym X(0) = x, gdzie σ(t) > 0.

1.1 Konstrukcja ruchu Browna via most Browna

Przedstawimy teraz inn¡ konstrukcj¦ ruchu Browna, korzystaj¡c z mostu
Browna. Rozpatrzmy (B(s), B(t), B(u)), gdzie 0 ≤ u < s < t.

Rozkªad B(s) pod warunkiem B(u) = x i B(t) = y jest normalny z
±redni¡

(t− s)x+ (s− u)y

(t− u)

oraz wariancj¡
(s− u)(t− s)

(t− u)
.

W szczególno±ci B(t + h) pod warunkiem B(t) = x i B(t + 2h) = y ma
±redni¡ (x+ y)/2 i wariancj¦ h/2.

B¦dziemy zakªada¢, »e T = 1. Naszym celem jest wygenerowanie

bk0, . . . , b
k
2k−1, b

k
2k

maj¡cy ª¡czny rozkªad taki jak

(B(0), . . . , B((2k − 1)/2k), B(1)).

Algorytm:

1. Generuj b0
0, b

0
1, gdzie b

0
0 = 0 oraz b1

0 ∼ N (0, 1).

2. Maj¡c wygenerowane bk−1
j , (j = 1, . . . , 2k−1), zauwa»amy, »e bk2j =

bk−1
j , (j = 1, . . . , 2k−1), natomiast dla j = 2j + 1, generujemy bki ∼
N (y, 2−k−1), gdzie y = 1

2
(bk−1
j + bk−1

j+1).
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Reprezentacj¦ standardowego ruchu Browna. Niech Z0, Zi,j; l = 1, 2, . . . , j =
1, . . . , 2l−1 iid ∼ N(0, 1). De�niujemy bk(t) jako

∆0(t)Z0 +
k∑
l=1

2−(l+1)/2

2l−1∑
i=1

∆l,i(t)Zl,i, t ∈ [0, 1].

Zauwa»my, »e
(bk(0), bk(1/2k), . . . , bk(1))

ma taki sam rozkªad, jak

(B(0), . . . , B((2k − 1)/2k), B(1)).

Mo»na pokaza¢, »e dla k → ∞ mamy zbie»no±¢ prawie wsz¦dzie do pro-
cesu

∆0(t)Z0 +
∞∑
l=1

2−(l+1)/2

2l−1∑
i=1

∆l,i(t)Zl,i, t ∈ [0, 1].

Ten proces ma ci¡gªe trajektorie i speªnia warunki ruchu Browna.

2 Geometryczny ruch Browna

Przypu±my, »e
X(t) = X(0) exp(σB(t) + ηt)

gdzie B(t) jest standardowym ruchem Browna. Stosuj¡c wzór Ito do X(t) =
f(B(t), t), gdzie f(x, t) = ξ exp(σx+ ηt) mamy

dX(t) =

=
∂

∂t
f(B(t), t) dt+

∂

∂x
f(B(t), t) dB(t) +

1

2

∂2

∂x2
f(B(t), t)

= ηξ exp(σB(t) + ηt) + σξ exp(σB(t) + ηt) +
1

2
σ2 exp(σB(t) + ηt)

= (η + σ2/2)X(t) dt+ σX(t) dB(t).

Podstawiaj¡c µ = η + σ2/2 widzimy, »e stochastyczne równanie ró»niczkowe

dX(t) = µX(t) dt+ σX(t) dB(t)
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z warunkiem pocz¡tkowym X(0) = ξ ma rozwi¡zanie

X(t) = ξ exp((µ− σ2/2)t+ σB(t)).

Ten proces nazywamy geometrycznym ruchem Browna X(t) i oznaczamy go
przez GBM(µ, σ). Zauwa»my, »e dla u < t

X(t)

X(u)
= exp((µ− σ2/2)(t− u) + σ(B(t)−B(u)))

sk¡d widzimy, »e wzory w rozª¡cznych odcinkach

X(t1)−X(t0)

X(t0)
,
X(t2)−X(t1)

X(t1)
, . . . ,

X(tn)−X(tn−1)

X(tn−1)

s¡ niezaleznymi zmiennymi losowymi. Poniewa» przyrosty B(t) s¡ niezale»ne
i normalnie rozªo»one, oraz B(t)−B(u) =d

√
t− uZ, gdzie Z ∼N(0,1), wi¦c

warto±ci X w punktach 0 = t0 < t1 < . . . < tn speªniaj¡ rekurencj¦

X(ti+1) = X(ti) exp((µ− 1

2
σ2)(ti+1 − ti) + σ

√
ti+1 − tiZi+1)

z Z1, . . . , Zn niezale»ne o jednakowym rozkªadzie N(0,1).

2.1 Model Vasicka

Rozwa»my teraz proces zadany stochastycznym równaniem ró»niczkowym

dX(t) = α(b−X(t)) dt+ σdB(t)

gdzie α, b, σ > 0. To równanie ma rozwi¡zanie

X(t) = X(0)e−αt + b(1− e−αt) + σ

∫ t

0

e−α(t−s) dB(s).

o czym mo»na si¦ przekona¢ ró»niczkuj¡c (wg wzoru Ito) to rozwi¡zanie.
Mo»na te» pokaza¢, »e jesli 0 < u < t to

X(t) = X(u)e−α(t−u) + b(1− e−α(t−u)) + σ

∫ t

u

e−α(t−s) dB(s). (2.3)
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1 A zatem rozkªadX(t) pod warunkiem ,»eX(u) = ξ, jest normalny N(µ(u, t), σ2(u, t)),
gdzie

µ(u, t) = e−αu + b(1− e−αu)

i

σ2(u, t) =
σ2

2
(1− e−2α(t−u)).

Aby to uzasadni¢ trzeba wiedzie¢, »e
∫ T

0
k(x) dB(x) ma rozkªad normalny ze

±redni¡ 0 i wariancj¡
∫ T

0
k2(x) dx. Liczymy teraz wariancj¦

Var

∫ t

u

e−α(t−s) dB(s) =∫ t

0

e−2α(t−s) ds

=
1

2α
(1− e−2α(t−u)).

Powy»sze rozwa»ania uzasadniaj¡ nast¦puj¡cy algorytm daj¡cy dokªadny
rozkªad procesu X w punktach 0 = t0 < t1 < . . . < tn = T :

X(ti+1) = e−α(ti+1−ti)X(ti) + µ(ti, ti+1) + σ(ti, ti+1)Zi+1,

gdzie Z1, . . . , Zn s¡ niezale»nymi zmiennymi losowymi o jednakowym rzo-
kladzie N(0,1). Po podstawieniu funkcji µ(ti, ti+1) i σ2(ti, ti+1) i dokonaniu
oblicze« otrzymujemy

X(ti+1)

= e−α(ti+1−ti)X(ti) + b(1− e−α(ti+1−ti)) + σ

√
1

2α
(1− e−α(ti+1−ti))Zi+1.(2.4)

1

X(t) = X(u)e−α(t−u) + b(1− e−α(t−u)) + σ

∫ t

u

e−αs dB(t)

= (X(0)e−αu + b(1− e−αu) + σ

∫ u

0

e−α(u−s) dB(s))e−α(t−u)

+b(1− e−α(t−u)) + σ

∫ t

u

e−αs dB(t)
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Poniewa» naszym celem jest symulacja realizacji procesuX a wi¦c gdy maxi(ti+1−
ti) jest maªe, wi¦c mo»emy skorzysta¢ z aproksymacji

e−α(ti+1−ti) ≈ 1− α(ti+1 − ti).

Po dokonaniu uproszcze« otrzymamy

X(ti+1)

= α(ti+1 − ti)X(ti) + α(ti+1 − ti))(b−X(ti)) + σ
√
ti+1 − tiZi+1. (2.5)

Jak zobaczymy dalej powy»szy wzór b¦dzie szczególnym przypadkiem sche-
matu Eulera.

2.2 Schemat Eulera

Formalnie mo»emy zapisa¢ ogólne równanie stochastyczne jako

dX(t) = a(X(t)) dt+ b(X(t)) dB(t).

Pozostawiamy na boku wa»ne pytania o istnienie rozwi¡za« i jednoznaczno±¢.
B¦dziemy milcz¡co zakªada¢ pozytywn¡ odpowied¹ na te pytania. Wtedy
aproksymacje ˆX(ti) warto±ci X(ti) otrzymamy przez X̂(0) = X(0) i dla
0 = t0 < t1 < . . . < tn = T

X̂(ti+1) = X̂(ti) + a(X̂(ti))(ti+1 − ti) + b(X̂(ti))
√
ti+1 − tiZi+1,

gdzie Z1, . . . , Zn s¡ niezale»nymi zmiennymi losowymi o jednakowym rzokla-
dzie N(0,1).

Przykªad 2.1 [Proces Coxa Ingersolla Rossa (CIR)] Proces w modelu Va-
sicka posiada podstawow¡ wad¦, »e przyjmuje warto±ci ujemne. Tej wady
nie posiada proces pierwiastkowej dyfuzji opisanej stochastycznym równa-
niem ró»niczkowym

dX9t) = α(b−X(t)) dt+ σ
√
X(t) dB(t).

Dowodzi si¦, ze jesli X(0) > 0, to X(t) ≥ 0 dla wszystkich t > 0 oraz je±li
ponadto 2αb > σ2 to X(t) > 0 dla wszystkich t > 0. Zastosowanie schematu
Eulera prowadzi to rekursji:

X̂(ti+1) = X(ti) + α(b−X(ti))(ti+1 − ti) + σ
√

(X(ti))+

√
ti+1 − tiZi+1,

gdzie Z1, . . . , Zn s¡ niezale»nymi zmiennymi losowymi o jednakowym rozkªa-
dzie N(0,1), i (a)+ = max(0ma).
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3 Uwagi bibliogra�czne

Podstawowym ¹ródªem informacji o symulacji procesów stochastycznych teo-
rii matematyki �nansowej jest ksi¡»ka Glassermana [16]. Inn¡ podstawow¡
monogra�¡ omawiaj¡c¡ symulacje procesów stochastycznych jest [4].
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Zadania teoretyczne

3.1 Dla standardowego ruchu Browna {W (t), 0 ≤ t ≤ 1} de�niujemy
proces

{W̃ h(t), 0 ≤ t ≤ 1}

który jest zgodny z procesem W w punktach W (h),W (2h), . . . ,W (1)
gdzie h = 1/N i interpolowany liniowo do realizacji ci¡gªych. Pokaza¢,
»e

IE

∫ 1

0

|W̃ h(t)−W (t)| = c/N1/2,

gdzie c =
√
π/32.

3.2 Niech X(t) = x + intt0a(t) dt +
∫ t

0
b(t) dW (t), 0 ≤ t ≤ T . Poka-

za¢, »e je±li 0 < t1 < t2 < . . . < tn mo»na symulowa¢ rekurencyjnie,
zadaj¡c X(0) = x oraz

X(ti+1) = X(ti) +

∫ ti+1

ti

a(s) ds(ti − ti−1) +

√∫ ti+1

ti

b2(s) dsZi+1

dla i = 1, . . . , n, i Z1, . . . , Zn s¡ niezale»nymi zmiennymi losowymi o
jednakowym rozkªadzie N(0,1).
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Projekt

3.3 Wedªug Asmussen&Glynn (2007). Zaprojektowa¢ obliczenie p me-
tod¡ Monte Carlo, gdzie p jest intensywno±ci¡ spªaty kredytu w nast¦-
puj¡cym modelu.

Udzielono kredytu w wysoko±ci k na okres T lat, który b¦dzie spªacany
ze staª¡ intensywno±ci¡ p. Krótkoterminowa stopa kredytowa jest r(t),
0 ≤ t ≤ T . Je±li s(t) oznacza kwot¦ spªacon¡ do chwili t; s(0) = 0
raz q(t) oznacza ilo±¢ pieni¦dzy gdyby byªy trzymane na rachunku, to
ignoruj¡c pozostaªe koszty (administracja, podatki, zysk, itd) wielko±¢
p wyznaczamy z równo±ci IE s(T ) = IE q(T ).
a) Uzasadni¢, »e

ds(t) = (p+ s(t)r(t))dt

dq(t) = q(t)r(t)

b) Je±li przez sp(t) oznaczymy proces s obliczony przy intensywno±ci
spªaty p oraz qk(t) oznaczymy proces obliczony przy warto±ci pocz¡t-
kowej q(0) = k, to pokaza¢, »e

p =
kIE q1(T )

IE s1(T )
.

c) Przyj¡¢, »e r(t) jest procesem CIR. W pierwszym wariancie zaªo»y¢,
»e jest on stacjonarny, ze ±redni¡ równ¡ dªugoterminowej stopie pro-
centowej c. Do oblicze« przyj¡¢, »e dªugotermionowa stopa procentowa
c = 7%, T = 5, oraz dobra¢ α, σ2 tak aby realizacje przypominaªy te z
wykresu ...
d) Porówna¢ z sytuacj¡, gdy r(t) ≡ c.
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Rozdziaª X

Sumulacja zdarze« rzadkich

1 Efektywne metody symulacji rzadkich zda-

rze«

Niech b¦dzie dana przestrze« probabilistyczna (Ω,F , IP).
Rozwa»my rodzin¦ zdarze« (A(x)) poindeksowan¡ albo przez x ∈ (0,∞)

lub x ∈ {1, 2, . . .} i niech
I(x) = IP(A(x)).

Mówmy, »e (A(x)) jest rodzin¡ zdarze« rzadkich je±li

lim
x→∞

I(x) = 0 .

Zauwa»my, »e dla bardzo maªych I(x) trzeba raczej kontrolowa¢ bª¡d wzgl¦dny
ni» bezwgl¦dny. Przez Y (x) oznaczamy zmienn¡ losow¡ tak¡, »e I(x) =
IEY (x). Wtedy

Ŷn =
1

n

n∑
j=1

Yj(x),

gdzie Y1(x), . . . , Yn(x) s¡ niezale»nymi kopiami Y (x), jest estymatorem nie-
obci¡»onym I(x). A wi¦c na poziomie istotno±ci α (jak zwykle przyjmujemy
α = 0.05)

1− α ∼ IP(Ŷn(x)− 1.96
σ(x)√
n
≤ I(x) ≤ Ŷn(x) + 1.96

σ(x)√
n

)

= IP

(
−1.96√

n

σ(x)

I(x)
≤ I(x)− Ŷn(x)

I(x)
≤ 1.96√

n

σ(x)

I(x)

)
.

221
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gdzie σ2(x) = VarY (x). St¡d widzimy, »e aby kontrolowa¢ bª¡d wzgl¦dny
musimy rozwa»a¢ wielko±¢ σ2(x)/I2(x), gdzy x → ∞. Mianowicie je±li na
przykªad chcemy kontrolowa¢ bª¡d wzgl¦dny na poziomie br, to wtedy z
równo±ci

br =
1.96√
n

σ(I)

I

sk¡d mamy

n =
1.962

br

σ2(I)

I2
.

Potrzeb¦ bardziej wysublimowanej teorii przy symulacji zdarze« rzadkich
pokazuje nast¦puj¡cy przykªad.

Przykªad 1.1 Niech A(x) ∈ F i I(x) = IP(A(x)) jest bardzo maªe. Powta-
rzamy niezale»nie zdarzenia A1(x), . . . , An(x). Rozwa»my estymator CMC
dla I(x) postaci

Ŷn =
1

n

n∑
j=1

1Aj(x) .

Wtedy Var (1Aj(x))/I
2(x) = I(x)(1−I(x))/I2(x) ∼ I(x)−1. Je±li wi¦c chcemy

mie¢ bª¡d wzgl¦dny nie wi¦kszy ni» br, to musi by¢ speªniona równo±¢

1.96√
n
I(x)−1 = br

czyli

n =
1.962

b2
r

I(x)−1 .

A wi¦c dla bardzo maªych I(x) du»a liczba replikacji jest wymagana. Pro-
blemem jest jak szybko zbiega I(x) do zera.

St¡d mamy nast¦puj¡c¡ naturaln¡ de�nicj¦ dla klasy estymatorów zde�nio-
wanyhch przez Y (x).

De�nicja 1.2 Mówimy, »e estymator Ŷn(x) ma ograniczony bª¡d wzgl¦dny
je±li

lim sup
x→∞

Var (Y (x))

I2(x)
<∞.

Bardzo cz¦sto estymatory z ograniczonym bª¦dem wzgl¦dnym trudno znale¹¢,
lub trudno t¡ wªasno±¢ udowodni¢. Dlatego wprowadza si¦ troch¦ sªabsze
wymaganie, które jednak»e cz¦sto charakteryzuje zupeªnie dobre estymatory.
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De�nicja 1.3 Mówimy, »e estymator Ŷ logarytmicznie efektywny je±li

lim inf
x→∞

log Var (Y (x))

2 log I(x))
≥ 1 .

Nastepny fakt pokazuje równowa»ne wysªowienie tej wªasno±ci, z której na-
tychmiast b¦dzie wida¢, »e wªasno±¢ logarytmicznej efektywno±ci jest sªabsza
od wªasno±ci ograniczonego bªedu.

Fakt 1.4 Wªasno±¢ logarytmicznej efektywno±ci jest równowa»na temu, »e
dla 0 < ε < 2 mamy

lim sup
x→∞

Var (Y (x))

I2−ε(x)
<∞. (1.1)

Do dowodu przyda si¦ lemat.

Lemat 1.5 Niech a(x) → −∞. Mamy lim sup a(x)b(x) < ∞ wtedy i tlko
wtedy gdy lim inf b(x) ≥ 0.

Dowód Mamy (1.1) wtedy i tylko wtedy gdy

lim sup
x→∞

log

(
Var (Y (x))

I2−ε(x)

)
<∞.

To znaczy

lim sup
x→∞

log I(x)(
log Var (Y (x))

2 log I(x)
− (1− ε

2
)) <∞.

Teraz nale»y skorzysta¢ z lematu 1.5 a a(x) = log I(x) i b(x) = log Var (Y (x))/(2 log I(x))−
(1− ε

2
).

2 Dwa przykªady efektywnych metod symula-

cji rzadkich zdarze«

Niech ξ1, ξ2, . . . b¦d¡ niezale»nymi zmiennymi losowymi o jednakowym roz-
kªadzie z g¦sto±ci¡ f(x) i oznaczmy Sn = ξ1 + . . .+ ξn. Celem naszym b¦dzie
obliczenie I(x) = IP(Sn > (µ + ε)n), gdzie µ = IE ξ1 lub I(x) = IP(Sn > x).
Oka»e si¦, »e efektywne algorytmy zale»¡ od ci¦»ko±ci ogona rozkªadu ξ1. W
przypadku lekko ogonowym przydatna b¦dzie technika zamiany miary, któr¡
troch¦ dokªadniej omówimy poni»ej.
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2.1 Technika wykªadniczej zamiany miary

Zacznijmy od pojedynczej kratowej zmiennej losowej ξ okre±lonej na prze-
strzeni probabilistycznej (Ω,F , IP) z funkcj¡ prawdopodobie«stwa {pk}. Niech
m̂(θ) =

∑
k e

θkpk b¦dzie funkcj¡ tworz¡c¡ momenty. B¦dziemy zakªada¢,
»e m̂(θ) jest sko«czona w pewnym przedziale otwartym (θ1, θ2) takim, »e
θ0 < 0 < θ1. Dla tych warto±ci θ ∈ (θ0, θ1) de�niujemy now¡ funkcj¦ praw-
dopodobie«stwa przez

p̃θk =
eθkpk
m̂(θ)

.

Mo»na zawsze tak dobra¢ (Ω,F , IP) i zmienn¡ losow¡ ξ tak, »e IP(ξ = k) = pk

i dla pewnej innej miary probabilistycznej ĨP
θ

ĨP
θ
(ξ = k) = pθk.

Teraz rozpatrzmy ci¡g niezale»nych zmiennych losowych ξ1, . . . , ξn na
(Ω,F , IP) o jednakowym rozkªadzie takim jak ξ. Natomiast z now¡ miar¡

probabilistyczn¡ ĨP
θ
de�niujemy nast¦puj¡co:

ĨP
θ
(ξ1 = k1, . . . , ξn = kn)

=
eθ(θ(k1+...+kn)

m̂(θ)
IP(ξ1 = k1, . . . , ξn = kn)

= p̃θk1 . . . p̃
θ
kn ,

czyli przy nowej mierze ξ1, . . . , ξn s¡ dalej niezale»ne. Oznaczaj¡c przez
κ(θ) = log m̂(θ) i podstawiaj¡c Sn = ξ1 + . . .+ξn mamy podstawowy zwi¡zek

IP(ξ1 = k1, . . . , ξn = kn) =

= e−θSn+nκ(θ)ĨP
θ
(ξ1 = k + 1, . . . , ξn = kn). (2.2)

Niech teraz
A = {(ξ1, . . . , ξn) ∈ B},

gdzie B ⊂ ZZn i ĨE
θ
oznacza warto±¢ oczekiwan¡ zde�niowan¡ przez ĨP

θ
.

Wtedy mamy nast¦puj¡cy lemat, który jest prawdziwy niezale»nie od typu
rozkªadu.

Lemat 2.1

IP(A) = m̂n(θ)ĨE
θ
[e−θ(ξ1+...+ξn);A] = ĨE

θ
[enκ(θ)−θSn);A]. (2.3)
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Dowód Udowodnimy lemat gdy ξ1 ma rozkªad kratowy. Korzystaj¡c z (2.2)
mamy

IP(A) = m̂(θ)
∑

(k1,...,kn)∈B

e−θ(k1+...kn)ĨP
θ
(ξ1 = k1, . . . , ξn = kn)

= m̂n(θ)ĨE
θ
[e−θ(ξ1+...+ξn);A]. (2.4)

�

Lemat 2.2 Dla zmiennej losowej ξ1 okre±lonej na przestrzeni probabilistycz-
nej (Ω,F , ĨPθ

) funkcja tworz¡ca momenty

ĨE
θ
esξ1 = m̂(s+ θ).

St¡d

ĨE
θ
ξ1 =

dm̂(θ + s)

ds |s=0
= κ

′
(θ).

2.2 IP(Sn > (µ+ ε)n) - przypadek lekko-ogonowy

B¦dziemy oblicza¢
I(m) = IP(Sm > m(µ+ ε)),

gdzie IE ξ1 = µ i ε > 0. Podstawiaj¡c A = A(m) = {Sm > m(µ+ ε)} w (2.4)
mamy, »e

Y (m) = e−θSm+mκ(θ)1A(m)

przy mierze ĨP
θ
de�niuje nieobci¡»ony estymator Ŷn(m). Niech θ0 speªnia

IE θ0ξ1 = κ
′
(θ0) = µ+ ε.

Poniewa» κ jest funkcj¡ wypukªa (wªasno±¢ funkcji tworz¡cych momenty)
wi¦c rozwi¡zanie θ0 musi by¢ ±ci±le dodatnie. Nietrywialnym rezultatem jest
nast¦puj¡ce twierdzenie.

Twierdzenie 2.3 Estymator zde�niowany przez

Y (m) = e−θSm+mκ(θ)1A(m)

przy nowe mierze ĨP
θ0 jest logarytmicznie efektywny.

Zauwa»my ponadto, »e optymalny estymator jest typu istotno±ciowego i
mo»na pokaza¢, »e w tej klasie jest on jedyny.
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2.3 IP(Sn > x) - przypadek ci¦zko-ogonowy

Jak zwykle przez F (x) = 1 − F (x) oznacza ogon dystrybuanty ξ1. B¦-
dziemy rozpatrywa¢ dwa przypadki: Pareto z F (x) = 1/(1 +x)α lub Weibull
F (x) = e−x

r
z parametrem r < 1. Teoria idzie bez zmian je±li zamiast Pa-

reto b¦dziemy mieli rozkªad Pareto-podobny; patrz de�nicja w [?]. Niech
A(x) = {Sn > x}. Tym razem n jest ustalone, natomiast parametrem jest
x→∞. Niech

I(x) = IP(Sn > x).

W dalszej cz¦sci przez ξ(1) < ξ(2) < . . . < ξ(n) oznaczamy statystyk¦ pozy-
cyjn¡ i Sn = ξ1+. . . ξn, S(n) = ξ(1)+. . . ξ(n) orazMn = ξ(n) = max(ξ1, . . . , ξn).
Zde�niujmy cztery estymatory Ŷ i

n (i = 1, . . . , 4) oparte na

Y 1(x) = 1A(x)

Y 2(x) = F̄ (x− Sn−1)

Y 3(x) =
F ((x− S(n−1)) ∨ ξ(n−1))

F (ξ(n−1))

Y 4(x) = nF (Mn−1 ∨ (x− Sn−1)).

Estymatory oparte na Yi(x) (i = 1, ..., 4) s¡ nieobci¡»onymi estymatorami
poniewa»

F̄ (x− Sn−1) = IP(Sn > x|Sn−1)

F ((x− S(n−1)) ∨ ξ(n−1))

F (ξ(n−1))
= IP(Sn > x|ξ(1), . . . , ξ(n−1))

nF (M(n−1) ∨ (x− S(n−1)) = nIP(Sn > x,Mn = ξn|ξ1, . . . , ξn).

Twierdzenie 2.4 W przypadku gdy rozkªad ξ jest Pareto, to estymator
Ŷ 3
n (x) jest logarytmicznie efektywnym a estymator Ŷ 4

n (x) ma ograniczony
bª¡d wzgl¦dny, natomiast gdy ξ1 jest Weibullowski z r < log(3/2)/ log 2 to
estymator Ŷ 4

n (x) estymator jest logarytmicznie efektywny.

2.4 Uwagi bibliogra�czne

Kolekcja prac: Rare Event Simulation using Monte Carlo Methods. Gerardo
Rubino i Bruno Tu�n, Editors. Wiley, 2009.
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S.Juneja and P.Shahabuddin. Rare event simulation techniques: An in-
troduction and recent advances. In S.G. Henderson and B.L. Nelson, eds,
Simulation, Handbooks in Operations Research and Managemant Science,
pp. 291�350. Elsevier, Amsterdam, 2006.

Podrozdziaªy 2.3 i 2.2 zostaªy opracowane na podstawie ksi¡zki Asmus-
sena i Glynna [4], do której odsyªamy po dowody twierdze« i dalsze referencje.
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Rozdziaª XI

Dodatek

1 Elementy rachunku prawdopdobie«stwa

1.1 Rozkªady zmiennych losowych

W teorii prawdopodobie«stwa wprowadza si¦ zmienn¡ losow¡ X jako funkcj¦
zde�niowan¡ na przestrzeni zdarze« elementarnych Ω. W wielu przypadka,
ani Ω and X ni s¡ znane. Ale co jest wa»ne, znany jest rozkªad zmiennej
losowej X, tj. przepis jak liczy¢ F (B), »e X przyjmie warto±¢ z zbioru B,
gdzie B jest podzbiorem (borelowskim) prostej IR.

Ze wzgl¦du na matematyczn¡ wygod¦ rozwa»a si¦ rodzin¦ F podzbiorów
Ω, zwan¡ rodzin¡ zdarze«, oraz prawdopodobie«stwo IP na F przypisuj¡ce
zdarzeniu A z F liczb¦ IP(A) z odcinka [0, 1].

Rozkªad mo»na opisa¢ przez podanie dystrybuanty, tj. funkcji F : IR →
[0, 1] takiej, »e F (x) = IP(X ≤ x) . Prze F (x) = 1−F (x) b¦dziemy oznacza¢
ogon of F .

W praktyce mamy dwa typy zmiennych losowych: dyskretne i absolutnie
ci¡gªe. Mówimy, »e X jest dyskretn¡ je±li istnieje przeliczalny zbiór liczb
E = {x0, x1, . . .} z IR taki, »e IP(X ∈ E) = 1. W tym przypadku de�niujemy
funkcj¦ prawdopodobie«stwa p : E → [0, 1] przez p(xk) = IP(X = xk); para
(E, p) podaje peªny przepis jak liczy¢ prawdopopodobie«stwa IP(X ∈ B) a
wi¦c zadaje rozkªad. Najwa»niejsz¡ podklas¡ s¡ zmienne losowe przyjmuj¡ce
warto±ci w E który jest podzbiorem kraty {hk, k ∈ ZZ+} dla pewnego h > 0.
Je±li nie b¦dzie powiedziane inaczej to zakªadamy, »e h = 1, tzn E ⊂ ZZ+,
i.e. xk = k. Wtedy piszemy prosto p(xk) = pk i mówimy, »e rozkªad jest
kratowy.

229
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Z drugiej strony mówimy, »e X jest absolutnie ci¡gª¡ je±li istnieje funkcja
f : IR → IR+ taka, »e

∫
f(x) dx = 1 i IP(X ∈ B) =

∫
B
f(x) dx dla ka»dego

B ∈ B(IR). Mówimy wtedy, »e f(x) jest g¦sto±ci¡ zmiennej X.
Rozkªad dyskretnej zmiennej losowej nazywamy rozkªadem dyskretnym.

Je±li X jest kratowy, to jego rozkªad te» nazywamy kratowy. Analogoicznie
rozkªad zmiennej losowej absolutnie ci¡gªej nazywamy rozkªadem absolutnie
ci¡gªym. Czasami dystrybuanta nie jest ani dyskretna ani absolutnie ci¡gªa.
Przykªadem jest mieszanka F = θF1 + (1 − θ)F2, gdzie F1 jest dyskretna z
prawdopodobie«stwem θ i F2 jest absolutnie ci¡gªa z prawdopodobie«stwem
1− θ.

Aby zaznaczy¢, »e dystrybuanta, g¦sto±¢, funkcja prawdopodbie«stwa,
jest dla zmiennej losowej X, piszemy czasem FX , pX , fX , . . ..

Dla dwóch zmiennych losowych X i Y o tym samym rozkªadzie piszemy

X
D
= Y . To samo stosujemy do wektorów.
Mówoimy, »e wektor losowy (X1, . . . , Xn) jest absolutnie ci¡gªy je±li ist-

nieje nieujemna i caªkowalna funkcja f : IRn → IR+ z∫
IR

. . .

∫
IR

f(x1, . . . , xn) dx1 . . . dxn = 1

taka, »e IP(X1 ∈ B1, . . . , Xn ∈ B) =
∫
B1
. . .
∫
Bn
f(x1, . . . , xn) dxn . . . dx1 dla

wszystkich zbiorów borelowskich B1, . . . , Bn ∈ B(IR). Funkcja f(x) nazywa
si¦ g¦sto±ci¡ X = (X1, . . . , Xn)T . Przytoczymy teraz po»yteczny rezultat
dotycz¡cy wzoru na g¦sto±¢ przeksztaªconego wektora losowego. Mianowicie
niech b¦d¡ dane funkcje gi : IR → IR, i = 1, . . . , n, które speªniaj¡ nast¦pu-
j¡ce warunki:

1. V jest otwartym pozdbiorem IRn, takim »e IP(X ∈ V ) = 1,

2. przeksztaªcenie g = (g1, . . . , gn)T jest wzajemnie jednoznaczne na zbio-
rze A,

3. przeksztaªcenie g ma na V ci¡gªe pierwsze pochodne cz¡stkowe ze
wzgl¦du na wszystkie zmienne,

4. jakobian Jg(x) = ∂(g1,...,gn)
∂(x1,...,xn)

jest ró»ny od zera na A.

Oznaczmy przez h = (h1, . . . , hn)T przeksztaªcenie odwrotne do g, tzn. x =
h(y) = (h1(y), . . . , hn(y)) dla ka»dego y ∈ g(V ). Rozwa»my wektor Y =
(X). Wektor ten ma g¦sto±¢ fY zadan¡ wzorem:

fY (y) = fX (h1(y), . . . , hn(y))|Jh(y)|1(y ∈ g(V )). (1.1)
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Je±li zmienne losowe (X1, . . . , Xn−1) (X1, . . . , Xn) s¡ absolutnie ci¡gªe z
odpowiednio z g¦sto±ciami fX1,...,Xn−1 i fX1,...,Xn i je±li fX1,...,Xn−1(x1, . . . , xn−1) >
0, to

fXn|X1,...,Xn−1(xn | x1, . . . , xn−1) =
fX1,...,Xn(x1, . . . , xn)

fX1,...,Xn−1(x1, . . . , xn−1)

nazywa si¦ i warunkow¡ g¦sto±ci¡ Xn pod warunkiem X1 = x1, . . . , Xn−1 =
xn−1.

Dla ustalonego n i wszystkich k = 1, 2, . . . , n i ω ∈ Ω, niech
X(k)(ω) oznacza k-t¡ najmniejsz¡ warto±¢ X1(ω), . . . , Xn(ω). Skªadowe

wektora losowego (X(1), . . . , X(n)) nazywaj¡ si¦ statystyka porz¡dkow¡ (X1, . . . , Xn).

1.2 Podstawowe charakerystyki

Niech X b¦dzie zmienn¡ losow¡. i g : IR→ IR funkcj¡. De�niujemy IE g(X)
przez

IE g(X) =


∑

k g(xk)p(xk) je±li X jest dyskretny∫∞
−∞ g(x)f(x) dx je±li X jest absolutnie ci¡gªe

pod warunkiem odpowiednio, »e
∑

k |g(xk)|p(xk) <∞ i
∫∞
−∞ |g(x)|f(x) dx <

∞. Je±li g jest nieujemna, to u»ywamy symbolu IE g(X) równie» gdy równa
si¦ niesko«czono±¢. Je±li rozkªad jest mieszank¡ dwóch typów to de�niujemy
IE g(X) by

IE g(X) = θ
∑
k

g(xk)p(xk) + (1− θ)
∫ ∞
−∞

g(x)f(x) dx . (1.2)

Czasami wygodne jest zapisanie IE g(X) w terminach caªki Stieltjesa t.j.

IE g(X) =

∫ ∞
−∞

g(x)dF (x) ,

która jest dobrze okre±lona przy pewnych warunkach na g i F . W szczegól-
no±ci dla g(x) = x warto±¢ µ = IEX jest nazywana ±redni¡ , lub warto±ci¡
oczekiwan¡ lub pierwszy momentem X. Dla g(x) = xn, µ(n) = IE (Xn)
jest nazywana n-tym momentem. Momentem centralnym rz¦du n nazy-
wamy αn = IE (X − µ)n. Wariancj¡ X jest σ2 = IE (X − µ)2 i σ =

√
σ2
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jest odchyleniem standardowym lub dyspersj¡ . Czasami piszemy VarX za-
miast σ2. Wspóªczynnik zmienno±ci jest zde�niowany przez cvX = σ/µ, i
wspóªczynnik asymetrii przez α3σ

−3 = IE (X − µ)3σ−3. Dla dwóch zmien-
nych losowych X, Y de�niujemy kowariancj¦ Cov(X, Y ) przez Cov(X, Y ) =
IE ((X − IEX)(Y − IEY )) je±li tylko IEX2, IEY 2 < ∞. zauwa»my, »e rów-
nowa»nie mamy Cov(X, Y ) = IEXY − IEX IEY . Je±li Cov(X, Y ) > 0, to
mówimy, »e X, Y s¡ dodatnio skorelowane, je±li Cov(X, Y ) < 0 to ujem-
nie skorelowane i nieskorelowane je±li Cov(X, Y ) = 0. Przez wspóªczynnik
korelacji pomi¦dzy X, Y rozumiemy

corr(X, Y ) =
Cov(X, Y )√

Var (X)Var (Y )
.

Median¡ zmienej losowej X jest dowolna liczba is ζ1/2 taka, »e

IP(X ≤ ζ1/2) ≥ 1
2
, IP(X ≥ ζ1/2) ≥ 1

2
.

Przez indykator 1(A) : Ω→ IR rozumiemy zmienn¡ losow¡

1(A, ω) =

{
1 je»eli ω ∈ A,
0 w przeciwnym razie.

A wi¦c je±li A ∈ F to 1(A) jest zmienn¡ losow¡ i IP(A) = IE1(A). U»ywa si¦
nastepuj¡cej konwencji, »e IE [X;A] = IE (X1(A)) dla zmiennej losowej X i
zdarzenia A ∈ F .

Je±li chcemy zwróci¢ uwag¦, »e ±rednia, n-ty moment, itd. s¡ zde�nio-
wane dla zmiennej X lub dystrybunaty F to piszemy µX , µ

(n)
X , σ2

X , . . . or
µF , µ

(n)
F , σ2

F , . . ..

1.3 Niezale»no±¢ i warunkowanie

Mówimy, »e zmienne losowe X1, . . . , Xn : Ω→ IR s¡ niezale»ne je±li

IP(X1 ∈ B1, . . . , Xn ∈ Bn) =
n∏
k=1

IP(Xk ∈ Bk)

dla ka»dego B1, . . . , Bn ∈ B(IR) lub, równowa»nie,

IP(X1 ≤ x1, . . . , Xn ≤ xn) =
n∏
k=1

IP(Xk ≤ xk)
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dla wszystkich x1, . . . , xn ∈ IR. Niesko«czony ci¡g X1, X2, . . . jest ci¡giem
niezale»nych zmiennych losowych, je±li ka»dy sko«czony podci¡g ma t¡ wªa-
sno±¢. Mówimy, »e dwa ci¡gi X1, X2, . . . i Y1, Y2, . . . s¡ niezale»ne je±li

IP
( n⋂
i=1

{Xi ≤ xi} ∩
m⋂
i=1

{Yi ≤ yi}
)

= IP
( n⋂
i=1

{Xi ≤ xi}
)

IP
( m⋂
i=1

{Yi ≤ yi}
)

dla wszystkicj n,m ∈ IN i x1, . . . , xn, y1, . . . , ym ∈ IR. Dla ci¡gu X1, X2, . . .
niezale»nych i jednakowo rozªo»onych zmiennych losowych wygodne jest wpro-
wadzenie generycznej zmiennej losowej X, która ma taki sam rozkªad. Mó-
wimy, »e zmienna losowa jest niezale»na od zdarzenie, je±li jest niezale»na od
indykatora 1(A) tego zdarzenia.

Niech A ∈ F . Warunkowym prawdopodobie«stwem zadarzenia A′ pod
warunkiem A jest

IP(A′ | A) =

{
IP(A′ ∩ A)/IP(A) je»eli IP(A) > 0,
0 w przeciwnym razie.

Cz¦sto u»yteczne jest wzór na prawdopodobie«stwo caªkowite. NiechA,A1, A2, . . . ∈
F b¦dzie ci¡giem zdarze« taki, »e Ai ∩ Aj = ∅ dla i 6= j i

∑∞
i=1 IP(Ai) = 1.

Wtedy,

IP(A) =
∞∑
i=1

IP(A | Ai) IP(Ai) . (1.3)

Warunkow¡ warto±ci¡ oczekiwan¡ IE (X | A) zmiennej losowejX pod warun-
kiem zdarzenia A jest warunkowa warto±ci¡ oczekiwana wzgl¦dem rozkªadu
warunkowego z dystrybunat¡ FX|A, gdzie FX | A(x) = IP({X ≤ x}∩A)/IP(A).
Wtedy wzór na prawdopodobie«stwo caªkowite mo»na sformuªowa¢ ogólniej:

IEX =
∞∑
i=1

IE (X | Ai) IP(Ai) . (1.4)

Ogolnie mo»na zde�niowa¢ dla dwóch zmiennych losowych X, Y warunkow¡
warto±¢ oczekiwan¡ IE [X|Y ]. Niestety formalna de�nicja w peªnej ogólno±ci
wymaga poj¦¢ teorii miary. Natomiast bez trudno±ci mozna zrozumie¢ naj-
bardziej przydatne przypadki; gdy zmienna losowa Y jest dyskretna i gdy
X, Y maj¡ rozkªad ci¡gly z ª¡czn¡ g¦sto±cia f(x, y).

Lemat 1.1 Niech X, Y, Z b¦d¡ zmiennymi losowymi takimi, »e odpowiednie
warto±ci oczekiwane, wariancje i kowariancje istniej¡ sko«czone. Wtedy
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(i) IE [X] = IE [IE [X|Y ]],
(ii) Var [X] = IE [Var [X|Y ]] + Var [IE [X|Y ]],
(iii) Cov (X, Y ) = IE [Cov (X, Y |Z)] + Cov (IE [X|Z], IE [Y |Z]).

Twierdzenie 1.2 Jesli X1, . . . , Xn s¡ niezale»nymi zmiennymi losowymi, i
φ oraz ψ funkcjami niemalej¡cymi (lub obie nierosn¡cymi) n zmiennych, to

IE [φ(X1, . . . , Xn)ψ(X1, . . . , Xn)] ≥ IE [φ(X1, . . . , Xn)]IE [ψ(X1, . . . , Xn)]

przy zaªo»eniu »e warto±ci oczekiwane s¡ sko«czone.

Dowód Dowód jest indukcyjny wzgl¦dem liczby zmiennych n = 1, 2, . . ..
Niech n = 1. Wtedy

(ψ(x)− ψ(y))(φ(x)− φ(y)) ≥ 0,

sk¡d
IE (ψ(X)− ψ(Y ))(φ(X)− φ(Y )) ≥ 0 .

Teraz rozpisuj¡c mamy

IEψ(X)φ(X)− IEψ(X)φ(Y )− IEψ(Y )φ(X) + IEψ(Y )φ(Y ) ≥ 0 .

Przyjmuj¡c, »e X i Y s¡ niezale»ne o jednakowym rozkªadzie jak X1 mamy

IE [φ(X1)ψ(X1)] ≥ IE [φ(X1)]IE [ψ(X1)] .

Teraz zakªadamy, »e twierdzenie jest prawdziwe dla n− 1. St¡d

IE [φ(X1, . . . , Xn−1, xn)ψ(X1, . . . , Xn−1, xn)]

≥ IE [φ(X1, . . . , Xn−1, xn)]IE [ψ(X1, . . . , Xn−1, xn)],

dla wszystkich xn. Podstawiaj¡c xn = Xn mamy

IE [φ(X1, . . . , Xn−1, Xn)ψ(X1, . . . , Xn−1, Xn)]

≥ IE [φ(X1, . . . , Xn−1, Xn)]IE [ψ(X1, . . . , Xn−1, Xn)].

�
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1.4 Transformaty

Niech I = {s ∈ IR : IE esX < ∞}. Zauwa»my, »e I musi by¢ odcinkiem
(wªa±ciwym) lub prost¡ póªprost¡ lub nawet punktem {0}. Funkcja two-
rz¡ca momenty m̂ : I → IR zmiennej losowej X jest zde�niowana przez
m̂(s) = IE esX . Zauwa»my ró»nice pomi¦dzy funkcj¡ tworz¡c¡ momenty a
transformat¡ Laplace-Stieltjesa l̂(s) = IE e−sX =

∫∞
−∞ e−sx dF (x) zmiennej

losowej X lub dystrybuanty F zmiennej X.
Dla zmiennych kratowych z funkcj¡ prawdopodobie«stwa {pk, k ∈ IN}

wprowadza si¦ funkcj¦ tworz¡c¡ ĝ : [−1, 1] → IR zde�niowan¡ przez ĝ(s) =∑∞
k=0 pks

k.
Niech teraz X b¦dzie dowoln¡ zmienn¡ losow¡ z dystrybuant¡ F . Funkcj¡

charakterystyczn¡ ϕ̂ : IR→ IC zmiennej X jest zde�niowna przez

ϕ̂(s) = IE eisX . (1.5)

W szczególno±ci jesªi F jest absolutnie ci¡gªa z g¦sto±ci¡ f , to

ϕ̂(s) =

∫ ∞
−∞

eisxf(x) dx =

∫ ∞
−∞

cos(sx)f(x) dx+ i

∫ ∞
−∞

sin(sx)f(x) dx .

Je±li X jest kratow¡ zmienn¡ losow¡ z funkcj¡ prawdopodobie«stwa {pk}, to

ϕ̂(s) =
∞∑
k=0

eiskpk . (1.6)

Je±li chcemy podkre±li¢, »e transformata jest zmiennej X z dystrybuant¡ F ,
to piszemy m̂X , . . . , ϕ̂X lub m̂F , . . . , ϕ̂F .

Zauwa»my, te» formalne zwi¡zki ĝ(es) = l̂(−s) = m̂(s) lub ϕ̂(s) = ĝ(eis).
Jednak»e delikatnym problemem jest zdecydowanie, gdzie dana transformata
jest okre±lona. Na przykªad je±liX jest nieujemna, to m̂(s) jest zawsze dobrze
zde�niowana przynajmiej dla s ≤ 0 podczas gdy l̂(s) jest dobrze zde�niowana
przynajmniej dla s ≥ 0. S¡ te» przykªady pokazuj¡ce, »e m̂(s) mo»e by¢
∞ dla wszystkich s > 0, podczas gdy w innych przypadkach, »e m̂(s) jest
sko«czone (−∞, a) dla pewnych a > 0.

Ogólnie jest wzajemna jednoznaczno±¢ pomi¦dzy rozkªadem a odpowiada-
j¡c¡ jemu transformat¡, jednak»e w ka»dym wypadku sformuªowanie twier-
dzenia wymaga odpowiedniego wysªowienia. Je±li n-ty moment zmiennej lo-
sowej |X| jest sko«czony, to n-ta pochodna m̂(n)(0), l̂(n)(0) istnieje je±li tylko
m̂(s), l̂(s) s¡ dobrze zde�niowane w pewnym otoczeniu s = 0. Wtedy mamy

IEXn = m̂(n)(0) = (−1)nl̂(n)(0) = (−i)nϕ̂(n)(0) . (1.7)
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Je±li m̂(s) i l̂(s) s¡ odpowienio dobrze zde�niowane na (−∞, 0] i [0,∞), to
trzeba pochodne w (1.7) zast¡pi¢ pochodnymi jednostronnymi, t.j.

IEXn = m̂(n)(0−) = (−1)nl̂(n)(0+) , (1.8)

Je±li X przyjmuje warto±¢ w podzbiorze ZZ+ i je±li IEXn <∞, to

IE (X(X − 1) . . . (X − n+ 1)) = ĝ(n)(1−) . (1.9)

Inn¡ wa»n¡ wªasno±ci¡ m̂(s) (i równie» dla l̂(s) i ϕ̂(s)) jest wªasno±¢ , »e je±li
X1, . . . , Xn s¡ niezale»ne to

m̂X1+...+Xn(s) =
n∏
k=1

m̂Xk(s) . (1.10)

Podobnie, je±li X1, . . . , Xn s¡ niezale»nymi zmiennymi kratowymi z ZZ+ to

ĝX1+...+Xn(s) =
n∏
k=1

ĝXk(s) . (1.11)

Ogólnie dla dowolnych funkcji g1, . . . , gn : IR→ IR mamy

IE
( n∏
k=1

gk(Xk)
)

=
n∏
k=1

IE gk(Xk) (1.12)

je±li tylko X1, . . . , Xn s¡ niezale»ne.

1.5 Zbie»no±ci

Niech X,X1, X2, . . . b¦d¡ zmiennymi losowymi na (Ω,F , IP). Mówimy, »e
ci¡g {Xn} zbiega z prawdopdobie«stwem 1 do X je±li

IP( lim
n→∞

Xn = X) = 1.

Piszemy wtedy Xn
a.s.→ X. Niech X,X1, X2, . . . b¦d¡ zmiennymi losowymi.

Mówimy, »e ci¡g {Xn} zbiega wedªug prawdopdobie«stwa do X je±li dla ka»-
dego ε > 0

lim
n→∞

IP(|Xn −X| > ε) = 0.

Piszemy wtedy Xn
Pr→ X.
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Niech X,X1, X2, . . . b¦d¡ zmiennymi losowymi. Mówimy, »e ci¡g {Xn}
zbiega sªabo lub zbiega wedªug rozkªadu do X je±li FXn(x) → FX(x) dla

wszystkich punktów ci¡gªo±ci FX . Piszemy wtedy Xn
D→ X. Ta de�nicja

jest równowa»na nast¦puj¡cej: Xn
D→ X wtedy i tylko wtedy gdy

lim
n→∞

IE g(Xn) = IE g(X) (1.13)

dla ka»dej funkcji ci¡gªej i ograniczonej g : IR → IR. Ten wariant de�nicji
jest u»ywany do zde�niowania zbie»no±ci wedªug rozkªadu na innych prze-

strzeniach ni» IR. Warunkiem dostatecznym dla Xn
D→ X jest

lim
n→∞

m̂Xn(s) = m̂X(s) (1.14)

dla odcinka otwartego nie to»samego z {0} gdzie m̂X(s) istnieje. Ze zbie»no±ci
z prawdopodobie«stwem 1 wynika zbie»no±¢ wedªug prawdopodobie«stwa, z
której wynika zbie»no±c wedªug rozkªadu.

Nast¦puj¡ce wªasno±ci s¡ cz¦sto wykorzystywane. Jesli Xn
D→ X i Yn

D→
c ∈ IR, to

XnYn
D→ cX , Xn + Yn

D→ X + c . (1.15)

2 Elementy procesów stochastycznych

Przez proces stochastyczny (X(t))t∈T z przestrzeni¡ parametrów T nazy-
wamy kolekcj¦ zmiennych losowych. Za T mo»emy przyj¡¢ np. T = [0,∞),
T = [a, b], itp. W tym rozdziale T = [0,∞). Zamiast kolekcji zmiennych loso-
wych mo»emy rozpatrywa¢ kolekcj¦ wektorów losowych z IRd. Przez przyrost
procesu (X(t)t≥0) na odcinku (a, b) rozumiemy X(b) − X(t). Wa»ne klasy
procesów de�niuje si¦ przez zadanie odpowiednich wªasno±ci przyrostów. Na
przykªad mo»emy »¡da¢ aby na rozª¡cznych odcinkach przyrosty byªy nieza-
le»ne. Zobaczymy to na specjalnym wa»ny przykªadzie ruchu Browna.

2.1 Ruch Browna

Przez standardowy ruch Browna (BM(0,1)) rozumiemy proces stochastyczny
(B(t))t≥0 speªniaj¡cy warunki

1. B(0) = 0,



238 ROZDZIA� XI. DODATEK

2. przyrosty B(b1) − B(a1), . . . , B(bk) − B(ak) s¡ niezale»ne je±li tylko
odcinki (a1, b1] . . . , (ak, bk] s¡ rozª¡czne (k = 2, . . .),

3. B(b) ∼ N(0, b)

4. realizacje B(t) s¡ ci¡gªe.

Wa»n¡ wªasno±cia ruchu Browna jest samopodobie«stwo z wspóªczynni-
kiem α = 1/2 tj.

B(t) =d t
1/2B(1).

De�niuje si¦, dla pewnej klasy procesów X caªk¦ stochastyczn¡ Itô wzgl¦-
dem ruchu Browna ∫ T

0

X(t) dB(t).

W szczególno±ci je±li funkcja podcaªkowa k jest deterministyczna z
∫ T

0
k2(x) dx

to
∫ T

0
k(t) dB(t) ma rozkªad normalny N(0, σ2), gdzie

σ2 =

∫ T

0

k2(t) dt.

Korzystaj¡c z poj¦cia caªki stochastycznej Itô de�niujemy ró»niczk¦ sto-
chastyczn¡ d k(B(t), t) nast¦puj¡co. Niech k(x, t) b¦dzie funkcj¦ dwukrotnie
ci¡gle ró»niczkowaln¡ wzgl¦dem zmiennej x i jednokrotnie wzgl¦dem zmien-
nej t. Wtedy korzystaj¡c z tak zwanego wzoru Itô mamy

d k(B(t), t) = k0,1(B(t), t) dt+ k1,0(B(t), t) dB(t) +
1

2
k2,0(B(t), t) dt,

gdzie ki,0 oznacza i-t¡ pochodn¡ cz¡stkow¡ k wzgl¦dem x a k0,1 pierwsz¡
pochodn¡ cz¡stkow¡ wzgl¦dem zmiennej t.
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3 Rodziny rozkªadów

Podamy teraz kilka klas rozkªadów dyskretnych i absolutnie ci¡gªych. Wszyst-
kie s¡ scharakteryzowane przez sko«czony zbiór parametrów. Podstawowe
charakterystyki podane s¡ w tablicy rozkªadów w podrozdziale 4.

W zbiorze rozkªadów absolutnie ci¡gªych wyró»niamy dwie podklasy: roz-
kªady z lekkimi ogonami i ci¦»kimi ogonami. Rozróznienie to jest bardzo
wa»ne w teorii Monte Carlo.

Mówimy, »e rozkªad z dystrybunt¡ F (x) ma wykªadniczo ograniczony
ogon je±li dla pewnego a, b > 0 mamy F (x) ≤ ae−bx dla wszystkich x > 0.
Wtedy mówimy te» »e rozkªad ma lekki ogon. Zauwa»my, »e wtedy m̂F (s) <
∞ dla 0 < s < s0, gdzie s0 > 0. W przeciwnym razie mówimy, »e rozkªad
ma ci¦»ki ogon a wi¦c wtedy m̂F (s) =∞ dla wszystkich s > 0.
Uwaga Dla dystrybunaty z ci¦»kim ogonem F mamy

lim
x→∞

esxF (x) =∞ (3.1)

dla wszystkich s > 0.

3.1 Rozkªady dyskretne

W±ród dyskretnych rozkªadów mamy:

• Rozkªad zdegenerowany δa skoncentrowany w a ∈ IR z p(x) = 1 je±li
x = a i p(x) = 0 w przeciwnym razie.

• Rozkªad Bernoulliego Ber(p) z pk = pk(1−p)1−k dla k = 0, 1; 0 < p < 1:
rozkªad przyjmuj¡cy tylko warto±ci 0 i 1.

• Rozkªad dwumianowy B(n, p) z pk =
(
n
k

)
pk(1−p)n−k dla k = 0, 1 . . . , n; n ∈

ZZ+, 0 < p < 1: rozkªad sumy n niezale»nych i jednakowo rozªo»onych
zmiennych losowych o rozkªadzie Ber(p). A wi¦c , B(n1, p) ∗B(n2, p) =
B(n1 + n2, p).

• Rozkªad Poissona Poi(λ) z pk = e−λλk/k! dla k = 0, 1 . . . ; 0 < λ <∞:
jedna z podstawowych cegieªek na których zbudowany jest rachunek
prawdopodobie«stwa. Historycznie pojawiª si¦ jako graniczny dla roz-
kªadów dwumianowych B(n, p) gdy np → λ dla n → ∞. Wa»na jest
wªasno±¢ zamkni¦to±ci ze wzgl¦du na splot, tzn. suma niezale»nych
zmiennych Poissonowskich ma znowu rozkªad Poissona. Formalnie pi-
szemy, »e Poi(λ1) ∗ Poi(λ2) = Poi(λ1 + λ2).
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• Rozkªad geometryczny Geo(p) z pk = (1 − p)pk dla k = 0, 1, . . . ; 0 <
p < 1: rozkªad maj¡cy dyskretny brak pami¦ci. To jest IP(X ≥ i+ j |
X ≥ j) = IP(X ≥ i) dla wszystkih i, j ∈ IN wtedy i tylko wtedy gdy X
jest geometrycznie rozªo»ony.

• Rozkªad obci¦ty geometryczny TGeo(p) z pk = (1 − p)pk−1 dla k =
1, 2, . . . ; 0 < p < 1: je±li X ∼Geo(p), to X|X > 0 ∼TGeo(p), jest to
rozkªad do liczby prób Bernoulliego do pierszego sukcesy, je±li prawdo-
pobie«stwo sukcesu wynosi 1− p.

• Rozkªad ujemny dwumianowy lub inaczej rozkªad Pascala NB(α, p) z
pk = Γ(α + k)/(Γ(α)Γ(k + 1))(1 − p)αpk dla k = 0, 1, . . . ; α > 0, 0 <
p < 1. Powy»ej piszemy(

x

0

)
= 1,

(
x

k

)
=
x(x− 1) . . . (x− k + 1)

k!
,

dla x ∈ IR, k = 1, 2, . . .. Mamy

pk =

(
α + k − 1

k

)
(1− p)αpk =

(
−α
k

)
(1− p)α(−p)k .

Co wi¦cej, dla α = 1, 2, . . ., NB(α, p) jest rozkªadem sumy α nie-
zale»nych i jednakowo rozªo»onych Geo(p) zmiennych losowych. To
oznacza na przykªad, »e podklasa ujemnych rozkªadów dwumianowych
{NB(α, p), α = 1, 2, . . .} jest zamkni¦ta ze wzgl¦du na splot t.j. NB(α1, p)∗
NB(α2, p) = NB(α1 + α2, p) je±li α1, α2 = 1, 2, . . .. co wi¦cej poprzedni
wzór jest speªniny dla α1, α2 > 0 and 0 < p < 1.

• Rozkªad logarytmiczny Log(p) z pk = pk/(−k log(1−p)) for k = 1, 2, . . . ; 0 <
p < 1: pojawia si¦ jako granica obci¦tych rozkªadów dwumianowych.

• Rozkªad (dyskretny) jednostajny UD(n) z pk = n−1 dla k = 1, . . . , n;
n = 1, 2, . . ..

3.2 Rozkªady dyskretne wielowymiarowe

• Rozkªad wielomianowy M(n,a), z pk = n
k1!...kd!

ak11 . . . akdd dla k =

(k1, . . . , kd) takiego, »e ki ∈ ZZ+ i k1 + . . .+ kd = n; zakªadamy, »e a =
(a1, . . . , ad) jest funkcj¡ prawdopodobie«stwa; rozkªad sumy n nieza-
le»nych wektorów losowych przyjmuj¡cy warto±ci (0, . . . , 0, 1, 0, . . . , 0)
(jedynka na i-tym miejscu) z prawdopodobie«stwem ai.
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3.3 Rozkªady absolutnie ci¡gªe

W±ród rozkªadów absolutnie ci¡gªych mamy:

• Rozkªad normalnyN(µ, σ2) z f(x) = (2πσ2)−1/2e−(x−µ)2/(2σ2) dla wszyst-
kich x ∈ IR; µ ∈ IR, σ2 > 0: obok rozkªadu Poissona druga ce-
gieªka na której opiera si¦ rachunek prawdopodobie«stwa. Pojawia si¦
jako granica sum niezala»nych asymptotycznie zaniedbywalnych zmien-
nych losowych. Rozkªady normalne s¡ zamni¦te na branie splotów, tj.
N(µ1, σ

2
1) ∗ N(µ2, σ

2
2) = N(µ1 + µ2, σ

2
1 + σ2

2).

• Rozkªad wykªadniczy Exp(λ) z f(x) = λe−λx dla x > 0; λ > 0: pod-
stawowy rozkªad w teorii procesów Markowa ze wzgl¦du na wªasno±¢
braku pami¦ci, t.j. IP(X > t + s | X > s) = IP(X > t) dla wszystkich
s, t ≥ 0 je±li X jest rozkªadem wykªadniczym.

• Rozkªad Erlanga Erl(n, λ) z f(x) = λnxn−1e−λx/(n− 1)!; n = 1, 2, . . .:
rozkªad sumy n niezale»nych i jednakowo rozªo»onych Exp(λ) zmien-
nych losowych. Tak wi¦c, Erl(n1, λ) ∗ Erl(n2, λ) = Erl(n1 + n2, λ).

• Rozkªad chi kwadrat χ2(n) z f(x) = (2n/2Γ(n/2))−1x(n/2)−1e−x/2 je»eli
x > 0 i f(x) = 0 je»eli x ≤ 0; n = 1, 2, . . .: Rozkªad sumy n niezale»-
nych i jednakowo rozªo»onych zmiennych losowych, które s¡ kwadra-
tami N(0, 1) zmiennych losowych. To oznacza, »e χ2(n1) ∗ χ2(n2) =
χ2(n1 + n2).

• Rozkªad gamma Gamma(a, λ) z f(x) = λaxa−1e−λx/Γ(a) for x ≥ 0; z
parametrem ksztaªtu a > 0 i parametrem skali λ > 0: je±li a = n ∈ IN,
to Gamma(n, λ) jest rozkªadem Erl(n, λ). Je±li λ = 1/2 i a = n/2, to
Gamma(n/2, 1/2) jest rozkªadem χ2(n).

• Rozkªad jednostajny U(a, b) z f(x) = (b − a)−1 dla a < x < b; −∞ <
a < b <∞.

• Rozkªad beta Beta(a, b, η) z

f(x) =
xa−1(η − x)b−1

B(a, b)ηa+b−1

da 0 < x < η gdzieB(a, b) oznacza funkcj¦ beta(patrz [??som.spe.fun??]);
a, b, η > 0; je±li a = b = 1, to Beta(1, 1, η) = U(0, η).
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• Rozkªad odwrotny gaussowski (inverse Gaussian distribution) IG(µ, λ)
z

f(x) =
(
λ/(2πx3)

)1/2
exp

(
−λ(x− µ)2/(2µ2x)

)
dla wszystkich x > 0; µ ∈ IR, λ > 0.

• Rozkªad statystyki ekstremalnej EV(γ) z F (x) = exp(−(1 + γx)
−1/γ
+ )

dla wszystkich γ ∈ IR gdzie wielko±¢ −(1 + γx)
−1/γ
+ jest zde�niowana

jako e−x kiedy γ = 0. W tym ostatnim przypadku rozkªad jest znany
jako Rozkªad Gumbela. Dla γ > 0 otrzymujemy rozkªad Frécheta ;
rokªad ten jest skoncentrowany na póªprostej (−1/γ,+∞). W ko«cu,
dla γ < 0 otrzymujemy rozkªad ekstremalny Weibulla, skoncentrowany
na póªprostej (−∞,−1/γ).

3.4 Rozkªady z ci¦zkimi ogonami

Przykªadami absolutnie ci¡gªych rozkªadów, które maj¡ ci¦»ki ogon s¡ po-
dane ni»ej.

• Rozkªad logarytmiczno normalny LN(a, b) z f(x) = (xb
√

2π)−1 exp (−(log x− a)2/(2b2))
dla x > 0; a ∈ IR, b > 0; je±li X jest o rozkªadzie N(a, b) to eX ma
rozkªad LN(a, b).

• Rozkªad Weibulla W(r, c) z f(x) = rcxr−1 exp(−cxr) dla x > 0 gdzie
parametr ksztaªtu r > 0 i parametr skali c > 0; F (x) = exp(−cxr);
je±li r ≥ 1, to W(r, c) ma lekki ogon, w przeciwnym razie W(r, c) ma
ci¦»ki.

• Rozkªad Pareto Par(α) z f(x) = α(1/(1 + x))α+1 for x > 0; gdzie
eksponent α > 0; F (x) = (1/(1 + x))α.

• Rozkªad loggamma LogGamma(a, λ) z f(x) = λa/Γ(a)(log x)a−1x−λ−1

dla x > 1; λ, a > 0; je±liX jest Γ(a, λ), to eX ma rozkªad LogGamma(a, λ).

• Rozkªad Cauchy'ego z f(x) = 1/(π(1+x2)), gdzie x ∈ IR; rozkªad który
nie ma ±redniej z dwustronnie ci¦»kim ogonem.

3.5 Rozkªady wielowymiarowe

Przykªadami absolutnie ci¡gªych wielowymiarowych rozkªadów s¡ podane
ni»ej.
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• Rozkªad wielowymiarowy normalny N(m,Σ) ma wektor losowy X =
(X1, . . . , Xn)T z warto±ci¡ oczekiwan¡ IEX = m oraz macierz¡ kowa-
riancji Σ, je±li dowolna kombinacja liniowa

∑n
j=1 ajXj ma jednowy-

miarowy rozkªad normalny. Niech Σ = AAT . Je±li Z ma rozkªad
N((0, . . . , 0), I), gdzie I jest macierz¡ jednostkow¡, to X = AZ ma
rozkªad normalny N(m,Σ).
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4 Tablice rozkªadów

Nast¦puj¡ce tablice podaj¡ najwa»niejsze rozkªady. Dla ka»dego rozkªadu
podane s¡: �rednia, wariancja, wspóªczynnik zmienno±ci zde�niowany przez√

VarX/IEX (w.zm.). Podane s¡ równie»: funkcja tworz¡ca IE sN (f.t.) w
przypadku dyskretnego rozkªadu, oraz funkcja tworz¡ca momenty IE exp(sX)
(f.t.m.) w przypadku absolutnie ci¡gªych rozkªadów, je±li tylko istniej¡ jawne
wzory. W przeciwnym razie w tabeli zaznaczamy ∗. Wi¦cej o tych rozkªadach
mo»na znale¹¢ w w podrozdziale XI.
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rozkªad parametry funkcja prawdopodobie«stwa {pk}

B(n, p) n = 1, 2, . . .

(
n

k

)
pkqn−k

0 ≤ p ≤ 1, q = 1− p k = 0, 1, . . . , n

Ber(p) 0 ≤ p ≤ 1, q = 1− p pkq1−k; k = 0, 1

Poi(λ) λ > 0
λk

k!
e−λ; k = 0, 1, . . .

NB(r, p) r > 0, 0 < p < 1
Γ(r + k)

Γ(r)k!
qrpk

q = 1− p k = 0, 1, . . .

Geo(p) 0 < p ≤ 1, q = 1− p qpk; k = 0, 1, . . .

Log(p) 0 < p < 1 r
pk

k
; k = 1, 2, . . .

r =
−1

log(1− p)

UD(n) n = 1, 2, . . .
1

n
; k = 1, . . . , n

Tablica 4.1: Tablica rozkªadów dyskretnych



246 ROZDZIA� XI. DODATEK

±rednia wariancja w.zm. f.t.

np npq

(
q

np

) 1
2

(ps+ q)n

p pq

(
q

p

) 1
2

ps+ q

λ λ

(
1

λ

) 1
2

exp[λ(s− 1)]

rp

q

rp

q2
(rp)−

1
2 qr(1− ps)−r

p

q

p

q2
p−

1
2 q(1− ps)−1

rp

1− p
rp(1− rp)
(1− p)2

(
1− rp
rp

) 1
2 log(1− ps)

log(1− p)

n+ 1

2

n2 − 1

12

(
n− 1

3(n+ 1)

) 1
2 1

n

n∑
k=1

sk

Tablica 4.1: Tablica rozkªadów dyskretnych (cd.)
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rozkªad parametry f. g¦sto±ci f(x)

U(a, b) −∞ < a < b <∞ 1

b− a
;x ∈ (a, b)

Gamma(a, λ) a, λ > 0
λaxa−1e−λx

Γ(a)
;x ≥ 0

Erl(n, λ) n = 1, 2 . . . , λ > 0
λnxn−1e−λx

(n− 1)!
;x ≥ 0

Exp(λ) λ > 0 λe−λx;x ≥ 0

N(µ, σ2) −∞ < µ <∞,
exp

(
− (x−µ)2

2σ2

)
√

2πσ
;x ∈ IR

σ > 0

χ2(n) n = 1, 2, . . .
(
2n/2Γ(n/2)

)−1
x
n
2
−1e−

x
2 ;x ≥ 0

LN(a, b) −∞ < a <∞, b > 0
exp

(
− (log x−a)2)

2b2

)
xb
√

2π
;x ≥ 0

ω = exp(b2)

Tablica 4.2: Tablica rozkªadów absolutnie ci¡gªych
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±rednia wariancja w.zm. f.t.m.

a+ b

2

(b− a)2

12

b− a√
3(b+ a)

ebs − eas

s(b− a)

a

λ

a

λ2
a−

1
2

(
λ

λ− s

)a
; s < λ

n

λ

n

λ2
n−

1
2

(
λ

λ− s

)n
; s < λ

1

λ

1

λ2
1

λ

λ− s
; s < λ

µ σ2 σ

µ
eµs+

1
2
σ2s2

n 2n
√

2
n

(1− 2s)−n/2; s < 1/2

exp

(
a+

b2

2

)
e2aω(ω − 1) (ω − 1)

1
2 ∗

Tablica 4.2: Tablica rozkªadów absolutnie ci¡gªych (c.d.)
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rozkªad parametry f. g¦sto±ci f(x)

Par(α) α > 0 α

(
1

1 + x

)α+1

;x > 0

W(r, c) r, c > 0 rcxr−1e−cx
r

;x ≥ 0

ωn = Γ

(
r + n

r

)

IG(µ, λ) µ > 0, λ > 0

[
λ

2πx3

] 1
2

exp

(
−λ(x− µ)2

2µ2x

)
;x > 0

PME(α) α > 1

∫ ∞
α−1
α

α

(
α− 1

α

)α
y−(α+2)e−x/ydy

x > 0

Tablica 4.2: Tablica rozkªadów absolutnie ci¡gªych (c.d.)
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±rednia wariancja w.z. f.t.m.

1

α− 1

α

(α− 1)2(α− 2)
[
α

α− 2
]−

1
2 ∗

α > 1 α > 2 α > 2

ω1c
−1/r (ω1 − ω2

2)c−2/r

[
ω2

ω2
1

− 1

] 1
2

∗

µ
µ3

λ

(µ
λ

) 1
2

exp
(
λ
µ

)
exp

(√
λ2

µ2
− 2λs

)

1 1 +
2

α(α− 2)

√
1 +

2

α(α− 2)

∫ α
α−1

0
xα

x−sdx
αα−1

(α−1)α

s < 0

Tablica 4.2: Tablica rozkªadów absolutnie ci¡gªych (cd.)
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5 Elementy wnioskowania statystycznego

5.1 Teoria estymacji

W teorii estymacji rozpatruje si¦ (Ω,F , IPθ), gdzie θ ∈ Θ oraz zmienne losowe
X1, . . . , Xn zwane prób¡. Jesli ponadto dla ka»dego θ zmienne X1, . . . , Xn

s¡ niezale»ne o jednakowym rozkªadzie (wzgl¦dem IPθ) to mówimy o próbie
prostej . Niech g : Θ → IRd. Estymatorem nazywamy dowoln¡ statystyk¦
Tn = f(X1, . . . , Xn), czyli zmienn¡ losow¡, która jest funkcj¡ od X1, . . . , Xn.
Jesli

IE θTn = g(θ),

to estymator T jest estymatorem nieobci¡»onym funkcji g(θ), je±li

Tn → g(θ)

prawie wsz¦dzie IPθ, to Tn jest estymatorem mocno zgodnym je±li jest zbie»-
no±¢ wedªug rozkªadu (wzgl¦dem IPθ) to mówimy wtedy o estymatorze zgod-
nym.

Niech X1, X2, . . . , Xn b¦dzie prób¡ prost¡. �redni¡ próbkow¡ nazywamy
zmienn¡

X̂n =
1

n

n∑
j=1

Xj,

natomiast wariancja próbkowa

Ŝn =
1

n− 1

n∑
j=1

(Xj − X̂n)2.

Je±li istnieje pierwszy moment sko«czonym1 = m1(θ) = IE θX1 to ±rednia jest
nieobci¡»onym estymatorem µ1; je±li wariancja σ2 jest sko«czona to Ŝn jest
nieobci¡»onym estymatorem σ2; ponadto te estymatory s¡ mocno zgodne.

Do testowania i wyznaczania przedziaªów ufno±ci przydatne jest nast¦pu-
j¡ce twierdzenie graniczne (patrz np. Asmussen [5]). Przypomnijmy, »e αn
jest n-tym momentem cenralnym zmiennej X1.

Fakt 5.1 Je±li µ4 = IEX4
1 <∞ to

√
n

(
X̂n −m1

Ŝn − σ2

)
→ N(0,Σ),
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gdzie

Σ =

(
σ2 α3

α3 α4 − σ4

)
.

5.2 Przedziaªy ufno±ci

Niech X1, . . . , Xn b¦dzie prób¡ prost¡ na (Ω,F , IPθ). Przedziaªem ufno±ci na
poziomie α nazywamy odcinek I = [TL, TR] speªniaj¡cy warunki

• jego ko«ce TL = TL(X1, . . . , Xn) ≤ TR = TR(X1, . . . , Xn) s¡ funkcjami
od próby i nie zale»¡ od θ,

• IPθ(TL ≤ θ ≤ TR) ≥ 1− α, dla ka»dego θ ∈ Θ.

Oczywi±cie przedziaª I ufno±ci jest szczególnym przypadkiem zbioru ufno±ci
(con�dence region) . Ogólnie I mo»e by¢ zbiorem losowym zde�niowanym
przez prób¦. Jest to poj¦cie szczególnie przydatne w przypadku estymacji
wielowymiarowej. W szczególno±ci mo»emy rozpatrywa¢ elipsoidy ufno±ci.

NiechX1,X2, . . . ,Xn b¦dzie prób¡ prost¡ z n wektorów losowych o war-
to±ci w IRd, z wektorem ±redniej µ i miacierz¡ kowariancji Σ = (σij)i,j=1,...,d.
�redni¡ próbkowa nazywamy wektor

X̂n =
1

n

n∑
j=1

Xj,

natomiast próbkow¡ macierz¡ kowariancji jest

Σ̂n =
1

n− 1

n∑
m=1

(Xm − µ)T(Xm − µ).

�rednia próbkowa jest estymatorem niobci¡»onym wektora warto±ci oczeki-
wanej µ, natomiast próbkow¡ macierz¡ kowariancji jest estymatorem nieob-
ci¡»nym macierzy kowariancji Σ. Ponadto estymator Σ̂n jest mocno zgodny
oraz

(X̂m − µ)TΣ̂
−1

n (X̂m − µ)
D→ χ2(d), (5.2)

gdzie χ2(d) jest rozkªadem chi kwadrat z d stopniami swobody.
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5.3 Statystyka Pearsona

Przypu±¢my, »e mamy wektor losowy Xn = (Xn,1, . . . , Xn,d) o rozkªadzie
wielomianowym M(n,a). De�niujemy statystyk¦ Pearsona

Cn(a) =
d∑
j=1

(Xn,j − naj)2

naj
.

Zakªadamy, »e wszystkie aj > 0. Wtedy (patrz np [44])

Cn(a)
D→ χ2(d− 1),

gdzie χ2(d− 1) jest rozkªadem chi kwadrat z d− 1 stopniami swobody.

[L'Ecuyer [27] p. 50, [44]].

5.4 Dystrybuanty empiryczne

Dla próby X1, . . . , Xn de�niujemy dystrybunat¦ empiryczn¡

F̂n(t) =
1

n

n∑
i=1

1(Xi ≤ t), 0 ≤ t ≤ 1 . (5.3)

i statystyk¡ testow¡
Dn = sup

t
|F̂n(t)− F (t)| .

Z twierdzenia Gliwienko�Cantelli mamy, »e je±li X1, . . . , Xn tworz¡ prób¦
prost¡ z dystrybuant¡ F to, z prawdopodobie«stwem 1, ci¡g Dn zmierza
do zera. Natomiast, przy zaªo»eniu, »e F jest funkcj¡ ci¡gª¡, to unormo-
wane zmienne

√
nDn zbiegaj¡ wedªug rozkªadu do rozkªadu λ-Koªmogorowa

z dystrybuant¡

K(y) =
∞∑

k=−∞

(−1)ke−2k2y2 , y ≥ 0 .

[Renyi [36] p.493]
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5.5 Wykresy kwantylowe

Coraz wi¦ksz¡ popularno±cia przy wery�kacji czy obserwacje pochodz¡ z da-
nego rozkªadu ciesz¡ si¦ metody gra�czne. Na przykªad do tego ±wietnie
nadaj¡ si¦ wykresy kwantylowe lub inaczej wykres Q-Q . Mo»emy te» przy
u»yciu tych wykresów wery�kowa¢ czy obserwacje z dwóch prób maj¡ ten
sam rozkªad.

Aby otrzyma¢ wykres kwantylowy nale»y wykre±le¢ w kwadracie kwadra-
cie kartezja«skim IR × IR z jednej strony warto±ci funkcji kwantylowej dys-
trybuanty empirycznej utworzonej z obserwacji przeciwko z drugiej strony
teoretycznym warto±ciom funkcji kwantylowej. Przypomnijmy, »e F←(x)
jest uogólnion¡ funkcja odwrotn¡. Je±li F jest dystrybuant¡, to funkcja QF

zde�niowana przez QF (y) = F←(y) nazywa si¦ funkcj¡ kwantylow¡ of F .
Jednocze±nie de�niujemu empiryczn¡ wersj¦ funkcji kwantylowej przez roz-
patrzenie uogólnionej funkcji od dystrybuanty empirycznej zde�niowanej w
(5.3); to jest Qn(y) = QFn(y) tak »e dla próby uporz¡dkowanej U(1) ≤ U(2) ≤
. . . ≤ U(n) mamy{

Qn(y) = U(k)

}
= {(k − 1)n−1 < y ≤ kn−1} .

Wykres Q-Q jest wi¦c zbiorem punktów (QF (t), Qn(t)) : 0 < t < 1. Z de�nicji
widzimy, »e empiryczna funkcja kwantylowa Qn(y) b¦dzie niemalej¡c¡ funk-
cj¡ schodkow¡; jedynymi punktami wzrostu s¡ warto±ci {k/n, 1 ≤ k ≤ n},
które tworz¡ krat¦ na osi x-ów. A wi¦c wykres Q-Q tworzy te» niemalej¡c¡
funkcj¦ schodkow¡, ze skokami odpowiadaj¡cymi t = k/n, 1 ≤ k ≤ n. Wy-
starczy wi¦c zrobi¢ wykres w tych punktach tj. wykres {(QF (k/n), Qn(k/n)) :
k = 1, . . . , n}. Jednak»e ze wzgl¦du na drobny problem, »e dla k = n mamy
QG(k/n) = ∞, zalecana jest nast¦puj¡ce mody�kacja; wykres nale»y zrobi¢
w punktach {xk = k/(n+ 1), 1 ≤ k ≤ n}.

Ogólna �lozo�a wykresów kwantylowych polega na zaobserwowaniu linio-
wo±ci wykresu, co jest ªatwe do zobaczenia. Na przykªad jesli chcemy zwe-
ry�kow¢, czy obserwacje pochodz¡ z rozkªadu jednostajnego U(0,1). Wtedy
oczywi±cie QF (x) = x i robimy wykres punktów (xk, U(k))k=1,...,n. Na rys. 5.1
jest pokazany wykres Q-Q utworzony na podstawie 150 kolejnych rand.

Przykªad 5.2 Dla standardowego rozkªadu wykªadniczego z dystrybuant¡
G(x) funkcja kwantylowa ma posta¢ QG(y) = − log(1 − y) je±li 0 < y < 1.
Je±li chcemy porówna¢ warto±ci próbkowe z tymi od standardowego rozkªadu
wykªadniczego wystarczy rozpatrzy¢ dwie funkcje kwantylowe. Wykre±lamy
wi¦c dwie funkcje QG and Qn.
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Rysunek 5.1: Jednostajny vs obserwacje jednostajne; 150 obserwacji.

Je±li nasze obserwacje b¦d¡ pochodzi¢ z niekoniecznie standardowego roz-
kªadu wykªadniczego z parametrem λ tj. z QF (y) = −λ−1 log(1− y), to spo-
dziewamy si¦, »e b¦d¡ ukªadaªy si¦ wzdªu» pewnej prostej. Nachylenie tej
prostej b¦dzie λ−1. Jesli nasze obserwacje pochodz¡ z rozkªadu o ci¦»szych
ogonach, to mo»emy spodziewa¢ si¦ wykresu rosn¡cego szybciej ni» prosta,
je±li z l»ejszego to wzrost b¦dzie wolniejszy. Na rys. 5.1 jest pokazany wykres
Q-Q utworzony na podstawie 150 kolejnych -log(rand)/2.

Ogólnie przez �rozkªad teoretyczny� vs �obserwacje� wykres kwantylowy
b¦dziemy rozumieli wykres QQ, gdzie na osi x-ów mamy teoretyczn¡ funkcj¦
kwantylow¡ a na osi y-ków mamy funkcj¦ kwantylow¡ zbudowan¡ na bazie
dystrybuanty empirycznej obserwacji. Mo»emy mie¢ te» dwi próby. Wtedy
b¦dziemy mieli do czynienia �obserwacje I� vs �obserwacje II� wykres kwan-
tylowy.

Je±li obserwacje nie s¡ dobrze zaprezentowane przez rozkªad wykªadniczy
(patrz na przykªad rys. 5.3 jak wygl¡daj¡ na wykresie Q-Q obserwacje po-
chodz¡ce z Pareto(1.2) ustandaryzowane na ±redni¡ 1 przeciwko wykªadniczej
funkcji kwantylowej), to mo»emy wery�kowa¢ inne rozkªady. W±ród popu-
larnych kandydatów znajduj¡ si¦ rozkªad normalny, rozkªad logarytmiczno
normalny oraz rozkªad Weibulla. Krótko omówimy te przypadki osobne.

• Normalny wykres kwantylowy. Przypomnijmy, »e standardowy rozkªad
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Rysunek 5.2: wykªadniczy vs obserwacje wykladnicze; 150 obserwacji.

normalny ma dystrybuant¦

Φ(x) =
1√
2π

∫ x

−∞
e−y

2/2 dy

i niech Φ−1(y) b¦dzie odpowiadaj¡ca mu funkcj¡ kwantylowa. Wtedy
standardowy normalny wykres kwantylowy b¦dzie si¦ skªadaª z punk-
tów {(

Φ−1(k/(n+ 1)), U(k)

)
, 1 ≤ k ≤ n

}
. (5.4)

Zauwa»my, »e dla ogólnego rozkªadu normalnegoN(µ, σ2) funkcja kwan-
tylowa Q(y) = µ+σΦ−1(y) (pokaza¢!). Tak wi¦c je±li normalny wykres
kwantylowy jest w przybli»eniu lini¡, to jej nachylenie da oszacowa-
nie parametru σ podczas gdy przeci¦cie w 0 daje oszacowanie µ. Na
rys. 5.4 pokazany jest normalny wykres kwantylowy dla obserwacji po-
chodz¡cych z rozkªadu normalnego N(1,2). Proponujemy czytelnikowi
odczyta¢ a wykresu, »e m = 1 i σ = 2.

• Logarytmiczno-normalny wykres kwantylowy. Jest to aparat diagno-
styczny do wykrywania logarytmiczno normalengo rozkªadu. Wykorzy-
stujemy nast¦puj¡c¡ wªasno±¢. ZmiennaX jest logarytmicnzo-normalna
wtedy i tylko wtedy gdy logX jest normalnie rozªo»on¡ zmienna lo-
sow¡. A wi¦c wykres kwantylowy b¦dzie zadany przez {(Φ−1(k/(n +
1)), logX(k)), 1 ≤ k ≤ n}.
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Rysunek 5.3: Wykladniczy vs obserwacje Pareto; 150 obserwacji.

• Paretowski wykres kwantylowy jest cz¦sto wykorzystywanym narz¦dziem.
Przyponijmy, »e je±li U ma rozkªad Pareto Par(α, c) to IP(U ≤ x) =
1− ((1 + x)/c)−α dla x ≥ c, a wi¦c log Q(y) = log c− α−1 log (1− y).
Paretowski wykres kwantylowy otrzymujemy rysuj¡c wykres punktów
{(− log(1 − k/(n + 1)), logU(k)), 1 ≤ k ≤ n}. Jesli dane pochodz¡
z rozkªadu Pareto to wykres b¦dzie miaª ksztaªt prostej przecinaj¡cej
o na wysoko±ci log c i nachyleniu α−1. Zauwa»my, »e u»ycie Pare-
towskiego wykresu kwantylowego ma równie» sens gdy rozkªad U jest
Pareto podobny, tj. IP(U > x) ∼ x−αL(x), gdzie L jest funkcj¡ wolno
zmieniaj¡c¡ si¦.

• The Weibullowski wykres kwantylowy Przypmnijmy, »e rozkªad ogona
w tym wypadku wynosi F (x) = exp(−cxr). Funkcja kwantylowa jest
wtedy Q(y) = (−c−1 log (1− y))

1/r dla 0 < y < 1. Jesli we¹miemy
logarytm z tego wyra»enia, to znajdujemy, »e log Q(y) = −r−1 log c+
r−1 log(− log(1−y)) które automatycznie prowadzi do Weibullowskiego
wykresu kwantylowego {(log(− log(1 − k/(n + 1))), logU(k)), 1 ≤ k ≤
n}. Je±li dane pochodz¡ z rozkªadu Weibulla, to powinni±my si¦ spo-
dziewa¢ linii prostej o nachyleniu r−1 i przecinaj¡cej . −r−1 log c.
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Rysunek 5.4: Normalny vs obserwacje normalne; 150 obserwacji.
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5.6 Wªasno±¢ braku pami¦ci rozkªadu wykªadniczego

Niektóre algorytmy istotnie wykorzystuj¡ tzw. brak pami¦ci rozkªadu wy-
kªadniczego czasu obsªugi i opuszczenie tego zaªo»enia b¦dzie wymagaªo istot-
nych mody�kacji. Natomiast mo»emy zaªo»y¢, »e s¡ znane momenty napªy-
wania zada« A1 < A2 < . . .. Tak jest na przykªad gdy zgªoszenia s¡ zgodne z
niejednorodnym Procesem Poissona. Tak jest na przykªad gdy odst¦py mi¦-
dzy zgªoszeniami s¡ niezale»ne o jednakowym rozkªadzie (niewykªadniczym).
W ka»dym zdarzeniu (niech b¦dzi ono w chwili t), gdy dotychczasowy algo-
rytm mówiª, »e nale»y generowa¢ X i podstawi¢ tA = t+X, nale»y podstawi¢
najwcze±niejszy moment zgªoszenia zadania po chwili t.

Przy konstrukcji algorytmu dla systemów z jednym serwerem wykorzy-
stywali±my tak zwan¡ wªasno±¢ braku pami¦ci rozkªadu wykªadniczego. Wªa-
sno±¢ mo»na sformuªowa¢ nast¦puj¡co: dla:

IP(X > s+ t|X > s) = IP(X > t), s, t ≥ .

�atwo pokaza¢, »e wªasno±c jest prawdziwa dla zmiennej losowej o rozkªadzie
wykªadniczym X ∼Exp(λ). Okazuje si¦ równie», »e rozkªad wykªadniczy jest
jedynym rozkªadem o takiej wªasno±ci.

B¦dzie te» przydatny nast¦puj¡cy lemat.

Lemat 5.3 Je±li X1, . . . , Xn s¡ niezale»nymi zmiennymi losowym oraz Xi ∼
Exp(λi), to zmienne

T = min
i=1,...,n

Xi, I = arg min
i=1,...,n

Xi

s¡ niezale»ne oraz T ∼ Exp(λ1 + . . . . . .+λn) i IP(J = j) = λj/(λ1 + . . . . . .+
λn).

Dowód Mamy

IP(T > t, J = j) = IP( min
i=1,...,n

Xi > t,min
i 6=j

Xi > Xj)

=

∫ ∞
0

IP( min
i=1,...,n

Xi > t,min
i 6=j

Xi > x)λje
−λjx dx

=

∫ ∞
t

IP(min
i 6=j

Xi > x)λje
−λjx dx

=

∫ ∞
t

e−
∑
i 6=j λixλje

−λjx dx

= e−
∑
i λit

λj∑
i λi
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6 Procesy kolejkowe

Zajmiemy si¦ symulacj¡ procesów które wyst¦puj¡ na przykªad w zastoso-
waniach telekomunikacyjnych i przemyslowych. W tym celu b¦dzie nam po-
mocny j¦zyk i formalizm tzw. teorii kolejek. Teoria kolejek jest dziaªem
procesów stochastycznych. Zajmuje si¦ analiz¡ systemów, do których wcho-
dz¡/wpªywaj¡ zadania/pakiety/itd maj¡ce by¢ obsªugiwane, i które tworz¡
kolejk¦/wypeªniaj¡ bufor, i które doznaj¡ zwªoki w obsªudze. Zajmiemy sie
teraz przegl¡dem podstawowych modeli i ich rozwi¡za«.

6.1 Standardowe poj¦cia i systemy

Zadania zgªaszaj¡ si¦ w momentach A1 < A2 < . . . i s¡ rozmiarów S1, S2, . . ..
Odst¦py mi¦dzy zgªoszeniami oznaczamy przez τi = Ai − Ai−1. Zadania s¡
obsªugiwane wedªug regulaminów jak na przykªad:

• zgodnie z kolejno±cia zgªosze« (FCFS -First Come First Seved)

• obsªuga w odwrotnej kolejno±ci zgªosze« (LCFS - Last Come First Se-
rved)

• w losowej kolejno±ci (SIRO),

• z podziaªem czasu (PS), tj jesli w systemie jest n zada« to serwer
po±wi¦ca ka»demy zadaniu 1/n swojej mocy.

• najdªu»sze zadanie najpierw � LPTF (longest processing time �rst),

• najkrótsze zadanie najpierw � SPTF (longest processing time �rst),

Zakªadamy tutaj, »e zadania s¡ natychmiast obsªugiwane je±li tylko serwer
jest pusty, w przeciwnym razie oczekuje w buforze. W przypadku wi¦k-
szej liczby serwerów b¦dziemy przyjmowa¢, »e s¡ one jednakowo wydolne, to
znaczy nie odgrywa roli w przypadku gdy kilka jest wolnych, który b¦dzie
obsªugiwaª zadanie. Bufor mo»e by¢ niesko«czony lub z ograniczon¡ liczba
miejsc. W tym ostatnim przypadku, je±li bufor w momencie zgªoszenia do
systemu jest peªny to zadanie jest stracone. Mo»na bada¢:

• L(t) � liczba zada« w systemie w chwili t,

• Lq(t) � liczba zada« oczekuj¡cych w buforze,
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• Wn � czas czekania n-tego zadania,

• Dn � czas odpowiedzi dla i-tego zadania (czas od momentu zgªoszenia
do momentu wyj±cia zadania z systemu)

• V (t) � zaªadowanie (workload) w chwili t, co jest sum¡ wszystkich
zada« które zostaªy do wykonania (wliczaj¡c to co zostaªo do wyknania
dla ju» obsªugiwanych).

W przypadku systemów ze stratami, bada si¦ prawdopodobie«stwo, »e nad-
chodz¡ce zadanie jest stracone (blocking probability lub loss probability).

Przez l̄, w̄, d̄, v̄ b¦dziemy oznacza¢ odpowiednio w warunkach stabilno±ci:
±redni¡ liczb¦ zada« w systemie, ±redni czas czekania, ±redni czas odpowiedzi,
±rednie zaªadowanie.

7 Przegl¡d systemów kolejkowych

7.1 Systemy z niesko«czon¡ liczb¡ serwerów

System w którym ka»de zgªoszenie ma przydzielony natychmiast serwer do
obsªugi. A wi¦c nie ma czekania. Nieciekawy jest równiez czas odpowiedzi
wynosz¡cy tyle ile rozmiar zadania. B¦dziemy wi¦c pyta¢ si¦ o liczb¦ L(t)
zada« w chwili t. Zadania zgªaszaj¡ si¦ w momentach 0 ≤ A1 < A2 < . . .
i ich rozmiary wynosz¡ odpowiednio S1, S2, . . .. A wi¦c i-te zadanie jest w
systemie w odcinku [Ai, Ai + Si). Mo»emy formalnie zde�niowa¢

L(t) =
∞∑
j=1

1[Ai,Ai+Si)(t).

Je±li interesujemy si¦ procesem L(t) jedynie w odcinku (0, tmax] to wtedy
musimy znale¹¢ n takie »e An ≤ t, An+1 > t; wtedy i-te zadanie jest w
systemie w odcinku [Ai,min(tmax, Ai + Si)). Algorytm na symulacj¦ L(t)
gdy dane s¡ procedury generowania (Ai) oraz (Si) jest nast¦puj¡cy. Piszemy
Ai = A(i) oraz Si = S(i).

l=0;

A=-\log rand/lambda;

while A<=tmax

generate S;
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l=l+min(tmax,A+S)-A;

generate A;

end

lbar=l/tmax

M/M/∞ Najªatwiejszym do peªnej analizy jest system gdy odst¦py mi¦-
dzy zgªoszeniami (τi) s¡ niezale»nymi zmiennymi losowymi o jednakowym
rozkªadzie wykªadniczym z parametrem λ. Wtedy zgªoszenia s¡ zgodne z
procesem Poissona z intensywno±ci¡ λ. Czasy obsªug sa niezale»ne o jedna-
kowym rozkªadzie µ. Wtedy mamy, niezaleznie od wielko±ci ρ = λ/µ

• limt→∞ IP(L(t) = k) = ρk

k!
e−ρ oraz

• limt→∞ IEL(t) = ρ.

Bardziej interesuj¡ce z punkty widzenia symulacji jest istnienie granic z praw-
dopodobie«stwem 1

•
lim
t→∞

1

t

∫ t

0

1(L(t) = k) =
ρk

k!
e−ρ (7.5)

oraz

•
lim
t→∞

1

t

∫ t

0

L(t) = ρ (7.6)

.

M/G/∞ Proces zgªosze« zada« jest taki sam jak w M/M/∞, jednak»e
rozmiary kolejnych zada« (Sj)j s¡ niezale»ne o jednakowym rozkªadzie G.
Musimy zaªo»y¢, »e IES1 = µ−1 < ∞. W tym systemie jest nieograniczony
zasób serwerów a wi¦c »adne zadanie nie czeka i nie ma sensu mówi¢ o czasie
czekania który jest zerowy i czasie odpowiedzi, który równy jest rozmiarowi
zadania. Wtedy mamy, niezale»nie od wielko±ci ρ = λIES <∞

• limt→∞ IP(L(t) = k) = ρk

k!
e−ρ oraz

•
lim
t→∞

IEL(t) = ρ (7.7)

,
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i równie» s¡ prawdziwe wzory ([?? eq:erodicM/M/infty.1??]), (7.6).
Proces L(t) b¦dzie stacjonarny je±li jako L(0) we¹miemy zmienn¡ losow¡

o rozkªadzie Poissona Poi(ρ). Wtedy funkcja kowariancji 1

R(t) = IE [(L(s)− ρ)(L(s+ t)− ρ)] (7.8)

= λ

∫ ∞
t

(1−G(v)) dv . (7.9)

Ponandto znamy wzór na obci¡»enie je±li w chwili t = 0 nie ma »adnych
zada«, tj. L(0) = 0:

ρ− IEL(t) = λ

∫ ∞
t

(1−G(s)) ds .

W szczególno±ci dla M/D/∞, tj. gdy rozmiary zada« s¡ deterministyczne
mamy R(t) = ρ(1− µt) dla t ≤ µ−1 oraz R(t) = 0 dla t > µ−1. 2

7.2 Systemy ze sko«czon¡ liczb¡ serwerów

M/M/1 Najªatwiejszym do peªnej analizy jest system gdy odst¦py mi¦-
dzy zgªoszeniami (τi) s¡ niezale»nymi zmiennymi losowymi o jednakowym
rozkªadzie wykªadniczym z parametrem λ. To zaªo»enie odpowiada, »e zgªo-
szenia s¡ zgodne z procesem Poissona z intensywano±ci¡ λ. Czasy obsªug s¡
niezale»ne o jednakowym rozkªadzie µ. Wtedy, mi¦dzy innymi, wiadomo »e
w przypadku λ < µ (lub równowa»nie ρ < 1, gdzie ρ = λ/µ), niezale»nie od
wy»ej wymienionej dyscypliny obsªugi:

• pk = limt→∞ IP(L(t) = k) = (1− ρ)ρk (k = 0, 1, 2, . . .) oraz

l̄ = lim
t→∞

IEL(t) =
λ

µ− λ
(7.10)

,

• l̄q = limt→∞ IELq(t) = λ2

µ(µ−λ)
.

Natomiast w przypadku dyscypliny FCFS mamy

• w̄ = ¯limn→∞IEWn = λ
µ(µ−λ)

,

1Cytowanie za Whittem [46]
2Napisac procedure generowania relalizacji M/G/infty.
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• d̄ = limn→∞ IEDn = 1
µ−λ .

Ponadto mamy z prawdopobie«stwem 1 zbie»no±¢

• limt→∞
∫ t

0
L(s) ds/t = λ

µ−λ

• limt→∞
∫ t

0
Lq(s) ds/t = λ2

µ(µ−λ)

a w przypadku dyscypliny FCFS mamy

• limk→∞
∑k

j=1Wj/k = 1λ
µ(µ−λ)

• limk→∞
∑k

j=1 dj/k = 1
µ−λ

M/M/c Proces zgªosze« zada« oraz ich rozmiary s¡ takie same jak w
M/M/1. Natomiast w tym systemie jest c serwerów obsªuguj¡cych z t¡ sam¡
pr¦dko±ci¡. Podobnie jak dla M/M/1 mo»emy pokaza¢, »e, je±li obªuga jest
zgodna z kolejno±cia¡ zgªosze«, to, przy zaªo»eniu ρ < c

w̄ = lim
n→∞

IEWn =
pW

µ(c− ρ)

i mamy równie» z prawdopdobie«stwem 1 zbie»no±¢

lim
k→∞

k∑
j=1

Wj/k = w̄ .

Mamy rówie» dla dyscypliny FCFS ale i równie» pewnej klasy dyscyplin
obsªugi

pk = lim
t→∞

IP(L(t) = k) =


ρk

k!
p0, k = 0, . . . , c

ρk

c!ck−c
p0, k > c.

gdzie

p0 =

[
c∑

k=0

ρk

k!
+

ρc+1

c!(c− ρ)

]−1

.

oraz z prawdopodobie«stwem 1

lim
t→∞

∫ t

0

L(s) ds/t = .
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GI/G/1 Jest to system taki, »e (τk)k (A1 = τ1, A2 = τ1 + τ2, . . .) s¡ nieza-
le»nymi zmiennymi losowymi o jednakowym rozkªadzie F a rozmiary zada«
(Sk)k tworz¡ ci¡g niezale»nych zmiennych losowych o jednakowym rozkªa-
dzie G. Przypu±¢my, »e w chwili t = 0 system jest pusty, i pierwsze zadanie
przychodzi w momencie A1. Wtedy oczywi±cie czas czekania tego zadania
wynosi W1 = 0. Dla systemów jednokanaªowych prawdziwa jest rekurencja

Wk+1 = (Wk + Sk − τk+1)+. (7.11)

Mo»na rozpatrywa¢ alternatywne zaªo»enia pocz¡tkowe. Na przykªad, przy-
pu±ci¢, »e w chwili A0 = 0 mamy zgªoszenie zadania rozmiaru S0, które b¦dzie
musiaªo czeka¢ przez czasW0. W takim przypadku rozpatruje si¦ rózne zaªo-
zenia o rozkªadzieW0, S0 i A1, ale zawsze trzeba pami¦ta¢ niezale»no±ci a»eby
poni»sze fakty byªy prawdziwe. Natomiast rekurencja ([??eqn:rekurencja
GI/G/1??]) jest niezale»na od wszlkich zaªo»e« probabilistycznych. Przy
zaªo»eniach jak wy»ej Wk tworzy ªa«cuch Markowa i je±li IES1 < IE τ1, to
istniej¡ granice limk→∞ IP(Wk ≤ x) oraz, je±li IES2

1 <∞

w̄ = lim
k→∞

IEWk .

Ponadto z prawdopodobie«stwem 1

w̄ = lim
k→∞

k∑
j=1

Wj/k .

W przypadku, gdy τ1 ma rozkªad wykªadniczy z IE τ1 = 1/λ to

w̄ =
λIES2

1

2(1− λ/IES1)
. (7.12)

Wzór (7.12) jest zwany wzorem Pollaczka-Chinczyna. Je±li S ma rozkªad
wykªadniczy z parametrem µ, to wtedy powy»szy wzór pokrywa si¦ z odpo-
wiednim wzorem dla M/M/1.

W szczególno±ci je±li rozmiary zada« s¡ niezale»ne o jednakowym rozkªa-
dzie wykªadniczym, to oznaczamy taki system przez GI/M/1. Je±li proces
zgªosze« zada« jest procesem Poissona, to wtedy piszemy M/G/1. Je±li za-
równo proces wej±ciowy jest Poissonowski jak i rozmiary zada« s¡ wykªadni-
cze, to piszemy M/M/1.
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GI/G/c Jest to system taki, »e odst¦py mi¦dzy zgªoszeniami s¡ (τk)k
(A1 = τ1, A2 = τ1+τ2, . . .) a rozmiary zada« (Sk)k. Jest c serwerów, i zadania
oczekuj¡ce w buforze do obªugi zgodnie z kolejno±¢i¡ zgªosze«. Zamiast re-
kurencji ([??eqn:rekurencja GI/G/1??]) mamy nast¦puj¡c¡. Oznaczmy
V n = (Vn1, Vn2, . . . , Vnc), gdzie 0 ≤ Vn1 ≤ Vn2 ≤ . . . ≤ Vnc. Skªadowe tego
wektora reprezentuj¡ dla n-go zadania (uporz¡dkowane) zaªadowanie ka»dego
z serwerów. A wi¦c przychodz¡c idzie do najmniej zaªadowanego z zaªadowa-
niem Vn1 i wobec tego jego zaªadowanie tu» po momencie zgªoszenia wyniesie
Vn1 + Sn. Po czasie τn+1 (moment zgªoszenia n + 1-szego) zaªadowania wy-
nosz¡ Vn1 + Sn − τn+1, Vn2 − τn+1, . . . , Vnc − τn+1. Oczywi±cie jesli s¡ ujemne
to kªadziemy 0, tj (Vn1 +Sn− τn+1)+, (Vn2− τn+1)+, . . . , (Vnc− τn+1)+. Teraz
musimy wyniki uporz¡dkowa¢. Wprowadzamy wi¦c operator R(x), który
wektor x z IRc przedstawia w formie uporz¡dkowaej tj. x(1) ≤ . . . ≤ x(c). A
wi¦c dla systemu z c serwerami mamy rekurencj¦

(Vn+1,1, Vn+1,2, . . . , Vn+1,c)

= R((Vn1 + Sn − τn+1)+, (Vn2 − τn+1)+, . . . , (Vnc − τn+1)+ .

Przypu±¢my, »e w chwili t = 0 system jest pusty, i pierwsze zadanie
przychodzi w momencie A1. Wtedy oczywi±cie czas czekania tego zadania
wynosi V1 = V2 = . . . = Vc = 0. Rekurencja powy»sza jest prawdziwa
bez zaªo»e« probabilitycznych. Jesli teraz zaªo»ymy, »e ci¡g (τn) i (Sn) s¡
niezale»ne i odpowiednio o jednakowym rozkªadzie F i G, oraz je±li ρ = IES

IET
<

c, to system si¦ stabilizuje i istnieje rozkªad stacjonarny.

7.3 Systemy ze stratami

M/M/c ze stratami Proces zgªosze« zada« oraz ich rozmiary s¡ takie
same jak w M/M/1. Natomiast w tym systemie jest c serwerów obsªuguj¡-
cych z t¡ sam¡ pr¦dko±cia, ale nie ma bufora. Je±li przychodz¡ce zadanie
zastaj¡ wszystkie serwery zaj¦te, to jest stracone. Mo»na pokaza¢ istnienie
granicy

pk = lim
t→∞

IP(L(t) = k) =
ρk/k!∑c
j=0 ρ

j/j!
, k = 0, . . . , c

gdzie ρ = λ/µ, i teraz ta granica istnieje zawsze niezale»nie od wielko±ci ρ.
W szczególno±ci mamy te»

lim
t→∞

∫ t
0
1(L(s) = c) ds

t
= pc .
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Dla tego systemu szczególnie ciekaw¡ charakterystyk¡ jest tzw. prawdopdo-
bie«stwo straty, które mo»emy w intuicyjny sposób zde�niowa¢ nast¦puj¡co.
Niech

Jk =

{
1 k-te zadanie jest stracone
0 w przeciwnym razie.

(7.13)

Wtedy z prawdopodobie«stwem 1 istnieje granica

pblock = lim
k→∞

k∑
j=1

Jj/k. (7.14)

Prawdopodobie«stwo pblock jest stacjonarnym prawdopdobie«stwem, »e przy-
chodz¡ce zadanie jest stracone. Odró»nijmy pblock od pc, które jest stacjo-
narnym prawdopodobie«stwem, »e system jest peªny, chocia» dla M/M/c ze
stratami te prawdopodobie«stwa si¦ pokrywaj¡. Tak nie musi by¢, je±li za-
dania zgªaszaj¡ si¦ do systemu nie zgodnie z procesem Poissona. Okazuje
si¦, »e tzw. wzór Erlanga

pblock =
ρc/c!∑c
j=0 ρ

j/j!

jest prawdziwy dla systemów M/G/c ze stratami, gdzie rozmiary kolejnych
zada« tworz¡ ci¡g niezaleznych zmiennych losowych z jednakow¡ dystrybu-
ant¡ G, gdzie µ−1 =

∫∞
0
x dG(x) jest warto±ci¡ oczekiwan¡ rozmiaru zadania.

8 Bª¡dzenie przypadkowe i technika zamiany

miary

8.1 Bª¡dzenie przypadkowe

Zacznijmy od poj¦cia bª¡dzenia przypadkowego. Niech ξ1, ξ2, . . . b¦dzie ci¡-
giem niezale»nych zmiennych losowych o jednakowym rozkªadzie. Bª¡dze-
niem przpadkowym nazywamy ci¡g {Sn, n = 0, 1, . . .} zde�niowany nast¦pu-
j¡co:

S0 = 0, Sn = ξ1 + . . .+ ξn, n = 1, 2, . . . .

B¦dziemy zakªada¢, »e istnieje i jest sko«czony pierwszy moment IE ξ1. Po-
damy teraz tzw. twierdzenie ..... Dowód pierwszych dwóch przypadków jest
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prostym zastosowaniem prawa wielkich liczb Koªmogorowa. Natomiast do-
wód trzeciego przypadku jest nietrywialny i mo»na go na przykªad znale¹¢
w ksi¡»ce [39].

Twierdzenie 8.1 Z prawdopodobie«stwem 1 mamy

lim
n→∞

Sn =∞, gdy IE ξ1 > 0,

lim
n→∞

Sn = −∞, gdy IE ξ1 < 0,

oraz
lim sup
n→∞

Sn =∞, lim inf
n→∞

= −∞ gdy IE ξ1 = 0.

Teraz niech a < 0 < b i rozpatrzmy bª¡dzenie {Sn} do momentu opuszczenia
przez niego przedziaªu (a, b). Bª¡dzenie mo»e opu±ci¢ przedziaª (a, b) albo
przeskakuj¡c przez b lub przeskakuj¡c przez a. Interesuj¡ce jest pytanie o
prawdopodobie«stwo opuszczenia na przykªad przez b. Formalnie de�niu-
jemy to prawdopodobie«stwo nast¦puj¡co. Niech τ = min{i ≥ 1 : Si 6∈
(a, b)}, b¦dzie momentem opuszczenia przedziaªu. Szukane zdarzenie to

A = {Sτ ≥ b, τ <∞}.

Oczywi±cie jesli a, b s¡ sko«czone, to z twierdzenia 8.1 mamy, »e IP(τ <
∞) = 1 ale b¦dzie nas interesowaª równie» przypadek, gdy a = −∞. Wtedy
oczywi±cie, równie» z twierdzenia 8.1, mamy

IP(τ <∞) = 1 je±li IE ξ1 ≥ 0,

IP(τ <∞) < 1 je±li IE ξ1 < 0.

Dla zadania z a = −∞, dalej zwanego zadaniem 1-szym b¦dziemy liczy¢
IP(τ <∞), natomiast dla zadania z a, b sko«czonymi, b¦dziemy liczy¢ zada-
nie 2-go które ma na celu obliczy¢ IP(Sτ ≥ b).

Zauwa»my jeszcze, gdy IP(ξ1 = 1) = p i IP(ξ1 = −1) = q = 1 − p,
to bª¡dzenie przypadkowe generowane przez ci¡g ξ1, . . . nazywamy prostym
symetrycznym.

8.2 Technika wykªadniczej zamiany miary

Kontynuuj¡c rozwa»ania z podrozdziaªu X.2.1 sformuªujemy teraz wa»n¡
to»samo±¢, zwan¡ to»samo±ci¡ Walda, prawdziw¡ dla zmiennych ν b¦d¡-
cych czasem zatrzymania dla {Sn}. Niech A b¦dzie zdarzeniem takim, »e
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A ∩ {ν = k} = {(ξ1, . . . , ξk) ∈ Bk} dla Bk ⊂ IRk, k = 0, 1, . . .. Oznaczamy
to przez A ∈ Fν . W dalszej cz¦s¢i wykªadu b¦dziemy korzystali z ν = τ ,
który jest czasem wyj±cia bª¡dzenia przypadkowego z (a, b), oraz A = Sν ≥ b
lub A = Ω. Przedstawimy teraz wa»n¡ to»samo±¢, która jest prawdziwa dla
dowolnego rozkªadu ξ, byleby θ ∈ (θ1, θ2).

Fakt 8.2 (To»samo±¢ Walda analizy sekwencyjnej) Je±li A ⊂ {τ <∞}, to

IP(A) = ĨE
θ
[m̂ν(θ)e−θ(ξ1+...+ξν);A]. (8.15)

Wniosek 8.3

IP(τ <∞) = ĨE
θ
[m̂τ (θ)e−θ(ξ1+...+ξτ ); τ <∞]. (8.16)

Przypomnijmy, »e IE ξ1 < 0. Zbadajmy teraz funkcj¦ m̂(θ) w przedziale
θ1 < θ < θ2). Poniewa»

dm̂(θ)

dθ |θ=0
= IE ξ1 < 0,

wi¦c funkcja m̂(θ) w θ = 0 równa si¦ 1 i w tym punkcie maleje. Dalej
b¦dziemy przyjmow¡c nast¦puj¡ce zaªo»enie.

Zaªo»enie IE ξ1 < 0 i istnieje γ > 0 dla której m̂(γ) = 1, oraz

dm̂(θ)

dθ |θ=γ
<∞.

Przy tym zªo»eniu funkcja m̂(θ) ma przebieg nast¦puj¡cy. W przedziale
[0, γ] funkcja ±ci±le maleje od 0 do θ0 oraz ±ci±le ro±nie od θ0 do γ + ε dla
pewnego ε > 0. W θ = 0, γ przyjmuje warto±¢ 1.

Lemat 8.4 Dla zmiennej losowej ξ1 okre±lonej na przestrzeni probabilistycz-
nej (Ω,F , ĨPθ

) funkcja tworz¡ca momenty

ĨE
θ
esξ1 = m̂(s+ θ).

St¡d

ĨE
θ
ξ1 =

dm̂(θ + s)

ds |s=0
> 0, dla θ > θ0.
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Dowód

Wniosek 8.5 Dla θ > θ0 mamy ĨP
θ
(τ <∞) = 1. St¡d dla zadania Y

IP(τ <∞) = IE θ[m̂τ (θ)ẽ−θ(ξ1+...+ξτ )].

W szczególno±ci
IP(τ <∞) = ĨE

γ
e−γ(ξ1+...+ξτ ).

Natomiast dla zadania 2-go moment zatrzymania τ jest zawsze sko«czony
i dlatego obliczenie IP(τ < ∞) jest nieciekawe bo wielko±¢ ta równa si¦ 1.
Natomiast potrzebne s¡ inne wielko±ci.

Wniosek 8.6

IP(Sτ ≥ b) = ĨE
θ
[m̂ν(θ)e−θ(ξ1+...+ξτ );Sτ ≥ b].

W szczególno±ci

IP(Sτ ≥ b) = ĨE
γ
[e−γ(ξ1+...+ξτ );Sτ ≥ b].

Jak si¦ oka»e, wybór θ = γ jest w pewnym sensie optymalny.
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